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1. RESUMEN

En este trabajo se realizó una revisión sistemática de literatura sobre el reconocimiento

de imágenes de polinizadores mediante aprendizaje profundo, con énfasis en arquitecturas, métri-

cas de evaluación y factores técnicos asociados al rendimiento. La búsqueda se efectuó en Scopus

mediante una estrategia estructurada, siguiendo el enfoque PRISMA para la identificación, se-

lección y depuración de los estudios, junto con criterios de inclusión y exclusión previamente

definidos. El corpus final estuvo conformado por 53 estudios publicados desde 2020, centrados

en tareas de clasificación, detección y segmentación. Los resultados evidencian un predominio

de la detección y una presencia destacada de la familia YOLO, junto con arquitecturas como

ResNet, MobileNet, EfficientNet, Faster R-CNN y Mask R-CNN. Las métricas más reportadas

fueron exactitud, precisión y sensibilidad, mientras que en detección destacaron mAP, IoU y

FPS. Además, se identificó que el rendimiento depende de la arquitectura y de estrategias co-

mo aumento de datos, aprendizaje por transferencia y métodos de optimización. La evidencia

revisada muestra avances relevantes en el reconocimiento automatizado de polinizadores e in-

dica que la comparación por tipo de tarea, modelo y métrica permite ordenar una literatura

metodológicamente heterogénea.

Palabras clave: Aprendizaje profundo, Métricas de desempeño, Polinizadores, Reconocimien-

to de imágenes, Visión por computador.
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2. ABSTRACT

This study conducted a systematic literature review on pollinator image recognition

using deep learning, with emphasis on architectures, evaluation metrics, and technical factors

associated with model performance. The search was carried out in Scopus through a structured

search strategy, following the PRISMA approach for the identification, screening, and selection

of studies, together with previously defined inclusion and exclusion criteria. The final corpus

consisted of 53 studies published since 2020, focused on classification, detection, and segmenta-

tion tasks. The results show a predominance of detection tasks and a notable presence of the

YOLO family, along with architectures such as ResNet, MobileNet, EfficientNet, Faster R-CNN,

and Mask R-CNN. The most frequently reported metrics were accuracy, precision, and recall,

while mAP, IoU, and FPS were prominent in detection tasks. In addition, model performance

was found to depend on the architecture and on strategies such as data augmentation, trans-

fer learning, and optimization methods. The reviewed evidence shows relevant advances in the

automated recognition of pollinators and indicates that comparison by task type, model, and

metric makes it possible to organize a methodologically heterogeneous body of literature.

Keywords: Computer vision, Deep learning, Image recognition, Performance metrics, Polli-

nators.
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3. INTRODUCCIÓN

El aprendizaje profundo se ha consolidado como una de las líneas más influyentes de la

inteligencia artificial aplicada al análisis de imágenes. Su desarrollo reciente ha estado acompa-

ñado por avances en capacidad computacional, disponibilidad de datos y diseño de arquitecturas

cada vez más eficaces para procesar información visual de alta complejidad (Herath, 2025; Mie-

nie y Svart, 2024). En este marco, la visión por computador ha experimentado una expansión

sostenida, especialmente en tareas como clasificación, detección y segmentación, en las que los

modelos pueden aprender representaciones jerárquicas a partir de los datos sin necesidad de

diseñar manualmente todas las características relevantes.

Dentro de este campo, las redes neuronales convolucionales han ocupado un lugar cen-

tral. Su importancia radica en que permiten capturar patrones espaciales, reconocer estructuras

visuales locales y combinarlas progresivamente en representaciones más abstractas (Khan et

al., 2020; Raj y Yos, 2025). Gracias a ello, las redes neuronales convolucionales (Convolutional

Neural Networks, CNN) y sus variantes se han consolidado como una base técnica dominante

en numerosos problemas de reconocimiento visual, especialmente cuando los objetos de interés

presentan variaciones de forma, tamaño, posición, iluminación o fondo.

La relevancia de estas arquitecturas no se limita a contextos industriales o comerciales.

También ha alcanzado dominios científicos en los que el reconocimiento visual constituye una

tarea clave para la generación de conocimiento. Entre ellos se encuentra el estudio de la bio-

diversidad, ámbito en el que la identificación de organismos a partir de imágenes ha ganado

importancia como apoyo al monitoreo ecológico, la documentación de especies y la observación

sistemática de cambios en comunidades biológicas (Borowiec et al., 2022; Høye et al., 2021).

En este escenario, el uso de aprendizaje profundo representa una oportunidad para fortalecer

procesos de análisis que tradicionalmente han dependido de trabajo manual intensivo.

Uno de los casos más relevantes dentro de esta intersección entre visión por computador

y ecología es el reconocimiento de polinizadores a partir de imágenes. Los polinizadores, parti-

cularmente abejas, abejorros y otros insectos asociados a la polinización, cumplen una función
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esencial en la reproducción de numerosas plantas y en el mantenimiento de la diversidad bio-

lógica (Ghosh y Hasan, 2025). Por esta razón, su observación e identificación resultan valiosas

para el seguimiento de comunidades ecológicas, la evaluación de cambios en poblaciones y la

comprensión de procesos vinculados con la conservación (Hellwig et al., 2024).

A pesar de esta importancia, la identificación de polinizadores sigue presentando dificul-

tades prácticas y metodológicas. Gran parte del reconocimiento de especies continúa dependiendo

de observación experta, análisis morfológico y revisión manual de imágenes. Estos enfoques re-

quieren tiempo, entrenamiento especializado y condiciones de captura relativamente favorables

para distinguir organismos que, en muchos casos, presentan una alta similitud visual entre sí

(Spiesman et al., 2021). Además, la variabilidad de iluminación, postura, escala, movimiento y

fondo puede dificultar aún más la diferenciación entre especies o grupos taxonómicos (Ratnayake

et al., 2021).

Estas limitaciones hacen evidente la necesidad de contar con herramientas computacio-

nales capaces de asistir o automatizar parte del proceso de reconocimiento. En este punto, el

aprendizaje profundo aparece como una alternativa especialmente prometedora. En particular,

las redes neuronales convolucionales permiten aprender directamente a partir de imágenes ras-

gos visuales que serían difíciles de formalizar mediante reglas manuales. Esta capacidad resulta

especialmente relevante cuando se trabaja con organismos pequeños, con alta variación intra-

específica o con entornos visuales complejos, características frecuentes en el reconocimiento de

polinizadores (Borowiec et al., 2022; Høye et al., 2021).

El potencial de estas técnicas ya se refleja en estudios recientes que reportan aplicaciones

de aprendizaje profundo para clasificación de especies, detección de insectos en imágenes y

monitoreo automatizado en tiempo real (Bjerge et al., 2022; Stark et al., 2023). Asimismo,

se han propuesto sistemas orientados a contextos específicos de observación, lo que evidencia

que el reconocimiento automatizado de polinizadores mediante imágenes ha dejado de ser una

posibilidad teórica para convertirse en una línea activa de investigación aplicada (Stark et al.,

2025; Urbano Espinosa et al., 2025). Sin embargo, este crecimiento no ha ido acompañado de

una síntesis suficientemente clara que permita comparar enfoques, métricas y decisiones técnicas

dentro del campo.
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Al revisar la literatura disponible, se observa que los avances no se presentan de for-

ma homogénea ni fácilmente comparable. Los estudios difieren en los grupos de polinizadores

analizados, en el tipo de imágenes empleadas, en las tareas abordadas y en las arquitecturas

implementadas. Mientras algunos trabajos se concentran en clasificación, otros priorizan detec-

ción, seguimiento automatizado o segmentación; además, las condiciones de captura, el tamaño

de los conjuntos de datos y el nivel de detalle taxonómico también varían de manera impor-

tante (Proença et al., 2025; Spiesman et al., 2021). Los estudios son heterogéneos, por lo que

requieren una síntesis organizada que permita compararlos dentro de grupos metodológicamente

semejantes.

La comparación entre estudios también se ve limitada por la diversidad de métricas

reportadas y por la descripción desigual de las decisiones técnicas que acompañan el entrena-

miento de los modelos. No todos los trabajos informan las mismas medidas de desempeño, ni

lo hacen con el mismo nivel de detalle; además, factores como la disponibilidad limitada de da-

tos etiquetados, el desbalance entre clases, la variabilidad morfológica intra e interespecífica, la

transferencia de aprendizaje, el aumento de datos y los métodos de optimización pueden influir

de manera importante en los resultados (Khanzhina et al., 2022).

En este contexto, la ausencia de una síntesis estructurada constituye un problema aca-

démico concreto, ya que dificulta responder con claridad qué arquitecturas se utilizan con mayor

frecuencia, qué métricas predominan y qué factores técnicos se asocian con mejores niveles de

desempeño reportado.

La pertinencia de esta investigación radica en la necesidad de organizar y comparar una

literatura reciente que, aunque valiosa, permanece dispersa. Una revisión sistemática permite

reunir estudios bajo criterios explícitos de selección, sintetizar sus enfoques y ofrecer una visión

integrada de los componentes más relevantes del campo. En áreas afines, este tipo de revisión

ha resultado útil para clarificar el desarrollo de arquitecturas, patrones de evaluación y desafíos

persistentes (Pacal et al., 2024; S. Wang et al., 2025).

En el caso del reconocimiento de polinizadores mediante aprendizaje profundo, una sín-

tesis de esta naturaleza puede servir para describir el estado del arte y orientar futuras decisiones
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metodológicas en torno a la selección de modelos, métricas y estrategias técnicas.

Desde esta perspectiva, la presente monografía tiene como propósito caracterizar el es-

tado del arte del reconocimiento de imágenes de polinizadores mediante aprendizaje profundo,

a partir de estudios científicos publicados desde 2020. El análisis se centra en tareas de clasifica-

ción, detección y segmentación, con énfasis en el papel de las redes neuronales convolucionales

y de otras arquitecturas relacionadas, por constituir uno de los enfoques más representativos en

problemas de reconocimiento visual.

De manera más específica, el estudio busca identificar las arquitecturas y tipos de mo-

delos más utilizados, sintetizar las métricas de evaluación reportadas en la literatura y analizar

los principales factores técnicos asociados al rendimiento de los modelos. En conjunto, estas di-

mensiones permiten organizar la evidencia reciente desde una perspectiva comparativa y ofrecer

una visión integrada de un campo que ha crecido de manera notable, pero cuya consolidación

metodológica aún presenta limitaciones importantes.
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4. OBJETIVOS

En esta sección se presentan los objetivos que orientan el desarrollo de la revisión siste-

mática. Estos permiten delimitar el alcance del estudio y organizar el análisis de la literatura

científica.

4.1 OBJETIVO GENERAL

Caracterizar el estado del arte en el reconocimiento de imágenes de polinizadores en

aprendizaje profundo, mediante una revisión sistemática de estudios científicos desde

2020 sobre redes neuronales en clasificación, detección o segmentación.

4.2 OBJETIVOS ESPECÍFICOS

A partir del objetivo general, se establecen los siguientes objetivos específicos, los cuales

permiten descomponer el análisis en dimensiones concretas relacionadas.

• Identificar los modelos y arquitecturas de aprendizaje profundo en el reconocimiento de

imágenes de polinizadores y las configuraciones de redes neuronales.

• Comparar las métricas de desempeño de la literatura científica, tales como precisión, exac-

titud, sensibilidad y medida F1, de acuerdo con la tarea y el tipo de modelo.

• Analizar los factores técnicos que se asocian con el rendimiento de los modelos, como la

transferencia de aprendizaje, el aumento de datos y los métodos de optimización.
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5. FUNDAMENTO TEÓRICO

5.1 POLINIZADORES Y SU MONITOREO

Los polinizadores son esenciales para la reproducción de plantas y el mantenimiento de

la biodiversidad global. Se estima que aproximadamente el 87 % de las plantas con flores y el

75 % de los cultivos agrícolas dependen de la polinización para su reproducción (Ghosh y Hasan,

2025). Este servicio ecológico es crucial para los ecosistemas naturales y también la seguridad

alimentaria humana, sin embargo, su declive, debido a la destrucción del hábitat, el cambio

climático y la contaminación, representa una amenaza directa para la seguridad alimentaria y la

biodiversidad global. Este problema ha escalado en importancia en la última década, haciendo

urgente la implementación de métodos más eficaces y precisos para su monitoreo (Hellwig et al.,

2024).

Tradicionalmente, los métodos de monitoreo de polinizadores han consistido en obser-

vación directa y recolección de muestras, los cuales dependen en gran medida de la experiencia

del observador y del tiempo disponible para la recolección de datos. Aunque son efectivos, es-

tos métodos tienen limitaciones significativas: son propensos a errores humanos, especialmente

cuando se trata de especies morfológicamente similares; dependen de expertos, lo que reduce

la consistencia y calidad de los datos obtenidos; y son intensivos en trabajo, lo que limita la

frecuencia y extensión de los monitoreos (Batz et al., 2023).

En la actualidad, los avances en aprendizaje profundo (Deep Learning) ofrecen soluciones

innovadoras para superar estas limitaciones ya que, muestran una gran precisión y eficiencia

en la detección automatizada de polinizadores a partir de imágenes aéreas, superando a los

métodos tradicionales en términos de rapidez y exactitud. Este enfoque permite automatizar

la clasificación de polinizadores, reducir la dependencia de expertos y minimizar los errores

humanos, mejorando la fiabilidad de los datos (Z. Wang et al., 2025).

Además, la integración de tecnologías como drones con modelos de aprendizaje profundo

facilita el monitoreo no invasivo a gran escala, lo cual mejora la calidad y frecuencia del monitoreo
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y permite la recolección de datos en diversas condiciones y en lugares de difícil acceso, sin

interferir en el comportamiento de los polinizadores (Kim et al., 2025).

No obstante, el monitoreo automatizado en condiciones reales de campo introduce desa-

fíos técnicos que pueden degradar el desempeño de los modelos de visión por computador. Entre

los principales se encuentran la variabilidad de iluminación natural, los fondos complejos que

dificultan separar el insecto del entorno, la oclusión parcial por vegetación y el desenfoque por

movimiento debido a la rapidez de los polinizadores.

Adicionalmente, el tamaño reducido de muchas especies, la variación de escala y punto de

vista en capturas aéreas o con cámaras fijas, y la alta similitud visual entre taxones incrementan

la probabilidad de confusión en la clasificación. A ello se suman dificultades propias de los datos

ecológicos, como el desbalance de clases, la disponibilidad limitada de imágenes etiquetadas y

el domain shift, que ocurre cuando un modelo entrenado en un escenario pierde capacidad de

generalización al aplicarse en ambientes, estaciones o configuraciones de captura distintas (S, tefan

et al., 2025).

En cuanto a la conservación de los polinizadores, el uso de modelos de aprendizaje

profundo en combinación con programas de monitoreo a gran escala y la integración de la ciencia

se presentan como herramientas clave para comprender mejor las dinámicas de las poblaciones

de polinizadores y mitigar su declive (Hellwig et al., 2024).

5.2 FUNDAMENTOS DEL APRENDIZAJE PROFUNDO

El aprendizaje profundo es una subdisciplina del aprendizaje automático que se centra

en modelar datos a través de múltiples capas de neuronas, utilizando estructuras complejas y

transformaciones no lineales (Bhargavi, 2020). Este enfoque está inspirado en el funcionamien-

to del cerebro humano, permitiendo procesar información a través de niveles jerárquicos para

entender representaciones y características a partir de datos sin procesar.

A través de esta jerarquización, el aprendizaje profundo ha sido capaz de abordar pro-

blemas de alta complejidad, como el reconocimiento de imágenes, el procesamiento del lenguaje
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natural y la predicción de patrones en grandes volúmenes de datos. Una de las principales ca-

racterísticas del aprendizaje profundo es su uso de modelos de redes neuronales profundas, las

cuales sirven como puente para representar grandes cantidades de datos y aprender relaciones

complejas dentro de ellos (D. Sharma, 2020).

El aprendizaje profundo ha mostrado un rendimiento destacado en varias áreas, lo que

demuestra su versatilidad y eficacia. En visión por computadora, se ha utilizado para tareas

como la clasificación de imágenes y la detección de objetos, mientras que en el reconocimiento

de voz ha facilitado el procesamiento y reconocimiento de patrones vocales (Zulkernine et al.,

2020), permitiendo avances en sistemas de asistencia virtual. En el ámbito de la biología, se

utiliza para tareas como la identificación de especies, el monitoreo ambiental y el modelado

ecológico, contribuyendo a la conservación de la biodiversidad y la mejora de la sostenibilidad

ambiental (Borowiec et al., 2022).

5.2.1 DIFERENCIAS ENTRE APRENDIZAJE AUTOMÁTICO TRADI-

CIONAL Y APRENDIZAJE PROFUNDO

El aprendizaje automático tradicional suele depender de ingeniería de características, es

decir, del diseño manual de descriptores antes de entrenar el modelo. Esto exige conocimiento

del dominio y puede limitar el desempeño cuando la variabilidad visual es alta (J.-J. Chen et

al., 2024; Rajasree et al., 2025).

El aprendizaje profundo, en cambio, se apoya en aprendizaje de representaciones, donde

redes neuronales aprenden automáticamente características jerárquicas a partir de datos sin

procesar. Este enfoque ha mostrado alta eficacia en reconocimiento, detección y segmentación

de objetos (Khastavaneh y Ebrahimpour-Komleh, 2020).

Los métodos tradicionales pueden ser competitivos con menos datos cuando las carac-

terísticas son informativas, mientras que el aprendizaje profundo suele requerir más datos eti-

quetados, aunque su rendimiento puede sostenerse en escenarios de datos reducidos mediante

configuraciones adecuadas (Edwin Selva Rex et al., 2022; Rajasree et al., 2025).
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En términos prácticos, el aprendizaje profundo demanda mayor cómputo y memoria,

por lo que se beneficia del uso de GPU y análisis de eficiencia. Además, suele presentar menor

interpretabilidad directa, pese a que generalmente logra mayor desempeño en problemas visuales

complejos; en sistemas con restricciones energéticas, la eficiencia de las representaciones es un

factor crítico (J.-J. Chen et al., 2024; Štaka et al., 2025).

5.3 VISIÓN COMPUTACIONAL

La visión computacional es un campo dentro de la inteligencia artificial que permite a

las máquinas interpretar y comprender el contenido visual de imágenes y videos, de manera

similar a como lo haría un ser humano. En el contexto de la identificación de polinizadores,

la visión computacional utiliza redes neuronales convolucionales (CNN, por sus siglas en inglés

Convolutional Neural Networks) para realizar tareas como clasificación, detección y segmentación

de imágenes.

La clasificación implica asignar una etiqueta a una imagen completa, como identificar

la especie de un insecto en una fotografía. En el ámbito de la identificación de polinizadores, la

clasificación es crucial para distinguir entre diferentes especies de insectos. Un estudio reciente

utilizó CNN para clasificar insectos en imágenes de alta resolución capturadas por trampas de

cámara, logrando una precisión media (mAP, por sus siglas en inglés Mean Average Precision)

del 54,23 % en la clasificación a nivel de orden (Sa’doun et al., 2024).

En cuanto a la detección, esta implica identificar y localizar objetos específicos dentro

de una imagen. En el caso de los polinizadores, la detección se refiere a localizar la presencia

de abejas en imágenes de un campo o una colmena. En esta línea, (Sa’doun et al., 2024) desa-

rrollaron un estudio aplicado de monitoreo ambiental de alta resolución, en el que emplearon

la red YOLOv8 para detectar insectos polinizadores en imágenes obtenidas mediante trampas

de cámara macro. Sus resultados mostraron el potencial de este enfoque para recolectar datos

precisos a nivel de especie.

Por su parte, la segmentación es una técnica que permite dividir una imagen en regiones

significativas, como separar un polinizador del fondo (Indu y Priyadharsini, 2023). Existen dos
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tipos principales de segmentación: segmentación semántica y segmentación de instancias.

La segmentación semántica asigna una etiqueta a cada píxel de la imagen, un estudio

utilizó U-Net, una arquitectura popular para la segmentación de imágenes, para segmentar imá-

genes de epífitas adquiridas con drones, evaluando los resultados con el índice de Jaccard y el

puntaje Dice (Raheesh et al., 2022). Por otro lado, la segmentación de instancias distingue entre

diferentes objetos de la misma clase, se aplica en redes como Mask R-CNN, que ha sido utilizada

para identificar automáticamente lesiones en hojas de tomate, logrando una precisión promedio

del 73,00 % (P. Kaur et al., 2024).

Figura 5.1

Representación esquemática de tareas de visión por computador.

(a) Clasificación

Identificación de la clase principal en la imagen:
Abeja.

(b) Detección de objetos

Localización y clasificación de abejas y abejorros
mediante cajas delimitadoras.

(c) Segmentación semántica

Asignación de una categoría a cada píxel según la
clase del objeto.

(d) Segmentación de instancia

Separación individual de cada polinizador como una
instancia distinta.

Nota. Elaboración propia.

La Figura 5.1 presenta una representación esquemática de las principales tareas de visión

por computador aplicadas al reconocimiento de polinizadores. En clasificación, el modelo asigna
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una única etiqueta al objeto principal de la imagen. En detección, identifica y localiza múlti-

ples objetos mediante cajas delimitadoras. En segmentación semántica, clasifica regiones de la

imagen de acuerdo con su clase, sin distinguir individuos de una misma categoría. Finalmente,

en segmentación de instancia, separa cada objeto de forma individual, incluso cuando varios

pertenecen a la misma clase.

5.4 REDES NEURONALES

Las redes neuronales son sistemas computacionales inspirados en el cerebro humano,

compuestos por múltiples capas de neuronas artificiales que procesan información y aprenden

a realizar tareas específicas mediante el ajuste de sus conexiones internas. Existen varias ar-

quitecturas de redes neuronales, siendo las redes neuronales convolucionales las más utilizadas

en el reconocimiento de imágenes debido a su capacidad para aprender y generalizar patrones

complejos (Stark et al., 2025).

En el reconocimiento de imágenes, las técnicas de extracción de características juegan

un papel crucial, ya que permiten identificar y representar elementos visuales importantes de

una imagen, facilitando su clasificación y análisis (Sajib et al., 2025). Los beneficios de las redes

neuronales en el reconocimiento de imágenes incluyen alta precisión en tareas de clasificación,

la automatización de procesos que antes requerían intervención humana, y su adaptabilidad a

diferentes tipos de datos y tareas, lo que las hace muy versátiles en diversas aplicaciones.

5.4.1 ARQUITECTURA GENERAL DE UNA RED NEURONAL PRO-

FUNDA

Una red neuronal profunda se organiza en una jerarquía de capas que transforma pro-

gresivamente los datos de entrada hasta producir una salida, usualmente una predicción de clase

o una estimación continua. En visión por computador, esta organización se concreta en bloques

que extraen y combinan características, lo que permite construir representaciones internas cada

vez más informativas para la tarea (Khan et al., 2020).

En este tipo de modelos, las capas iniciales aprenden representaciones de bajo nivel, como
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bordes, texturas y patrones simples, mientras que las capas más profundas integran dichas señales

para formar representaciones de mayor nivel asociadas con formas y estructuras complejas,

facilitando la discriminación de objetos o categorías visuales. Esta propiedad constituye la base

del aprendizaje jerárquico de representaciones en redes profundas (Zakeri et al., 2023; Zurowietz

y Nattkemper, 2020).

La capacidad de una red para modelar relaciones complejas depende, entre otros aspectos,

de su profundidad y su ancho. Aumentar la profundidad incrementa el número de transforma-

ciones sucesivas y favorece la construcción de representaciones más abstractas, mientras que

aumentar el ancho incrementa la cantidad de unidades por capa y, con ello, la diversidad de

patrones que pueden ser capturados en una misma etapa de procesamiento (Khan et al., 2020).

En aplicaciones de clasificación de imágenes, es común que la arquitectura incluya capas

que extraen características, mecanismos de reducción de dimensionalidad y capas finales que

integran la información para producir la predicción. Esta organización permite que el modelo

aprenda representaciones compactas que preservan información relevante y reduzcan redun-

dancias, mejorando la capacidad de generalización cuando se diseña y ajusta adecuadamente

(Chandraprakash et al., 2024; Khan et al., 2020).

CAPAS

Una red neuronal profunda se estructura en capas con funciones diferenciadas dentro del

proceso de propagación hacia adelante. Cada capa transforma progresivamente la representación

de los datos, permitiendo que el modelo construya descripciones internas cada vez más adecuadas

para la tarea de clasificación.

La capa de entrada recibe los datos en forma numérica y establece la representación

inicial sobre la cual operará el modelo. Su función principal es garantizar que la información sea

correctamente incorporada al sistema, sin realizar transformaciones complejas. (Joselin et al.,

2024).

Las capas ocultas constituyen el núcleo del proceso de aprendizaje. A través de transfor-
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maciones sucesivas, estas capas modifican la representación de los datos, permitiendo capturar

patrones, dependencias y estructuras internas. La presencia de múltiples capas favorece la cons-

trucción de representaciones jerárquicas, en las cuales la información es refinada progresivamente

hasta volverse más adecuada para la decisión final. La profundidad y la anchura de la red in-

fluyen directamente en su capacidad de representación y en la complejidad de las funciones que

puede aproximar. (Apicella et al., 2024; Kam Ho, 2022).

La profundidad y el ancho de la red influyen directamente en su capacidad de represen-

tación. Una arquitectura suficientemente profunda permite modelar transformaciones complejas

mediante etapas sucesivas, mientras que una anchura adecuada contribuye a la formación de

regiones de decisión más flexibles en el espacio de características (Chaturvedi et al., 2023).

Finalmente, la capa de salida produce la respuesta final del modelo. Su estructura de-

pende de la naturaleza de la tarea, pudiendo generar una etiqueta única, múltiples etiquetas,

coordenadas espaciales o mapas estructurados. En todos los casos, esta capa sintetiza la infor-

mación transformada por las capas previas y la convierte en una predicción interpretable. (Y.

Liu et al., 2024).

Figura 5.2

Arquitectura general de una red neuronal profunda.

Capa de entrada Capa oculta 1 Capa oculta 2 Capa oculta 3 Capa de salida

Funciones de activación
σ(z)

Función de pérdida
L(y, ŷ)

Nota. Elaboración propia.
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En la Figura 5.2 se detalla la arquitectura general de una red neuronal profunda, en la

cual la información fluye desde la entrada hacia la salida mediante transformaciones sucesivas.

En cada capa oculta se aplican funciones de activación después de las transformaciones lineales,

introduciendo no linealidad y permitiendo modelar relaciones complejas. En la capa de salida

también se emplea una función de activación adecuada según la tarea. La función de pérdida

se define sobre las salidas finales del modelo y mide la discrepancia entre las predicciones y los

valores reales, generando la señal de error utilizada durante el entrenamiento.

FUNCIONES DE ACTIVACIÓN Y PÉRDIDA

Las funciones de activación introducen no linealidad en las redes neuronales profundas,

permitiendo modelar relaciones complejas en tareas de clasificación, detección y segmentación.

En las capas ocultas, estas funciones se aplican después de cada transformación lineal, mientras

que en la capa de salida se seleccionan en función del tipo de predicción requerida. Su elec-

ción influye directamente en la estabilidad del entrenamiento y en la propagación del gradiente

(Khalid et al., 2020; Too et al., 2020; Zhu y Chen, 2020).

Entre las activaciones más empleadas se encuentra la unidad lineal rectificada (ReLU),

definida como:

ReLU(x) = máx(0, x),

la cual favorece la eficiencia computacional y mitiga el problema del gradiente desvanecido,

aunque puede presentar unidades inactivas (Khalid et al., 2020; Too et al., 2020).

Se han propuesto variantes como Leaky ReLU y funciones híbridas diseñadas para me-

jorar la estabilidad y evitar neuronas muertas, especialmente en escenarios de segmentación

médica y tareas complejas (Biswas et al., 2024; Kiliçarslan, 2023; Waqas et al., 2025).

En la capa de salida, para clasificación multiclase se utiliza comúnmente la función

softmax, que transforma los puntajes en una distribución de probabilidad:

softmax(zi) =
ezi∑K
j=1 e

zj
, i = 1, . . . ,K.

En clasificación binaria o problemas multi-etiqueta se emplea frecuentemente la sigmoide, que
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produce probabilidades independientes por clase (Tian et al., 2022).

En cuanto a las funciones de pérdida, estas se definen sobre la salida del modelo y

cuantifican la discrepancia entre la predicción y la verdad de referencia. Para clasificación, la

entropía cruzada categórica se expresa como:

LCE(y, p̂) = −
K∑
i=1

yi log(p̂i),

mientras que la versión binaria se formula como:

LBCE(y, p̂) = −
[
y log(p̂) + (1− y) log(1− p̂)

]
,

siendo ambas ampliamente utilizadas en tareas de reconocimiento visual (Ito et al., 2023; Tian

et al., 2022).

En segmentación, donde existe frecuente desbalance entre clases, la pérdida Dice se basa

en la superposición entre la predicción y la región verdadera:

LDice = 1−
2
∑

i piyi∑
i pi +

∑
i yi

,

y ha demostrado mejorar la sensibilidad en regiones pequeñas (Yeung et al., 2022; Y. Zhang et

al., 2021). Asimismo, se han desarrollado pérdidas unificadas que combinan entropía cruzada y

Dice para manejar desbalance severo (Yeung et al., 2022).

En detección de objetos, además de pérdidas de clasificación, se emplean pérdidas basa-

das en la intersección sobre unión (IoU) y funciones de regresión para ajustar las coordenadas

de las cajas delimitadoras, optimizando tanto la localización como la categorización del objeto

(Fu et al., 2021; Tian et al., 2022).

5.4.2 REDES NEURONALES CONVOLUCIONALES

Las redes neuronales convolucionales son una clase de redes neuronales profundas dise-

ñadas específicamente para procesar datos con una estructura de cuadrícula, como las imágenes.

Las CNN se destacan por su capacidad para capturar tanto características locales como globales

de los datos de entrada mediante el uso de capas convolucionales, de agrupamiento (pooling) y

completamente conectadas (Yi, 2022).
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Las capas convolucionales permiten detectar patrones específicos dentro de la imagen de

entrada aplicando diversos filtros. Las capas de agrupamiento reducen las dimensiones espaciales

de los mapas de características, lo que ayuda a disminuir la carga computacional y a controlar

el sobreajuste y las capas completamente conectadas se utilizan al final de la red para realizar

la clasificación final basada en las características extraídas por las capas convolucionales y de

agrupamiento (Raj y Yos, 2025).

Una de las principales características de las CNN es su conectividad local, donde cada

neurona en las capas convolucionales está conectada solo a una pequeña región de la capa ante-

rior, permitiendo detectar características locales como bordes o texturas. También destacan por

su invariancia espacial, ya que las operaciones de agrupamiento reducen la resolución espacial

de las características, manteniendo las más importantes y proporcionando invariancia a trasla-

ciones y deformaciones (J. Wang et al., 2022), lo que permite reconocer objetos, aunque estén

desplazados.

Las CNN siguen una jerarquía de características, donde las primeras capas capturan

características simples, mientras que las capas profundas extraen patrones más complejos, me-

jorando así el reconocimiento y clasificación de objetos en las imágenes (J. Wang et al., 2022).

El proceso de entrenamiento de las CNN consiste en recopilar y etiquetar imágenes para

ajustar los pesos de los filtros y minimizar el error de clasificación. Luego, se usan conjuntos de

datos separados para validar y probar la precisión del modelo, garantizando que la red generalice

bien a nuevas imágenes. Finalmente, una vez entrenada, la CNN puede clasificar imágenes en

tiempo real, facilitando su monitoreo y estudio.

CAPA CONVOLUCIONAL

La operación de convolución constituye el mecanismo central para la extracción auto-

mática de características en redes neuronales profundas aplicadas al análisis de imágenes. Esta

operación consiste en aplicar un filtro o kernel de tamaño reducido que se desplaza sobre la

entrada, realizando productos elemento a elemento y sumas locales para generar una nueva

representación (Farag, 2023; S. Kaur y Agrawal, 2021). La convolución bidimensional puede
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expresarse como:

Y (i, j) =
∑
m

∑
n

X(i+m, j + n)K(m,n),

donde X representa la entrada, K el kernel y Y el mapa de salida.

Los kernels son matrices de parámetros entrenables que permiten detectar patrones espe-

cíficos en distintas regiones espaciales. Cada kernel produce un mapa de características (feature

map), el cual resalta la presencia de una característica particular a lo largo de la imagen (Farag,

2023; Linse et al., 2023). La utilización de múltiples filtros en una misma capa permite capturar

diferentes tipos de estructuras simultáneamente.

El concepto de campo receptivo local implica que cada neurona de una capa convolucional

procesa únicamente una región limitada de la entrada, favoreciendo la detección de patrones

espaciales y reduciendo el número de parámetros respecto a capas densas (S. Kaur y Agrawal,

2021).

A través de múltiples capas, la red construye representaciones jerárquicas: las capas

iniciales capturan patrones simples, mientras que las capas profundas integran dichas represen-

taciones en estructuras más complejas (Ma et al., 2022; Ye y Yu, 2021).

El stride determina el desplazamiento del kernel en cada paso, influyendo en la resolución

espacial del mapa de salida. Un stride mayor reduce la dimensión espacial y el costo compu-

tacional, aunque puede disminuir el nivel de detalle. Por su parte, el padding consiste en añadir

bordes artificiales a la entrada para controlar el tamaño de la salida y preservar información en

los límites de la imagen (Farag, 2023; Zhou et al., 2024).

Dada una entrada de tamaño H ×W , un filtro de tamaño K ×K, padding P y stride

S, la dimensión de salida viene dada por:

Hout =

⌊
H −K + 2P

S

⌋
+ 1, Wout =

⌊
W −K + 2P

S

⌋
+ 1.

Cuando P = 0 (valid padding), la salida reduce su tamaño espacial, lo que puede implicar

pérdida de información en los bordes y afectar la extracción de características relevantes en
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tareas de clasificación y detección (Shahnaz y Mollah, 2023; Zou et al., 2021). En contraste, el

same padding introduce valores adicionales para mantener la resolución, facilitando arquitecturas

profundas sin degradación progresiva de la representación espacial (Shahnaz y Mollah, 2023).

El zero padding es la estrategia más utilizada por su simplicidad computacional, aunque

puede introducir discontinuidades artificiales en los bordes, debilitando la información estructural

crítica para la detección precisa de contornos (Yu et al., 2023; Zou et al., 2021). Estudios recientes

muestran que el impacto del padding en el rendimiento no es trivial, especialmente cuando se

combina con operaciones de pooling o redimensionamiento (Shahnaz y Mollah, 2023; Yu et al.,

2023).

Como alternativa, técnicas como reflect y replication padding buscan preservar de forma

más natural la continuidad de los bordes, reduciendo artefactos inducidos por ceros constantes.

En tareas sensibles a objetos pequeños o información posicional, la codificación explícita de

información espacial y el tratamiento adecuado de bordes han demostrado mejorar la precisión

del modelo (Feng et al., 2024).

Más recientemente, se han propuesto enfoques adaptativos y basados en aprendizaje. El

learning-based padding modela dinámicamente los valores de borde mediante mecanismos con-

volucionales y de conectividad contextual, optimizando la coherencia estructural en clasificación

y segmentación (Ning et al., 2023).

CAPA DE AGRUPACIÓN

El pooling es una operación de reducción espacial que resume regiones locales de un

mapa de características para disminuir la dimensionalidad y aumentar la invariancia traslacional.

Formalmente, para una región R de tamaño k×k, el max pooling se define como y = máxx∈R x,

mientras que el average pooling se expresa como y = 1
|R|

∑
x∈R x (Liawatimena et al., 2022;

Nirthika et al., 2022).

El max pooling favorece la invariancia frente a pequeñas traslaciones, pero puede des-

cartar información relevante, afectando la detección de objetos pequeños o detalles finos en
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segmentación (Hao et al., 2021; Nirthika et al., 2022). Por su parte, el average pooling preser-

va información global, aunque tiende a suavizar características discriminativas (Nirthika et al.,

2022). Estudios recientes evidencian que la elección de tamaño y stride influye directamente en

métricas de desempeño como precisión y Dice score (Shadoul et al., 2025).

El global pooling (GAP y GMP) colapsa cada mapa de características en un único valor,

reduciendo drásticamente parámetros y favoreciendo la regularización en clasificación, aunque

sacrifica estructura espacial crítica para detección y segmentación (Nirthika et al., 2022). En

contraste, métodos de generalized o adaptive pooling aprenden parámetros de agregación, equili-

brando retención de información e invariancia, con mejoras reportadas en tareas de segmentación

médica y clasificación especializada (Hao et al., 2021; Kozlova y Kitov, 2024).

Más recientemente, mecanismos de attention-based pooling integran pesos adaptativos

que priorizan regiones relevantes, incrementando robustez bajo ruido y condiciones adversas,

con impacto positivo en exactitud y sensibilidad (Chung et al., 2020; Zhong et al., 2023).

CAPA TOTALMENTE CONECTADA

La capa totalmente conectada (FC) transforma el vector de características z en una

representación apta para decisión mediante a = f(Wz+b), donde f suele ser una no linealidad

(p. ej., ReLU) o una activación de salida (p. ej., softmax). En CNN, este bloque actúa como

agregador global de evidencia aprendida en etapas convolucionales, especialmente en clasificación

(Mahmoudi et al., 2020; Saleem et al., 2022).

El principal costo de FC es su alta parametrización, lo que incrementa memoria, tiempo

de entrenamiento y riesgo de sobreajuste; por ello se exploran reducciones de conexiones o

variantes más compactas para mantener desempeño con menor complejidad (Ju et al., 2022;

Saleem et al., 2022). En detección, aún se emplean capas densas en cabezales tipo R-CNN, pero

se proponen formulaciones tensoriales para reducir parámetros sin degradar la predicción de

clases y cajas (EL ICHI et al., 2025).

A nivel práctico, el diseño de FC se justifica cuando se requiere modelar interacciones
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no lineales entre características de alto nivel, aunque su beneficio depende del tamaño de datos

y regularización. En aplicaciones específicas, se han propuesto capas densas kernelizadas para

mejorar la separabilidad en reconocimiento facial, sugiriendo que el bloque FC puede especiali-

zarse según el dominio (Mahmoudi et al., 2020).

Figura 5.3

Esquema general de una CNN

Entrada
H ×W × C

Convolución
y = w ∗ x
K ×K, S

Pooling
máx / avg
k × k, Sp

Convolución
(+ activación)
K ×K, S

Pooling
Reducción
k × k, Sp

Bloque convolucional
(extracción de características)

Bloque de pooling
(reducción dimensional)

Flatten
z ∈ Rd

Totalmente conectada
a = f(Wz+ b)

Salida
p̂

Bloque totalmente conectado
(decisión)

Nota. Elaboración propia. H = altura de la imagen, W = ancho de la imagen, C = número de canales, K =
tamaño del kernel, S = stride, k = tamaño de la ventana, Sp = stride de la ventana, ∗ = convolución, d =
dimensionalidad del vector tras flatten. W y b = pesos y sesgos; f(·) = función de activación y p̂ =
probabilidades predichas.

En la Figura 5.3 se identifica la estructura general de una red neuronal profunda. En

la primera fila, los bloques de convolución extraen características locales mediante filtros, mien-

tras que los bloques de pooling reducen la dimensionalidad espacial conservando información

relevante. Posteriormente, el resultado se aplana (flatten) y pasa a la capa totalmente conecta-

da, donde se combinan las características aprendidas para generar la salida final en forma de

probabilidades de clase.

MODELOS CNN

En el reconocimiento de imágenes mediante aprendizaje profundo no existe una única

arquitectura CNN aplicable a todas las tareas. Por el contrario, la literatura reporta distintos

modelos diseñados para mejorar la extracción de características, reducir el costo computacional,

facilitar el entrenamiento de redes profundas o resolver tareas específicas como clasificación,

detección y segmentación. En esta sección se describen los principales modelos identificados,
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entre ellos EfficientNet, MobileNet, Inception, ResNet, DenseNet, YOLO, Faster R-CNN y Mask

R-CNN.

• EfficientNet: emplea un escalamiento compuesto que equilibra profundidad, ancho

y resolución, optimizando la relación precisión–FLOPs mediante bloques MBConv con squeeze-

and-excitation, lo que favorece aplicaciones de clasificación con recursos limitados (Anumol, 2023;

Mambile et al., 2025). Por ejemplo, EfficientNetB3 ha demostrado un rendimiento muy bueno,

logrando una precisión general del 98 % en un conjunto de datos de 10,000 imágenes de diez

clases de insectos, incluidas las abejas (A. Sharma et al., 2024).

Figura 5.4

Estructura general de EfficientNet.
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Nota. Elaboración propia.

El modelo de la Figura 5.4, inicia con una convolución inicial, seguida de una secuencia

de bloques MBConv organizados por etapas, una convolución final, una operación de global

average pooling y una capa densa para generar la salida. Las distintas variantes de EfficientNet

se obtienen mediante un escalamiento compuesto que ajusta de forma equilibrada la profundidad,

el ancho y la resolución de entrada.

• MobileNet: reduce el costo computacional mediante convoluciones separables en

profundidad y bloques residuales invertidos. Por esta razón, se considera una arquitectura ade-

cuada para aplicaciones en dispositivos embebidos o sistemas de monitoreo en campo, donde la

eficiencia del modelo es un factor relevante (Mambile et al., 2025; Y. Srinivas y Kumar, 2025).

MobileNetV3 ha mostrado un rendimiento superior en el reconocimiento de insectos invasores,

alcanzando una precisión del 92,8 % y un tiempo de reconocimiento de solo 0,012 segundos por

imagen (Huang et al., 2024).
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Figura 5.5

Estructura general de MobileNet.
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Nota. Elaboración propia.

El modelo de la Figura 5.5 consiste en sustituir convoluciones estándar por bloques de

convolución separable en profundidad. Cada bloque divide el procesamiento en una convolución

depthwise, que actúa sobre cada canal por separado, y una convolución pointwise de tamaño

1 × 1, encargada de combinar la información entre canales. Esta estrategia permite reducir

significativamente el número de parámetros y el costo computacional del modelo.

• Inception: es una arquitectura CNN basada en módulos paralelos con distintos tama-

ños de filtro, permitiendo capturar patrones multi-escala relevantes en imágenes con variabilidad

morfológica (Anumol, 2023; Kukkadapu, 2025). InceptionV3 ha logrado un equilibrio notable en-

tre precisión y velocidad, con una precisión del 91,6 % y un tiempo de clasificación promedio de

3,34 ms al identificar 36 especies de abejorro (Spiesman et al., 2021).

Figura 5.6

Estructura general de Inception.
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Nota. Elaboración propia.

En la Figura 5.6 se indica que Inception puede extraer características a múltiples escalas

dentro de un mismo módulo y posteriormente integrarlas mediante concatenación, lo que mejora

su capacidad de representación sin depender de una única resolución espacial.
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• ResNet: incorpora conexiones residuales que estabilizan el entrenamiento de redes

profundas, mejorando la extracción jerárquica de características en tareas de clasificación y

segmentación (Anumol, 2023; Y. Srinivas y Kumar, 2025). Los modelos ResNet, incluyendo Res-

Net50 y ResNet101, se han utilizado eficazmente para diversas tareas, como la detección de

ácaros Varroa en abejas y la clasificación de subespecies de abejas melíferas (A. Sharma et al.,

2024).

Figura 5.7

Estructura general de ResNet.
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Nota. Elaboración propia.

En la Figura 5.7 se observa la característica distintiva de ResNet: el uso de bloques

residuales con conexiones de atajo. Estas conexiones permiten sumar la entrada original con la

salida de las convoluciones del bloque, facilitando el flujo de información y de gradientes a través

de redes profundas y mitigando el problema de degradación del rendimiento.

• DenseNet: conecta cada capa con las capas anteriores dentro de bloques densos,

favoreciendo reutilización de características y eficiencia paramétrica, lo que resulta ventajoso

en escenarios con fondos complejos (Anumol, 2023; Zhukov e Ivanovych, 2023). Por ejemplo,

DenseNet201 se ha utilizado para clasificar 19 clases de insectos con una precisión promedio del

87 % (Akter et al., 2023).
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Figura 5.8

Estructura general de DenseNet.
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Nota. Elaboración propia.

En la Figura 5.8 se indica la arquitectura de DenseNet, donde la información fluye a

través de múltiples bloques densos separados por capas de transición. A diferencia de otras

redes, en cada bloque denso las capas no solo reciben la salida inmediata anterior, sino la

concatenación de todas las salidas previas, lo que favorece la reutilización de características

y mejora la propagación de la información.

• YOLO: es una familia de modelos de detección de objetos de una sola etapa. A dife-

rencia de los enfoques que primero proponen regiones y luego clasifican objetos, YOLO realiza

localización y clasificación de manera simultánea, lo que favorece aplicaciones en tiempo real.

(Losiński y Czarnowski, 2025; Takimoto et al., 2021). Un estudio utilizó el modelo YOLOv5

para rastrear e informar el comportamiento de las abejas a partir de imágenes. El modelo se

perfeccionó con un conjunto de datos de 9664 imágenes, logrando una precisión de reconocimien-

to eficaz y capacidades de detección en tiempo real (Alex et al., 2025).

Figura 5.9

Estructura general del modelo YOLO.

Imagen de
entrada

Backbone
Extracción de características

Neck
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Head de detección
Predicción

Bounding boxes
+ clases

Extracción jerárquica de características Combinación de diferentes escalas Localización y clasificación simultánea

Nota. Elaboración propia.

La Figura 5.9 presenta la arquitectura de YOLO, donde la imagen de entrada es proce-

sada por un backbone para extraer características, un neck para fusionarlas a múltiples escalas

y un head que realiza simultáneamente la localización y clasificación, generando como salida las
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cajas delimitadoras y sus clases.

• Faster R-CNN: es un modelo de detección de dos etapas ampliamente reconocido

por su equilibrio entre eficiencia y precisión. Su arquitectura se compone de dos módulos prin-

cipales: una Red de Propuesta de Regiones (RPN), que es una red totalmente convolucional

encargada de escanear la imagen para proponer áreas candidatas donde podrían encontrarse

objetos, y un detector que procesa dichas regiones para clasificarlas y ajustar sus coordenadas

mediante cuadros delimitadores o bounding boxes (Stiemer et al., 2023) tal como se indica en la

Figura 5.10.

Figura 5.10

Estructura general del modelo Faster R-CNN.
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Nota. Elaboración propia.

• Mask R-CNN: es una extensión de la arquitectura Faster R-CNN que añade una

rama paralela dedicada a predecir una máscara de segmentación para cada objeto detectado.

Esta modificación permite que el sistema evolucione de una detección basada únicamente en

cuadros delimitadores a una segmentación de instancias a nivel de píxel, logrando delinear la

forma exacta del objeto de interés (Nizam et al., 2020).

Figura 5.11

Estructura general del modelo Mask R-CNN.

Imagen Backbone RPN RoIAlign
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Nota. Elaboración propia.

En la Figura 5.11 se observa que Mask R-CNN extiende Faster R-CNN añadiendo una

rama paralela de segmentación que, a partir de las regiones de interés (RoIs), predice máscaras

binarias a nivel de píxel. Mientras la rama principal realiza clasificación y regresión de bounding
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boxes, la nueva rama opera en paralelo usando RoIAlign para preservar la precisión espacial,

permitiendo segmentación de instancias además de detección.

La comparación entre arquitecturas CNN permite identificar las diferencias principales

en su diseño y aplicación. Mientras algunos modelos priorizan la eficiencia computacional, otros

se enfocan en mejorar la precisión, la detección en tiempo real o la segmentación de objetos. La

Tabla 5.1 resume estas características.

Tabla 5.1

Comparación de modelos de CNN.

Modelo Estrategia arquitectónica Aplicación principal

EfficientNet Escalamiento compuesto equilibrado de profundidad, ancho y

resolución

Clasificación eficiente con bajo

costo computacional

MobileNet Convoluciones separables en profundidad y bloques residuales

invertidos

Clasificación en dispositivos

embebidos

Inception Módulos paralelos de convolución multi-escala Clasificación con variabilidad

morfológica

ResNet Conexiones residuales para facilitar el entrenamiento de redes

profundas

Clasificación y segmentación

robusta

DenseNet Conectividad densa y reutilización de características entre capas Clasificación en entornos

complejos

YOLO Detección de una sola etapa orientada al procesamiento en tiempo

real

Localización y conteo de

polinizadores

Faster R-CNN Detector de dos etapas con red de propuesta de regiones para

clasificación y regresión

Detección precisa de objetos

Mask R-CNN Extensión de Faster R-CNN con una rama adicional para

segmentación de instancias a nivel de píxel

Detección y segmentación

precisa de objetos

Nota. Elaboración propia.

5.5 MÉTRICAS DE DESEMPEÑO

Las tareas de clasificación, detección y segmentación de imágenes con redes neuronales

convolucionales se evalúan mediante métricas específicas que cuantifican el desempeño desde

distintas perspectivas. Estas medidas permiten comparar modelos de reconocimiento de imá-

genes y seleccionar configuraciones con mejor equilibrio entre precisión, robustez y eficiencia

computacional.
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5.5.1 MATRIZ DE CONFUSIÓN

La matriz de confusión resume el desempeño de un clasificador comparando predicciones

vs. etiquetas reales. En clasificación binaria, organiza los conteos de aciertos y errores en cuatro

casos: verdaderos positivos, falsos positivos, verdaderos negativos y falsos negativos. Esta re-

presentación permite identificar si el modelo tiende a confundir sistemáticamente una clase con

otra, y constituye la base para calcular métricas como exactitud (accuracy), precisión (precision),

sensibilidad (recall) y medida F1 (F1-score).

5.5.2 MÉTRICAS PARA CLASIFICACIÓN

En clasificación, se emplean con frecuencia la exactitud (accuracy), la precisión (preci-

sion), la sensibilidad (recall) y la medida F1 (F1-score) (Gupta et al., 2025). En la Tabla 5.2 se

definen cada una de ellas.

Tabla 5.2

Métricas de clasificación

Métrica Fórmula

Exactitud
TP + TN

TP + TN + FP + FN

Precisión
TP

TP + FP

Sensibilidad
TP

TP + FN

F1 2 · Precisión · Sensibilidad
Precisión + Sensibilidad

Nota. Elaboración propia.

Adicionalmente, el área bajo la curva ROC (Area Under the Curve, AUC) evalúa la

capacidad del modelo para discriminar entre clases, siendo especialmente informativa en clasifi-

cación binaria o con desbalance de clases (Parvin y Mehedi Hasan, 2020). Si TPR es la tasa de

verdaderos positivos y FPR la tasa de falsos positivos, entonces:

TPR =
TP

TP + FN
, FPR =

FP

FP + TN
, AUC =

∫ 1

0
TPR(FPR) d(FPR).
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La matriz de confusión complementa este análisis al desglosar aciertos y errores por clase,

facilitando la identificación de patrones sistemáticos de confusión.

5.5.3 MÉTRICAS PARA DETECCIÓN

En detección, la métrica base es la intersección sobre unión (Intersection over Union,

IoU), que mide la superposición entre la caja predicha Bp y la caja real Bgt:

IoU =
|Bp ∩Bgt|
|Bp ∪Bgt|

Una métrica agregada ampliamente usada en detección de objetos es la precisión media

(mean Average Precision, mAP), definida como el promedio de la Average Precision (AP) calcu-

lada para todas las clases evaluadas. Para una clase c, la APc corresponde al área bajo la curva

precisión–sensibilidad, donde Precisionc(Recall) indica cómo varía la precisión del modelo para

esa clase en función de distintos niveles de sensibilidad:

APc =

∫ 1

0
Precisionc(Recall) d(Recall), mAP =

1

C

C∑
c=1

APc.

Donde c es una clase específica, C es el número total de clases, APc es la precisión

promedio de la clase c y mAP es el promedio de las precisiones promedio obtenidas en todas las

clases.

En aplicaciones de tiempo real, también se reporta Frames Per Second (FPS) como

indicador de velocidad de inferencia y viabilidad operativa del sistema (Saetchnikov et al., 2021).

5.5.4 MÉTRICAS PARA SEGMENTACIÓN

En segmentación, se emplea IoU a nivel de máscara (por clase o por instancia), donde A

representa el conjunto de píxeles predichos y B el conjunto de píxeles reales:

IoU =
|A ∩B|
|A ∪B|

.

Asimismo, se utilizan precisión y F1 a nivel de píxel: la precisión refleja la proporción de
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píxeles positivos predichos que son correctos, mientras que F1 resume el equilibrio entre precisión

y sensibilidad en la asignación pixel a pixel.

Un indicador estrechamente relacionado es el coeficiente Dice, que enfatiza el solapa-

miento relativo y resulta particularmente útil cuando las regiones de interés son pequeñas, ya

que penaliza con mayor fuerza las discrepancias en áreas reducidas (Varadarajan et al., 2021).

Dicho coeficiente está definido como:

Dice =
2|A ∩B|
|A|+ |B|

.

Las métricas de desempeño utilizadas en visión por computador dependen del tipo de

tarea que se evalúa. La Tabla 5.3 resume las métricas más utilizadas.

Tabla 5.3

Métricas por tarea

Tarea Métricas

Clasificación Exactitud, Precisión, Sensibilidad, Medida F1, AUC (ROC)

Detección de objetos IoU, AP/mAP, Precisión, Sensibilidad, FPS

Segmentación Pixel Exactitud, IoU/mIoU, Dice, Precisión, Sensibilidad,

Medida F1

Nota. Elaboración propia.

5.6 FACTORES QUE INFLUYEN EN EL RENDIMIENTO

El rendimiento de los modelos de aprendizaje profundo en la identificación de poliniza-

dores depende de la arquitectura seleccionada y de la implementación de estrategias técnicas

que optimizan su capacidad de generalización. Debido a la complejidad de los entornos natu-

rales y la limitada disponibilidad de bases de datos biológicas etiquetadas, el uso de técnicas

como la transferencia de aprendizaje, el aumento de datos y algoritmos de optimización, resulta

determinante.
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5.6.1 APRENDIZAJE POR TRANSFERENCIA

El aprendizaje por transferencia consiste en reutilizar pesos preentrenados en grandes

conjuntos de datos y adaptarlos a dominios específicos mediante fine-tuning parcial o total. Este

enfoque reduce el tiempo de entrenamiento y mejora la generalización cuando los datos son

limitados (Burri et al., 2023; Jagtap y Yadav, 2025; Zheng et al., 2021). En la Figura 5.12 se

presenta su esquema general.

Por ejemplo, en el reconocimiento de polinizadores, permite entrenar modelos con con-

juntos de datos más pequeños, aprovechando el conocimiento de modelos pre entrenados para

mejorar la precisión y generalización en la identificación de especies, incluso en condiciones va-

riables (Minervini et al., 2021).

Figura 5.12

Esquema general del aprendizaje por transferencia.
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Nota. Elaboración propia.

En clasificación de insectos y especies relacionadas, es común congelar las capas iniciales

y ajustar únicamente las finales, o realizar ajuste completo si existe alta divergencia de dominio.

Arquitecturas como ResNet, EfficientNet y DenseNet son utilizadas como backbones por su

estabilidad y eficiencia (Jian et al., 2023; Sajib et al., 2025; Yang et al., 2020).

En detección, el aprendizaje por transferencia se implementa reutilizando modelos preen-
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trenados como Faster R-CNN, lo que mejora la localización de organismos en entornos naturales

con menor cantidad de datos etiquetados (Tseng et al., 2022). La reutilización del extractor de

características reduce el costo computacional y acelera la convergencia.

En segmentación, el ajuste fino permite adaptar representaciones aprendidas a patrones

morfológicos específicos de polinizadores. Esto mitiga el impacto del cambio de dominio entre

imágenes genéricas y escenarios ecológicos reales (Hassanie et al., 2025; Zheng et al., 2021).

5.6.2 AUMENTO DE DATOS

El aumento de datos genera nuevas muestras a partir de transformaciones aplicadas so-

bre los datos originales, como rotaciones, traslaciones, recortes, cambios de escala, ajustes de

brillo, contraste, ruido o desenfoque (Z. Liu et al., 2024). En visión por computador, esta técnica

se emplea para ampliar la variabilidad del conjunto de entrenamiento, mejorar la robustez del

modelo frente a cambios visuales y disminuir el sobreajuste. En el reconocimiento de polinizado-

res, su aplicación es relevante porque las imágenes suelen presentar variaciones de iluminación,

postura, escala, fondo y movimiento, condiciones que pueden afectar la precisión y confiabilidad

del modelo.

TRANSFORMACIONES GEOMÉTRICAS

Las transformaciones geométricas incluyen volteo (flip), rotación (rotate), recorte (crop)

y escalado (scale). Estas operaciones inducen invariancias útiles cuando el insecto aparece con

distintas orientaciones o posiciones, favoreciendo la generalización en clasificación y detección

(M. Kaur et al., 2022; Madaan y Sharma, 2024; Wu et al., 2024). En la Figura 5.13 se presenta

un ejemplo de este tipo de transformaciones.
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Figura 5.13

Ejemplo de transformaciones geométricas.

Imagen original
Volteo horizontal Rotación

Escalamiento Recorte

Nota. Elaboración propia.

TRANSFORMACIONES FOTOMÉTRICAS

Las transformaciones fotométricas modifican brillo (brightness), contraste (contrast) y

variaciones de color (color jitter). Su objetivo es disminuir la sensibilidad del modelo a cambios

de iluminación en entornos naturales (Agarwal et al., 2025; M. Kaur et al., 2022; Qian et al.,

2023). En la Figura 5.14 se indica un ejemplo con las distintas transformaciones.

Figura 5.14

Ejemplo de transformaciones fotométricas.

Imagen original
Brillo Contraste

Brillo + contraste Variaciones de color

Nota. Elaboración propia.
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RUIDO Y DESENFOQUE

La adición de ruido (noise) y desenfoque (blur) aproxima imperfecciones reales del sensor

o movimiento, lo cual incrementa la tolerancia del modelo a imágenes degradadas (Agarwal et

al., 2025; Andriyanov y Andriyanov, 2020; Madaan y Sharma, 2024). En la Figura 5.15 se indica

un ejemplo con este tipo de imperfecciones.

Figura 5.15

Ejemplo de ruido y desenfoque.

Imagen original Ruido gaussiano

Desenfoque gaussiano Desenfoque por movimiento

Nota. Elaboración propia.

MÉTODOS AVANZADOS Y ESTRATEGIAS AUTOMÁTICAS

Métodos como MixUp, CutMix y Mosaic combinan muestras para aumentar la diver-

sidad del conjunto de entrenamiento y reducir el sobreajuste, tal como se indica en la Figura

5.16. Además, las estrategias automáticas de aumento de datos permiten seleccionar o aprender

automáticamente combinaciones de transformaciones, como recorte, rotación, cambio de escala,

brillo o contraste, de acuerdo con la tarea y las características del conjunto de datos. A diferencia

de una política manual fija, estas estrategias buscan optimizar qué transformaciones aplicar y

con qué intensidad para mejorar la generalización del modelo, especialmente en tareas de detec-
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ción (Agarwal et al., 2025; Qian et al., 2023).

Figura 5.16

Ejemplo de técnicas avanzadas de aumento de datos.

Imagen original 1 Imagen original 2

MixUp CutMix Mosaic

Nota. Elaboración propia.

SEGMENTACIÓN Y AUMENTO BASADO EN OBJETOS

En segmentación, el aumento basado en objetos inserta o compone instancias para re-

forzar el aprendizaje de bordes y regiones, siendo útil cuando la clase objetivo ocupa un área

pequeña o existe alta variabilidad de fondo (S. Chen et al., 2024; Illarionova et al., 2021). En la

Figura 5.17 se indica un ejemplo con estas variaciones.
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Figura 5.17

Ejemplo de segmentación y aumento basado en objetos.

Imagen original Aumento basado en objetos

Nota. Elaboración propia.

5.6.3 MÉTODOS DE OPTIMIZACIÓN

Los métodos de optimización, como el descenso de gradiente y sus variantes ajustan

los parámetros de las redes neuronales para minimizar la función de pérdida (Rudenko et al.,

2020). En el reconocimiento de polinizadores, estos métodos son esenciales para un entrena-

miento eficiente y para evitar el sobreajuste mediante técnicas como regularización y abandono,

garantizando un buen rendimiento con datos nuevos.

En esta sección se describen los principales métodos y estrategias asociados al entrena-

miento de redes neuronales profundas. Además de los algoritmos de optimización propiamente

dichos, como SGD, Adam, RMSProp y AdamW, se consideran estrategias complementarias que

influyen en la estabilidad y generalización del modelo, tales como el muestreo estratificado, las

políticas de tasa de aprendizaje, la regularización y la estabilidad.

• Descenso de Gradiente Estocástico: también llamado SGD, es un referente por

su comportamiento estable, aunque puede converger más lentamente; su variante con momen-

tum incorpora una acumulación de gradientes que acelera el avance en direcciones consistentes

(Postalcloǧlu, 2020; Sudewo et al., 2025).

• Optimizadores adaptativos: ajustan tasas de aprendizaje por parámetro y suelen

mejorar la rapidez de convergencia; sin embargo, su desempeño final depende del dominio y de

la configuración de hiperparámetros (Azis et al., 2025; Postalcloǧlu, 2020). RMSProp adapta la
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tasa de aprendizaje mediante un promedio móvil de los gradientes cuadrados, lo que ayuda a

estabilizar el entrenamiento cuando existen variaciones fuertes en los gradientes. Adam combina

esta adaptación con el uso de momentos del gradiente, mientras que AdamW desacopla el weight

decay de la actualización del gradiente, lo que puede favorecer la generalización frente a Adam

en prácticas modernas de entrenamiento (Azis et al., 2025; Sudewo et al., 2025).

• Optimizadores recientes y enfoques híbridos: métodos como DiffGrad y Ada-

Norm introducen correcciones dinámicas basadas en el comportamiento o norma del gradiente

para estabilizar el entrenamiento y mejorar el ajuste en CNN (Dubey et al., 2020, 2023). En

paralelo, enfoques híbridos exploran combinar optimizadores adaptativos y tradicionales para

conservar convergencia rápida sin degradar la generalización (Pattanaik et al., 2025).

• Muestreo estratificado: es una técnica que divide la población en subgrupos para

mantener proporciones representativas y evitar sesgos por desbalance. En estudios de polini-

zadores, permite incluir adecuadamente clases raras como parásitos o anomalías, mejorando el

aprendizaje del modelo y su capacidad de generalizar en distintos entornos (Lee et al., 2025)

• Políticas de tasa de aprendizaje: regulan ηt durante el entrenamiento. Esquemas

como step decay, cosine annealing y warmup pueden mejorar la convergencia y evitar estanca-

miento en tareas de clasificación visual (Xue et al., 2022).

• Regularización y estabilidad: el weight decay controla el crecimiento de pesos y

contribuye a la generalización, mientras que early stopping detiene el entrenamiento cuando la

validación deja de mejorar, reduciendo sobreajuste y costo computacional (Azis et al., 2025; Lo-

ganathan y Latha, 2025). El gradient clipping limita ∥∇θL∥ para evitar explosiones de gradiente

en entrenamientos inestables (Xue et al., 2022).
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6. METODOLOGÍA

6.1 TIPO DE ESTUDIO

La presente investigación se desarrolla bajo un enfoque cualitativo-descriptivo, mediante

una revisión sistemática de la literatura orientada a caracterizar el estado del arte del recono-

cimiento de imágenes de polinizadores mediante aprendizaje profundo. Para ello, se adoptan

las directrices PRISMA (Preferred Reporting Items for Systematic Reviews and Meta-Analyses),

debido a que proporciona una estructura explícita, reproducible y trazable para la identificación,

cribado e inclusión de estudios científicos.

6.2 PROTOCOLO DE REVISIÓN

Antes de iniciar la revisión sistemática se definió un protocolo de trabajo para orientar

el proceso de búsqueda, selección y análisis de los estudios. Este protocolo tuvo como finalidad

asegurar que la revisión siguiera un procedimiento ordenado, transparente y reproducible, de

acuerdo con las directrices PRISMA.

El protocolo incluyó la delimitación del tema de estudio, la selección de Scopus como

fuente de información, el diseño de una estrategia de búsqueda mediante operadores booleanos,

la definición de criterios de inclusión y exclusión, y la estructuración del proceso de cribado. Este

proceso contempló la revisión de duplicados, el análisis por título, resumen y palabras clave, y

la evaluación de texto completo. Además, se definieron previamente las variables que serían

extraídas de cada artículo, entre ellas las arquitecturas utilizadas, el tipo de tarea, las métricas

de desempeño y los factores técnicos asociados al rendimiento de los modelos.

6.3 PREGUNTAS DE INVESTIGACIÓN

Con el fin de estructurar el análisis de la literatura revisada, se plantearon preguntas

de investigación que orientan la identificación, comparación e interpretación de los estudios

incluidos. Estas preguntas permiten vincular directamente los objetivos específicos con el proceso
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de revisión sistemática, asegurando que la extracción de datos y la discusión de resultados se

centren en aspectos relevantes para caracterizar el estado del arte.

• RQ1: ¿Cuáles son las arquitecturas y tipos de modelos de aprendizaje profundo más

utilizados para el reconocimiento de imágenes de polinizadores en artículos publicados

desde el año 2020?

• RQ2: ¿Qué métricas de evaluación se reportan con mayor frecuencia en los estudios sobre

reconocimiento de polinizadores mediante aprendizaje profundo?

• RQ3: ¿Qué factores técnicos se asocian con mayores niveles de precisión en los modelos

de reconocimiento de polinizadores?

6.4 FUENTE DE INFORMACIÓN Y ESTRATEGIA DE BÚSQUEDA

La identificación de estudios se realiza en la base de datos Scopus, seleccionada por su

cobertura multidisciplinaria y su relevancia en áreas como visión por computador, aprendizaje

automático y ciencias ambientales.

Para construir la estrategia de búsqueda se definieron palabras clave agrupadas según las

principales dimensiones de la revisión: población de interés, métodos de aprendizaje profundo,

tareas de visión por computador y métricas o factores de desempeño. Esta organización permitió

combinar términos relacionados con polinizadores e insectos, modelos de reconocimiento visual

y criterios de evaluación del rendimiento.

Tabla 6.1

Palabras clave utilizadas para la estrategia de búsqueda.

Dimensión Palabras clave y sinónimos Relación con la

revisión

Polinizadores e

insectos

bee, honey bee, wild bee, bumblebee, pollinator,

hymenoptera, insect, pollinating insects

Población o grupo

biológico de interés
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Reconocimiento de

imágenes

image recognition, image classification, object

detection, computer vision, automatic recognition,

image processing

Tareas de visión por

computador aplicadas al

reconocimiento visual

Modelos de

aprendizaje

profundo

deep learning, neural network, CNN, vision

transformer, EfficientNet, ResNet, YOLO, machine

learning

Métodos y arquitecturas

utilizadas para el

reconocimiento de

imágenes

Métricas y

desempeño

metrics, AUC, accuracy, precision, recall, F1-score,

mAP, IoU, FPS, performance, computational cost

Evaluación y comparación

del rendimiento de los

modelos

Conjuntos de datos bee dataset, pollinator dataset, insect image dataset Fuentes de imágenes

empleadas para

entrenamiento o

evaluación

Nota. Elaboración propia.

A partir de estas dimensiones, se construyó una cadena de búsqueda en Scopus median-

te operadores booleanos. La búsqueda se aplicó en los campos de título, resumen y palabras

clave, con el propósito de recuperar estudios relacionados con reconocimiento de imágenes de

polinizadores mediante aprendizaje profundo:

TITLE-ABS-KEY ( ( "deep learning" OR "neural network*" OR cnn OR

"vision transformer" OR "efficientnet" OR "resnet" OR yolo OR

"object detection" OR "image classification" OR "machine learning"

OR metrics ) AND ( "bee image" OR "honey bee image" OR

"wild bee image" OR "bumblebee image" OR "pollinator image" OR

"hymenoptera image" OR "insect image dataset" OR "bee dataset" OR

"pollinator dataset" OR "insect image classification" OR

"bee recognition" OR "insect recognition" OR

( "pollinator" AND "image" ) OR ( "bee" AND "image" ) ) )

AND PUBYEAR > 2019

AND ( LANGUAGE ( english ) OR LANGUAGE ( spanish ) )

AND ( LIMIT-TO ( OA , "all" ) )
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La estrategia incorpora términos asociados con aprendizaje profundo, redes neuronales,

arquitecturas relevantes y tareas de visión por computador, combinados con términos relacio-

nados con imágenes de abejas, polinizadores e insectos. Además, se restringen los resultados a

publicaciones en inglés o español, de acceso abierto y publicadas a partir del año 2020.

6.5 CRITERIOS DE INCLUSIÓN Y EXCLUSIÓN

Los criterios de inclusión y exclusión se definieron con el propósito de seleccionar estudios

pertinentes, recientes y comparables con el objetivo de la revisión sistemática. Estos criterios

permitieron delimitar el corpus a investigaciones que emplearan métodos de aprendizaje profundo

para el reconocimiento de imágenes de polinizadores, que reportaran métricas cuantitativas de

desempeño y que estuvieran disponibles para revisión completa.

La inclusión de estudios publicados desde el año 2020 se justificó por el interés de caracte-

rizar el estado reciente del campo, considerando que las arquitecturas de visión por computador

y las técnicas de entrenamiento han evolucionado rápidamente en los últimos años. Asimismo, se

restringió la búsqueda a publicaciones en inglés o español debido a la disponibilidad de lectura

y análisis dentro del alcance de la investigación. El criterio de acceso abierto se estableció para

garantizar la posibilidad de revisar el texto completo y extraer información metodológica de

manera verificable.

También se consideró indispensable que los estudios utilizaran imágenes como fuente

principal de datos, ya que el enfoque de esta monografía se centra en tareas de visión por

computador, como clasificación, detección y segmentación. De igual forma, se exigió que los tra-

bajos aplicaran aprendizaje profundo y reportaran métricas de desempeño, pues estos elementos

son necesarios para comparar arquitecturas, evaluar resultados y analizar factores técnicos aso-

ciados al rendimiento de los modelos. Los criterios establecidos se presentan en la Tabla 6.2.
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Tabla 6.2

Criterios de inclusión y exclusión

Criterios de inclusión Criterios de exclusión

Estudios que emplean métodos de apren-

dizaje profundo.

Estudios que no emplean métodos de

aprendizaje profundo.

Estudios escritos en inglés o español. Estudios escritos en idiomas distintos al

inglés o español.

Estudios que reportan métricas cuantita-

tivas de desempeño.

Estudios que no reportan métricas de

evaluación comparables.

Estudios con acceso abierto al texto com-

pleto.

Estudios sin acceso abierto o sin disponi-

bilidad de texto completo.

Estudios enfocados en insectos poliniza-

dores o grupos directamente relaciona-

dos.

Estudios sin enfoque en insectos poliniza-

dores o no relacionados con el monitoreo

de polinizadores.

Estudios que utilizan imágenes para re-

conocimiento, clasificación, detección o

segmentación.

Estudios que no utilizan imágenes como

fuente principal de datos.

Estudios publicados desde el año 2020. Estudios publicados antes del año 2020.

Nota. Elaboración propia.

6.6 PROCESO DE SELECCIÓN DE ESTUDIOS

El proceso de selección de estudios se desarrolló de acuerdo con la lógica de las directri-

ces PRISMA, considerando las fases de identificación, eliminación de duplicados, cribado inicial,

evaluación de elegibilidad por texto completo e inclusión final. Esta organización permitió docu-

mentar de manera transparente la reducción progresiva de registros hasta conformar el corpus

definitivo de análisis.

En la fase de identificación se recuperaron 281 registros a partir de la aplicación de la

estrategia de búsqueda en Scopus y de los criterios establecidos previamente en la Tabla 6.2.

Estos registros constituyeron el conjunto inicial de artículos potencialmente relevantes para la

revisión sistemática.
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Posteriormente, se realizó la revisión de duplicados. En esta etapa no se detectaron

registros repetidos, por lo que los 281 artículos identificados se mantuvieron para el cribado por

título, resumen y palabras clave. Este primer filtro permitió evaluar la correspondencia inicial

de cada estudio con el tema de investigación, considerando especialmente el uso de imágenes

de polinizadores, la aplicación de métodos de aprendizaje profundo, el reporte de métricas de

desempeño y la presencia de factores técnicos vinculados con el rendimiento de los modelos.

Como resultado del cribado inicial, se aceptaron 54 artículos y se excluyeron 227 registros

que no cumplían suficientemente con el alcance temático o metodológico de la revisión. Los

artículos preseleccionados fueron evaluados posteriormente mediante lectura de texto completo,

con el fin de determinar su elegibilidad final.

Para la evaluación de texto completo se utilizó una lista de verificación compuesta por

cuatro preguntas de elegibilidad, presentadas en la Tabla 6.3. Cada pregunta fue calificada según

el grado de cumplimiento del criterio: Yes = 1, Partial = 0.5 y No = 0. La suma de las cuatro

puntuaciones permitió obtener un puntaje total de elegibilidad para cada artículo.

Se estableció un umbral mínimo de 3 puntos para incluir un estudio en la revisión final.

Los artículos con puntaje inferior a dicho umbral fueron excluidos por no presentar suficiente

pertinencia metodológica o analítica para los objetivos de la investigación. En esta etapa se

excluyó 1 artículo, por lo que el corpus final quedó conformado por 53 estudios.
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Tabla 6.3

Preguntas de elegibilidad

Código Pregunta de elegibilidad

Q1 ¿El estudio utiliza imágenes de polinizadores como base para reconocimien-

to, clasificación, detección o segmentación?

Q2 ¿El estudio aplica métodos de aprendizaje profundo para el reconocimiento

de imágenes de polinizadores?

Q3 ¿El estudio reporta métricas cuantitativas de desempeño para evaluar el mo-

delo propuesto, tales como accuracy, precision, recall, F1-score, IoU, mAP,

Dice, AUC o FPS?

Q4 ¿El estudio describe factores técnicos relevantes que influyen en el rendi-

miento del modelo, tales como transferencia de aprendizaje, aumento de

datos o métodos de optimización?

Nota. Elaboración propia.

Finalmente, se incluyeron 53 artículos que cumplieron con los criterios de inclusión y

alcanzaron el umbral de elegibilidad establecido. Estos estudios constituyen la base documental

para la extracción de datos y el análisis descriptivo-comparativo de la revisión sistemática. El

PDF art0166 fue revisado en texto completo, pero se mantuvo fuera del corpus analítico por

corresponder a un artículo de datos cuyo aporte principal era la descripción de un conjunto de

imágenes, sin una evaluación de modelos suficientemente comparable para las tablas de síntesis.

6.7 RESUMEN DEL PROCESO DE SELECCIÓN

El flujo de selección de estudios se sintetiza en la Figura 6.1, donde se presentan las etapas

de identificación, cribado, evaluación de elegibilidad e inclusión final del corpus analizado.
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Figura 6.1

Proceso de selección de estudios basado en PRISMA.

Identificación de estudios a través de bases de datos y registros

Registros identificados a partir de

la base de datos Scopus

(n = 281)

Registros tras revisión

de duplicados

(n = 281)

Artículos cribados por título,

resumen y palabras clave

(n = 281)

Textos completos evaluados

para elegibilidad

(n = 54)

Estudios incluidos en la

revisión

(n = 53)

Registros duplicados

eliminados

(n = 0)

Artículos excluidos tras el

cribado por título, resumen

y palabras clave

(n = 227)

Artículos excluidos tras

evaluación de texto completo

(n = 1)
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Nota. Elaboración propia.

6.8 EXTRACCIÓN DE DATOS

Una vez definido el corpus final, se aplica un formulario de extracción de datos estructu-

rado con el fin de registrar de manera homogénea la información relevante de cada estudio. La

extracción se orienta a responder de forma directa las preguntas de investigación y a organizar

posteriormente la presentación de resultados por categorías temáticas. Las variables extraídas

se presentan a continuación:
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• Modelo o arquitectura de aprendizaje profundo: se registran las arquitecturas o

familias arquitectónicas reportadas en el estudio. Las categorías consideradas incluyen

DenseNet, EfficientNet, Inception, MobileNet, ResNet, YOLO, Faster R-CNN, Mask R-

CNN y Other.

• Tipo de tarea: se identifica si el estudio aborda una o múltiples tareas de Classification,

Detection o Segmentation.

• Métricas reportadas: se registran las métricas de evaluación cuantitativa utilizadas en

cada estudio. Entre ellas se consideran AUC, Accuracy, Dice, F1-score, FPS, IoU, Precision,

Recall y mAP.

• Uso de transferencia de aprendizaje: se registra si el estudio reporta o no el empleo

de transfer learning.

• Uso de aumento de datos: se registra si el estudio reporta o no la aplicación de técnicas

de data augmentation.

• Uso de métodos de optimización: se registra si el estudio reporta explícitamente el

uso de un método de optimización durante el entrenamiento.

La codificación de estas variables se realiza a partir de la terminología explícita utilizada

por los autores en cada artículo. Cuando un estudio reporta múltiples arquitecturas, métricas o

tareas, todas ellas son registradas.

6.9 ANÁLISIS DE DATOS

El análisis de los datos se realiza de manera descriptiva y comparativa, permitiendo

identificar tendencias, enfoques predominantes y factores técnicos que influyen en el desempeño

de los modelos reportados en la literatura. Dado que la investigación se basa en una revisión

sistemática de estudios previos, no se aplican pruebas estadísticas inferenciales propias, limitán-

dose el análisis a la comparación de métricas reportadas por los autores con el fin de sintetizar

y contrastar los resultados existentes. Para RQ3, la asociación entre factores técnicos y me-

jor desempeño se interpreta en términos comparativos dentro de bloques metodológicamente

semejantes, sin pretender inferencia causal.
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7. RESULTADOS Y DISCUSIÓN

Los resultados se organizan en función de las preguntas de investigación, de modo que

cada una de ellas estructura una parte específica de la síntesis.

Para responder la RQ1, se analizan las arquitecturas y tipos de modelos de aprendizaje

profundo reportados con mayor frecuencia, así como su relación con el tipo de tarea abordada.

Para responder la RQ2, se identifican y comparan las métricas de evaluación más empleadas

en los estudios incluidos. Finalmente, para responder la RQ3, se examinan los factores técnicos

descritos en la literatura, particularmente el uso de transferencia de aprendizaje, aumento de

datos y métodos de optimización, con el fin de identificar su asociación con niveles superiores de

desempeño reportado. En esta monografía, dicha asociación se interpreta a partir de la recurren-

cia de estos factores en estudios con mejores resultados dentro de bloques metodológicamente

comparables.

7.1 RQ1. ARQUITECTURAS Y TIPOS DE MODELOS MÁS UTILIZADOS

Para responder la primera pregunta de investigación, primero se identificó el tipo de

tarea abordada por los estudios incluidos, debido a que la selección de una arquitectura de

aprendizaje profundo depende directamente del problema que se busca resolver. En este sentido,

los trabajos revisados fueron organizados según tres tareas principales: detección, clasificación y

segmentación. Posteriormente, se analizaron las arquitecturas generales y específicas empleadas

en cada estudio, con el fin de reconocer los modelos más frecuentes.

En primer lugar, la Tabla 7.1 presenta la distribución de los estudios según el tipo

de tarea abordada. Esta clasificación permite establecer el contexto metodológico desde el cual

deben interpretarse las arquitecturas utilizadas, ya que no todos los modelos responden al mismo

propósito: algunos se orientan a localizar polinizadores en imágenes, otros a clasificarlos por

especie o grupo, y otros a delimitar regiones específicas mediante segmentación.
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Tabla 7.1

Tipos de tarea reportados por estudio.

Estudio Detección Clasificación Segmentación

Alves et al., 2020 × × ×

Nizam et al., 2020 × ×

Dembski y Szymański, 2020 × ×

J. Zhang et al., 2021 ×

Braga et al., 2021 × ×

Spiesman et al., 2021 ×

Kelley et al., 2021 ×

Bożek et al., 2021 × ×

Voudiotis et al., 2021 ×

Voudiotis et al., 2022 ×

Suzuki-Ohno et al., 2022 ×

Rodrigues et al., 2022 × × ×

Klasen et al., 2022 ×

Balmaki et al., 2022 ×

Bjerge et al., 2022 × ×

García et al., 2022 ×

Kulyukin y Kulyukin, 2023 ×

Bjerge, Alison et al., 2023 × ×

Gernat et al., 2023 ×

Yoo et al., 2023 × ×

Stiemer et al., 2023 ×

Bjerge, Frigaard y Karstoft, 2023 ×

Stark et al., 2023 × ×

Leocádio et al., 2024 ×

Lei et al., 2024 ×

Bjerge et al., 2024 × × ×

Rohafauzi et al., 2024 ×

Spiesman et al., 2024 ×

Liang, 2024 ×

Santiago-Plaza et al., 2024 ×

Nguyen et al., 2024 × ×

Kongsilp et al., 2024 × ×

Sledevič et al., 2024 ×

Sledevič y Matuzevičius, 2024 × ×

Rozenbaum et al., 2024 ×

Wittmann et al., 2024 ×

Ho et al., 2024 ×

Kriouile et al., 2024 × ×

Padubidri et al., 2024 ×

Dadgostar et al., 2025 ×

Ostwald et al., 2025 ×

Taniguchi et al., 2025 × ×

Lee et al., 2025 ×

Alex et al., 2025 ×

Calisan y Olgun, 2025 × ×

C. L. Srinivas et al., 2025 ×

Copeland et al., 2025 ×

Oliveira et al., 2025 ×

Chiranjeevi et al., 2025 ×

Gomez-Jaime et al., 2025 × ×

S, tefan et al., 2025 × ×

Stark et al., 2025 ×

Sledevič et al., 2025 × ×
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Total 37 29 10

Nota. Elaboración propia.

A partir de la identificación individual de las tareas abordadas por cada estudio, se sin-

tetizó la frecuencia agregada de cada tipo de tarea dentro del corpus analizado. Las categorías

no son mutuamente excluyentes, ya que un mismo estudio puede abordar simultáneamente de-

tección, clasificación y segmentación. Por ello, la Figura 7.1 presenta las ocurrencias de cada

tarea y su porcentaje respecto del total de estudios incluidos.

Figura 7.1

Frecuencia de tipos de tarea reportados en los estudios analizados.

Tipo de tarea

Detección 37 (69.8 %)

Clasificación 29 (54.7 %)

Segmentación 10 (18.9 %)

0 5 10 15 20 25 30 35 40
Frecuencia

Nota. Elaboración propia.

La tarea más frecuente fue la detección, presente en 37 estudios (69.8 %), seguida de

la clasificación con 29 estudios (54.7 %) y, en menor medida, la segmentación con 10 estudios

(18.9 %). Este resultado indica que la literatura reciente se ha concentrado principalmente en

localizar polinizadores dentro de imágenes, lo cual explica la alta presencia posterior de arqui-

tecturas orientadas a detección de objetos.

Una vez establecido el tipo de tarea predominante, se analizaron las arquitecturas gene-

rales y específicas de aprendizaje profundo reportadas en los 53 estudios incluidos. En la Tabla

7.2 se indica la presencia de los modelos en cada estudio analizado.
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Tabla 7.2

Arquitecturas generales de aprendizaje profundo reportadas por estudio.

Estudio
Efficient

Net

Mobile

Net
Inception ResNet DenseNet YOLO

Faster

R-CNN

Mask

R-CNN
Otros

Alves et al., 2020 × × × × ×

Nizam et al., 2020 × ×

Dembski y Szymański,

2020

×

J. Zhang et al., 2021 × × ×

Braga et al., 2021 ×

Spiesman et al., 2021 × × ×

Kelley et al., 2021 × × × ×

Bożek et al., 2021 ×

Voudiotis et al., 2021 × × × ×

Voudiotis et al., 2022 × ×

Suzuki-Ohno et al., 2022 ×

Rodrigues et al., 2022 × ×

Klasen et al., 2022 ×

Balmaki et al., 2022 ×

Bjerge et al., 2022 × ×

García et al., 2022 ×

Kulyukin y Kulyukin,

2023

×

Bjerge, Alison et al.,

2023

×

Gernat et al., 2023 ×

Yoo et al., 2023 × ×

Stiemer et al., 2023 × × ×

Bjerge, Frigaard

y Karstoft, 2023

× ×

Stark et al., 2023 ×

Leocádio et al., 2024 ×

Lei et al., 2024 ×

Bjerge et al., 2024 × × ×

Rohafauzi et al., 2024 × ×

Spiesman et al., 2024 ×

Liang, 2024 × × × ×

Santiago-Plaza et al.,

2024

×

Nguyen et al., 2024 × ×

Kongsilp et al., 2024 × ×

Sledevič et al., 2024 ×

Sledevič y Matuzevičius,

2024

×

Rozenbaum et al., 2024 ×

Wittmann et al., 2024 ×

Ho et al., 2024 × × × ×

Kriouile et al., 2024 × × × ×

Padubidri et al., 2024 ×

Dadgostar et al., 2025 ×

Ostwald et al., 2025 ×

Taniguchi et al., 2025 × ×

Lee et al., 2025 ×

Alex et al., 2025 ×

Calisan y Olgun, 2025 ×

C. L. Srinivas et al.,

2025

×
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Copeland et al., 2025 ×

Oliveira et al., 2025 × × ×

Chiranjeevi et al., 2025 × ×

Gomez-Jaime et al.,

2025

×

S, tefan et al., 2025 ×

Stark et al., 2025 × × ×

Sledevič et al., 2025 ×

Total 5 8 4 12 2 26 8 4 25

Nota. Elaboración propia.

De la misma manera que en la clasificación de estudios por tipo de tarea, las frecuencias

reportadas en la Figura 7.2 representan ocurrencias de uso y no categorías mutuamente exclu-

yentes. Por tanto, los porcentajes deben interpretarse como la proporción de estudios en los que

se identificó cada arquitectura respecto del total de artículos analizados.

Figura 7.2

Frecuencia de arquitecturas de aprendizaje profundo reportadas en los estudios analizados.

Arquitectura

YOLO 26 (49.1 %)

Otros 25 (47.2 %)

ResNet 12 (22.6 %)

Faster R-CNN 8 (15.1 %)

MobileNet 8 (15.1 %)

EfficientNet 5 (9.4 %)
Inception 4 (7.5 %)

Mask R-CNN 4 (7.5 %)

DenseNet 2 (3.8 %)

0 5 10 15 20 25 30
Frecuencia

Nota. Elaboración propia.

En la Figura 7.2 se observa un predominio claro de la familia YOLO, presente en 26

estudios (49.1 % del corpus). En segundo lugar se ubica el grupo de otras arquitecturas con 25

estudios (47.2 %), seguido de ResNet con 12 estudios (22.6 %). Las arquitecturas Faster R-CNN

y MobileNet aparecen en 8 estudios cada una (15.1 %), mientras que EfficientNet se identifica

en 5 estudios (9.4 %). Inception y Mask R-CNN se reportan en 4 estudios cada una (7.5 %) y

DenseNet en 2 estudios (3.8 %).
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En relación con el predominio de la detección identificado previamente en la distribución

de tareas, la frecuencia de arquitecturas confirma una correspondencia metodológica entre el

tipo de problema abordado y los modelos seleccionados, especialmente en variantes de YOLO,

mientras que arquitecturas clásicamente asociadas a clasificación profunda, como EfficientNet,

MobileNet o ResNet, aparecen con una presencia relevante, aunque menor, dentro del corpus

revisado.

Sin embargo, no es suficiente con reportar las principales familias de arquitecturas; por

ello se establece qué modelos específicos aparecen con más frecuencia. En la Tabla 7.3 se deter-

mina la frecuencia de las arquitecturas en los diferentes estudios.

Tabla 7.3

Arquitecturas específicas reportadas en los estudios incluidos.

Arquitectura específica Frecuencia Porcentaje

(%)

Arquitectura específica Frecuencia Porcentaje

(%)

YOLO 16 30.2 DenseNet 1 1.9

YOLOv5 8 15.1 DenseNet201 1 1.9

Faster R-CNN 7 13.2 EfficientNet 1 1.9

ResNet 7 13.2 EfficientNetB0 1 1.9

CNN 4 7.5 EfficientNetB1 1 1.9

Mask R-CNN 4 7.5 EfficientNetV2L 1 1.9

MobileNetV2 4 7.5 GoogLeNet 1 1.9

SSD 4 7.5 InsectNet 1 1.9

YOLOv8 4 7.5 Keypoint detector 1 1.9

InceptionV3 3 5.7 MnasNet 1 1.9

ResNet50 3 5.7 MnasNet0_5 1 1.9

U-Net 3 5.7 MnasNet1_3 1 1.9

VGG 3 5.7 Pose estimation 1 1.9

YOLOv7tiny 3 5.7 RegNetX400MF 1 1.9

EfficientNetB4 2 3.8 RegNetY1_6GF 1 1.9

Faster R-CNN-InceptionV2 2 3.8 RegNetY400MF 1 1.9

MobileNet 2 3.8 RegNetY800MF 1 1.9

MobileNetV3 2 3.8 ResNet18 1 1.9

ResNet101 2 3.8 RetinaNet 1 1.9

Transformer 2 3.8 SSD-InceptionV2 1 1.9

VGG16 2 3.8 SSD-MobileNetV1 1 1.9

Xception 2 3.8 SSD-MobileNetV2 1 1.9

YOLOv3 2 3.8 Swarm-engine 1 1.9
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YOLOv5nano 2 3.8 VGG11 1 1.9

YOLOv5small 2 3.8 VGG19 1 1.9

AlexNet 1 1.9 Wide ResNet 1 1.9

CAMNN 1 1.9 YOLOv4 1 1.9

DNN-CNN 1 1.9 YOLOv4Tiny 1 1.9

DeepLabv3 1 1.9 YOLOv5m 1 1.9

DeepWings 1 1.9 YOLOv5s 1 1.9

Nota. Elaboración propia.

Entre las arquitecturas específicas, YOLO fue la más reportada, seguida por YOLOv5,

Faster R-CNN y ResNet, lo que confirma el predominio de enfoques orientados a detección y

clasificación. Además, la presencia de múltiples variantes de una misma familia, especialmente

en YOLO, ResNet y MobileNet, sugiere que la literatura no solo se concentra en arquitecturas

generales, sino también en versiones adaptadas para mejorar el desempeño según la tarea y el

contexto de aplicación.

7.2 RQ2. MÉTRICAS DE EVALUACIÓN MÁS REPORTADAS

Para responder la segunda pregunta de investigación, se identificaron las métricas de

evaluación empleadas en los estudios incluidos, con el fin de reconocer cuáles son los criterios

más utilizados para valorar el desempeño de los modelos de aprendizaje profundo aplicados al

reconocimiento de polinizadores. La Tabla 7.4 indica las métricas reportadas por estudio.

Tabla 7.4

Métricas de evaluación reportadas por estudio.

Estudio Exactitud Precisión Recall mAP F1 IoU FPS AUC Dice

Alves et al., 2020 × × × ×

Nizam et al., 2020 × × ×

Dembski y Szymański,

2020

× × ×

J. Zhang et al., 2021 × × × ×

Braga et al., 2021 × × × × × ×

Spiesman et al., 2021 × × ×

Kelley et al., 2021 × ×

Bożek et al., 2021 × × ×

Voudiotis et al., 2021 × ×

Voudiotis et al., 2022 × × × × × ×

Suzuki-Ohno et al., 2022 × × × ×

Rodrigues et al., 2022 × × ×

Klasen et al., 2022 ×

Balmaki et al., 2022 × ×
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Bjerge et al., 2022 × × × × × ×

García et al., 2022 ×

Kulyukin y Kulyukin,

2023

× × × × ×

Bjerge, Alison et al.,

2023

× × × × × × ×

Gernat et al., 2023 × × ×

Yoo et al., 2023 × × × × ×

Stiemer et al., 2023 × × × × × ×

Bjerge, Frigaard

y Karstoft, 2023

× × × × × ×

Stark et al., 2023 × × × × ×

Leocádio et al., 2024 × ×

Lei et al., 2024 × × × × × × ×

Bjerge et al., 2024 × × × × ×

Rohafauzi et al., 2024 × ×

Spiesman et al., 2024 × × × × ×

Liang, 2024 × × × × × ×

Santiago-Plaza et al.,

2024

× ×

Nguyen et al., 2024 × × × × × ×

Kongsilp et al., 2024 × × × × × ×

Sledevič et al., 2024 × × × × × ×

Sledevič y Matuzevičius,

2024

×

Rozenbaum et al., 2024 × × × × ×

Wittmann et al., 2024 × × × × ×

Ho et al., 2024 × × × ×

Kriouile et al., 2024 × × × × ×

Padubidri et al., 2024 × ×

Dadgostar et al., 2025 × × × × × ×

Ostwald et al., 2025 × × × × × ×

Taniguchi et al., 2025 × × × × × ×

Lee et al., 2025 × × × × × ×

Alex et al., 2025 × × × × × ×

Calisan y Olgun, 2025 × × × × ×

C. L. Srinivas et al.,

2025

× × × ×

Copeland et al., 2025 × × × ×

Oliveira et al., 2025 × × × × × ×

Chiranjeevi et al., 2025 ×

Gomez-Jaime et al.,

2025

× × × ×

S, tefan et al., 2025 × × × × × × ×

Stark et al., 2025 ×

Sledevič et al., 2025 × × × × × ×

Total 48 42 32 29 25 23 21 6 1

Nota. Elaboración propia.

A partir del registro individual presentado en la Tabla 7.4, se sintetizaron las frecuen-

cias generales de uso de cada métrica con el propósito de identificar los criterios de evaluación

predominantes en los estudios analizados, como se indica en la Figura 7.3.
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Figura 7.3

Frecuencia de métricas de evaluación reportadas en los estudios analizados.

Métrica

Exactitud 48 (90.6 %)

Precisión 42 (79.2 %)

Sensibilidad 32 (60.4 %)

mAP 29 (54.7 %)

Medida F1 25 (47.2 %)

IoU 23 (43.4 %)

FPS 21 (39.6 %)

AUC 6 (11.3 %)

Dice 1 (1.9 %)

0 10 20 30 40 50
Frecuencia

Nota. Elaboración propia.

En la Figura 7.3 se observa que la métrica más reportada es la exactitud, presente en 48

estudios (90.6 %), seguida de precisión con 42 estudios (79.2 %) y sensibilidad con 32 estudios

(60.4 %). Entre las métricas más vinculadas a detección destaca mAP, reportada en 29 estudios

(54.7 %), mientras que IoU aparece en 23 estudios (43.4 %) y FPS en 21 estudios (39.6 %). La

medida F1 se reporta en 25 estudios (47.2 %), en tanto que AUC y Dice presentan una presencia

mucho más limitada, con 6 y 1 estudios, respectivamente.

Este patrón indica que la literatura privilegia métricas de uso general, como exactitud,

precisión y sensibilidad, pero al mismo tiempo incorpora indicadores específicos de detección,

como mAP, IoU y FPS, cuando la tarea lo requiere. En contraste, las métricas más propias

de segmentación aparecen con menor frecuencia, lo que también es consistente con la menor

presencia de esta tarea en el corpus revisado.

Aunque la frecuencia general de las métricas ofrece una primera aproximación al patrón

de evaluación, su interpretación requiere considerar el tipo de tarea y la familia de modelos

utilizada. En este sentido, la Tabla 7.5 resume dicha relación.
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Tabla 7.5

Relación comparativa entre tarea, tipo de modelo y métricas predominantes

Tarea Tipo de modelo predo-

minante

Métricas predominan-

tes

Comparativa

Clasificación ResNet, EfficientNet, Mo-

bileNet, Inception y otras

CNN

Exactitud, precisión, re-

call, medida F1 y, en me-

nor medida, AUC

La evaluación se centra

en la capacidad de discri-

minar correctamente entre

clases y resumir el desem-

peño global del clasifica-

dor.

Detección YOLO, Faster R-CNN y

Mask R-CNN

mAP, IoU, FPS, además

de precisión y recall

La evaluación combina ca-

lidad de localización, capa-

cidad de detección y velo-

cidad de inferencia, espe-

cialmente en escenarios de

monitoreo automatizado.

Segmentación Mask R-CNN, YOLO con

extensión de segmentación

y otras arquitecturas de

segmentación

IoU, Dice y medida F1 La evaluación se orienta a

la precisión espacial y al

grado de solapamiento en-

tre la predicción y la re-

gión de referencia.

Nota. Elaboración propia.

La Tabla 7.5 permite observar que las métricas cambian en frecuencia y en función del

objetivo analítico del modelo. En clasificación predominan métricas asociadas al acierto global y

al equilibrio entre clases, mientras que en detección adquieren mayor relevancia aquellas que com-

binan localización, precisión y velocidad. En segmentación, por su parte, las métricas se orientan

a evaluar superposición espacial, lo que explica la presencia de IoU y Dice, aunque esta última

aparezca con menor frecuencia debido a la reducida proporción de estudios de segmentación en

el corpus.

En consecuencia, la respuesta a RQ2 indica que la evaluación del reconocimiento de

polinizadores mediante aprendizaje profundo se apoya principalmente en exactitud, precisión y

sensibilidad a nivel global; sin embargo, cuando los estudios se comparan de acuerdo con la tarea
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y el tipo de modelo, se observa una diferenciación más clara: la clasificación privilegia exactitud,

precisión, sensibilidad y medida F1; la detección incorpora de forma más marcada mAP, IoU y

FPS; y la segmentación se apoya en métricas de superposición espacial como IoU, Dice y medida

F1.

7.3 RQ3. FACTORES TÉCNICOS ASOCIADOS

Para responder la tercera pregunta de investigación, se identificaron tres factores técni-

cos recurrentes en los estudios incluidos: el aprendizaje por transferencia, el aumento de datos

y los métodos de optimización. En primer lugar, se presenta la Tabla 7.6 para reconocer qué

estrategias fueron reportadas en cada investigación.

Tabla 7.6

Factores técnicos generales reportados por estudio.

Estudio
Aprendizaje

por transferencia

Aumento

de datos

Método

de optimización

Alves et al., 2020 × × ×

Nizam et al., 2020 × × ×

Dembski y Szymański, 2020 ×

J. Zhang et al., 2021 ×

Braga et al., 2021 × ×

Spiesman et al., 2021 × × ×

Kelley et al., 2021 × × ×

Bożek et al., 2021 ×

Voudiotis et al., 2021 ×

Voudiotis et al., 2022 × ×

Suzuki-Ohno et al., 2022 ×

Rodrigues et al., 2022 × × ×

Klasen et al., 2022 × × ×

Balmaki et al., 2022 × ×

Bjerge et al., 2022 ×

García et al., 2022 ×

Kulyukin y Kulyukin, 2023 × ×

Bjerge, Alison et al., 2023 × ×

Gernat et al., 2023 × ×

Yoo et al., 2023 × × ×

Stiemer et al., 2023 × × ×

Bjerge, Frigaard y Karstoft, 2023 × ×

Stark et al., 2023 × × ×

Leocádio et al., 2024 ×
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Lei et al., 2024 ×

Bjerge et al., 2024 × × ×

Rohafauzi et al., 2024 × ×

Spiesman et al., 2024 × ×

Liang, 2024 × × ×

Santiago-Plaza et al., 2024 × × ×

Nguyen et al., 2024 × ×

Kongsilp et al., 2024 × × ×

Sledevič et al., 2024 × ×

Sledevič y Matuzevičius, 2024 ×

Rozenbaum et al., 2024 × ×

Wittmann et al., 2024 ×

Ho et al., 2024 × ×

Kriouile et al., 2024 × ×

Padubidri et al., 2024 ×

Dadgostar et al., 2025 × ×

Ostwald et al., 2025 × ×

Taniguchi et al., 2025 × × ×

Lee et al., 2025 ×

Alex et al., 2025 × ×

Calisan y Olgun, 2025 × × ×

C. L. Srinivas et al., 2025 × × ×

Copeland et al., 2025 × × ×

Oliveira et al., 2025 × × ×

Chiranjeevi et al., 2025 × ×

Gomez-Jaime et al., 2025 ×

S, tefan et al., 2025 × ×

Stark et al., 2025 × × ×

Sledevič et al., 2025 ×

Total 34 49 27

Nota. Elaboración propia.

A partir de la Tabla 7.6, se calcularon las frecuencias generales de aparición de cada

factor técnico, como se indica en la Figura 7.4.
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Figura 7.4

Frecuencia general de factores técnicos reportados en los estudios analizados.

Factor técnico

Aumento de datos 49 (92.5 %)

Aprendizaje por transferencia 34 (64.2 %)

Método de optimización 27 (50.9 %)

0 10 20 30 40 50
Frecuencia

Nota. Elaboración propia.

El aumento de datos fue el factor técnico más frecuente, con 49 apariciones, equivalen-

te al 92,5 % de los estudios. Le siguen el aprendizaje por transferencia, con 34 apariciones, y

los métodos de optimización, con 27. Este patrón sugiere que la ampliación y diversificación

artificial de los datos constituye una estrategia central en el reconocimiento de polinizadores,

probablemente debido a la limitada disponibilidad de imágenes etiquetadas, la variabilidad de

condiciones de captura y la necesidad de mejorar la capacidad de generalización de los modelos.

Para profundizar en el análisis de RQ3, se revisaron las estrategias específicas incluidas

dentro de cada factor técnico general. Esta revisión permitió identificar cuáles fueron las prácti-

cas más recurrentes en la literatura y cómo se distribuyeron entre estudios metodológicamente

comparables. La Tabla 7.7 resume estas menciones.

Tabla 7.7

Estrategias técnicas específicas reportadas en los estudios incluidos.

Factor técnico Detalle específico Frecuencia Porcentaje

(%)

Aprendizaje por

transferencia

Preentrenado 24 45.3

Transfer learning 15 28.3

Ajuste fino 10 18.9

Aumento de datos Aumento de datos 27 50.9

Recorte 27 50.9

Rotación 14 26.4

Volteo 6 11.3

Mosaico 3 5.7
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Muestreo estratificado 2 3.8

Datos sintéticos 1 1.9

Método de optimización Tasa de aprendizaje 21 39.6

Optimizador 12 22.6

Adam 10 18.9

Momentum 6 11.3

SGD 6 11.3

Decaimiento de peso 3 5.7

AdamW 2 3.8

Nota. Elaboración propia.

En aprendizaje por transferencia predominó el uso de modelos preentrenados, seguido de

las menciones explícitas a transfer learning y ajuste fino. En aumento de datos se repitieron con

mayor frecuencia las menciones generales a data augmentation y recorte, seguidas por rotación

y volteo. En optimización, la estrategia más reportada fue el ajuste de la tasa de aprendizaje,

seguida por la mención general del optimizador y del algoritmo Adam.

En la misma línea, la asociación con mayores niveles de precisión no se interpreta como

causalidad estadística, sino como recurrencia comparativa de factores técnicos en estudios con

tarea, métricas y condiciones de evaluación semejantes.

Se identificaron cuatro bloques metodológicos comparables que permiten organizar la

discusión de los resultados. Esta agrupación busca reconocer patrones comunes entre investiga-

ciones que comparten objetivos técnicos similares.

En el primer bloque se ubican los estudios orientados a tareas de clasificación. En esta

línea, Alves et al. (2020), Spiesman et al. (2021), Spiesman et al. (2024), Calisan y Olgun

(2025) y Stark et al. (2025) reportan el uso de métricas como exactitud, precisión, sensibilidad

y medida F1, junto con arquitecturas basadas principalmente en redes convolucionales, como

ResNet, EfficientNet, Inception y MobileNet. En estos trabajos, el aprendizaje por transferencia,

el aumento de datos, el recorte, la rotación y métodos de optimización como Adam, AdamW

o descenso de gradiente estocástico aparecen como estrategias asociadas con la mejora de la

generalización y la estabilidad del entrenamiento.
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Un segundo bloque corresponde a estudios de detección evaluados mediante métricas

espaciales y de eficiencia, como mAP, IoU y FPS. En este grupo, Stark et al. (2023), Alex et al.

(2025), Lei et al. (2024), Sledevič et al. (2024), S, tefan et al. (2025) y Sledevič et al. (2025) em-

plean principalmente arquitecturas como YOLO, Faster R-CNN y Mask R-CNN. Estos estudios

enfatizan estrategias como el ajuste fino, el aumento de datos, el recorte, el mosaico, la rotación,

el aprendizaje previo y el ajuste de la tasa de aprendizaje, lo que sugiere que el rendimiento en

detección depende tanto de la arquitectura como de la preparación del entrenamiento.

Un tercer bloque reúne estudios de detección que, aunque trabajan con localización de

objetos, reportan métricas más cercanas a la clasificación, como exactitud, precisión, sensibilidad

y medida F1. En este caso, Kongsilp et al. (2024), Nguyen et al. (2024) y Bjerge, Alison et

al. (2023) muestran combinaciones entre arquitecturas como YOLO, Faster R-CNN, Mask R-

CNN y ResNet, junto con aprendizaje por transferencia, ajuste fino, aumento de datos, recorte

y métodos de optimización como momentum, Adam o descenso de gradiente estocástico. Este

bloque evidencia que algunos estudios de detección evalúan el desempeño desde una lógica general

de acierto del modelo, lo que limita la comparación directa con investigaciones que priorizan

métricas espaciales como mAP o IoU.

Finalmente, el cuarto bloque corresponde a los estudios enfocados en segmentación. En

esta categoría, Nizam et al. (2020), Kongsilp et al. (2024), Rodrigues et al. (2022) y Sledevič et al.

(2025) reportan métricas como IoU, coeficiente Dice y medida F1, junto con arquitecturas como

Mask R-CNN, YOLO y otros enfoques de segmentación. En estos trabajos, el aumento de datos,

el recorte, el aprendizaje por transferencia, el ajuste fino y las configuraciones específicas de

entrenamiento aparecen como factores relevantes para mejorar la precisión espacial del modelo.

La respuesta a RQ3 indica que los factores técnicos asociados con mayores niveles de

precisión reportada corresponden a combinaciones metodológicas recurrentes. En clasificación

destacan la transferencia de aprendizaje y el aumento de datos; en detección, la asociación más

clara se observa entre aumento de datos, ajuste fino y calibración de la tasa de aprendizaje,

especialmente en estudios basados en YOLO; y en segmentación, aunque la evidencia es menor,

vuelven a repetirse el aumento de datos y la adaptación del modelo mediante aprendizaje por

transferencia.
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7.4 DISCUSIÓN

Los resultados de esta revisión muestran que el reconocimiento de imágenes de poliniza-

dores mediante aprendizaje profundo constituye una línea activa de investigación, pero todavía

presenta limitaciones en su consolidación metodológica. Aunque los estudios revisados evidencian

avances importantes, no es posible afirmar que exista una arquitectura superior para todos los

casos. El desempeño de los modelos depende del tipo de polinizador analizado, la tarea abordada,

las condiciones de captura, el nivel taxonómico, el conjunto de datos y las métricas utilizadas

(Høye et al., 2021; Khanzhina et al., 2022; Ratnayake et al., 2021). Por ello, la comparación

entre estudios se realizó dentro de grupos metodológicamente semejantes.

Una primera tendencia relevante es el predominio de la detección como tarea principal.

Esto resulta coherente con las necesidades del monitoreo de polinizadores, donde muchas aplica-

ciones buscan localizar individuos en imágenes para estimar presencia, actividad, visitas florales,

tránsito en colmenas o patrones de comportamiento. En estos escenarios, detectar al polinizador

dentro de una escena compleja puede ser más útil que clasificar una imagen completa, ya que

permite trabajar con registros visuales obtenidos en condiciones reales de campo (Alex et al.,

2025; Bjerge et al., 2022; Bjerge, Alison et al., 2023; Stark et al., 2023).

La alta presencia de modelos YOLO también se entiende desde esta lógica aplicada.

En estudios de polinizadores, donde los insectos suelen ser pequeños, móviles y aparecen sobre

fondos variables, se requieren modelos capaces de localizar objetos con rapidez. YOLO resulta

atractivo porque combina localización y clasificación en una sola etapa, lo que favorece sistemas

de monitoreo casi en tiempo real. Sin embargo, su predominio no implica que sea el mejor

modelo para cualquier tarea. Su ventaja se observa principalmente cuando el objetivo es detectar

polinizadores de forma eficiente en imágenes (Alex et al., 2025; Kulyukin y Kulyukin, 2023; Stark

et al., 2023; S, tefan et al., 2025).

En clasificación, las arquitecturas convolucionales profundas siguen siendo relevantes pa-

ra diferenciar especies, familias o grupos funcionales de polinizadores. Esta tarea es especialmente

exigente porque muchas especies presentan similitudes morfológicas, variación intraespecífica y

rasgos visuales sutiles, como patrones en alas, coloración, forma corporal o estructuras especí-
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ficas. Por tanto, el desempeño en clasificación depende del modelo, la calidad de las imágenes,

la precisión de las etiquetas, el balance entre clases y el nivel taxonómico evaluado (Calisan

y Olgun, 2025; Spiesman et al., 2021; Spiesman et al., 2024; C. L. Srinivas et al., 2025).

La segmentación aparece con menor frecuencia, pero tiene un valor importante para el

análisis detallado de polinizadores. Esta tarea permite separar al insecto del fondo, delimitar

individuos superpuestos o identificar regiones corporales específicas. Su baja presencia puede

deberse a que requiere anotaciones más costosas y precisas, especialmente cuando se trabaja con

organismos pequeños y fondos naturales complejos. Aun así, la segmentación puede ser clave en

estudios donde se necesita analizar al polinizador en cuanto a: su forma, posición o interacción

con flores y otros individuos (Kriouile et al., 2024; Nizam et al., 2020; Rodrigues et al., 2022;

Sledevič et al., 2025).

Otro aspecto central es que las métricas condicionan la interpretación del rendimiento.

En reconocimiento de polinizadores, una exactitud alta puede ser útil para clasificación, pero

no indica necesariamente que el modelo localice bien al insecto dentro de la imagen. Por eso, en

detección son más informativas métricas como mAP, IoU y FPS, ya que evalúan la calidad de

localización y la viabilidad operativa del sistema. En segmentación, indicadores como IoU, Dice

y F1 permiten valorar mejor el grado de coincidencia entre la región predicha y la región real

del polinizador (Gupta et al., 2025; Saetchnikov et al., 2021; Varadarajan et al., 2021).

Esta diversidad de métricas evidencia una limitación importante del campo, ya que los

resultados no siempre pueden compararse de forma directa entre estudios con tareas, datos y

protocolos distintos. Sin embargo, esta revisión permite ordenar esa heterogeneidad mediante

bloques metodológicamente comparables. Así, un modelo orientado a clasificar especies de abejas

en imágenes controladas no se contrasta de la misma manera que un modelo diseñado para

segmentar individuos en fondos florales complejos. Desde esta perspectiva, el análisis por bloques

aporta una forma más rigurosa de interpretar el rendimiento reportado en la literatura y evita

establecer comparaciones generales entre estudios que responden a objetivos técnicos diferentes.

Los factores técnicos asociados al entrenamiento son especialmente relevantes en este

dominio. Las imágenes de polinizadores suelen presentar variaciones de iluminación, escala, pos-
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tura, movimiento, fondo, oclusión y calidad de captura. Además, los conjuntos de datos suelen

ser limitados o desbalanceados, porque no todas las especies aparecen con la misma frecuencia

ni son igual de fáciles de fotografiar. En este contexto, el aumento de datos, el aprendizaje por

transferencia, el ajuste fino y la calibración de hiperparámetros son condiciones que pueden

marcar la diferencia entre un modelo útil y uno que solo funciona en condiciones demasiado

controladas (M. Kaur et al., 2022; Lee et al., 2025; Nguyen et al., 2024; Sajib et al., 2025).

El aumento de datos adquiere especial importancia porque permite simular parte de

la variabilidad visual propia del monitoreo de polinizadores. Transformaciones como recorte,

rotación, volteo, cambios de brillo o mosaico pueden ayudar al modelo a reconocer insectos en

diferentes posiciones, tamaños y condiciones de iluminación. Sin embargo, estas técnicas deben

aplicarse con cuidado, ya que una transformación excesiva podría alterar rasgos morfológicos

relevantes para diferenciar especies o grupos taxonómicos (Agarwal et al., 2025; M. Kaur et al.,

2022; Lee et al., 2025).

El aprendizaje por transferencia también resulta pertinente porque muchos estudios tra-

bajan con datos reducidos o difíciles de etiquetar. Aprovechar modelos preentrenados permite

partir de representaciones visuales generales y adaptarlas al reconocimiento de polinizadores

mediante ajuste fino. Esto puede reducir el costo de entrenamiento y mejorar la generalización,

especialmente cuando se dispone de pocas imágenes por especie. No obstante, su efectividad

depende de qué tan distinto sea el dominio de entrenamiento original respecto a las imágenes

reales de polinizadores, que suelen incluir fondos naturales, flores, colmenas, trampas de cámara

o especímenes capturados (Burri et al., 2023; Jagtap y Yadav, 2025; Nguyen et al., 2024; J.

Zhang et al., 2021).

La optimización del entrenamiento también influye en el desempeño final. El uso de

optimizadores como Adam, AdamW o SGD, junto con la configuración de la tasa de aprendizaje,

la regularización y las políticas de entrenamiento, puede explicar diferencias entre estudios que

emplean arquitecturas similares. Dos modelos basados en YOLO o ResNet pueden comportarse

de manera distinta si fueron entrenados con datos, aumentos, hiperparámetros y protocolos de

validación diferentes (Azis et al., 2025; Postalcloǧlu, 2020; Sudewo et al., 2025).



66

Desde una perspectiva ecológica, estos avances son relevantes porque pueden apoyar el

monitoreo de polinizadores en un contexto de creciente preocupación por su declive. La au-

tomatización del reconocimiento visual puede reducir la dependencia exclusiva de observación

manual, facilitar el procesamiento de grandes volúmenes de imágenes y permitir seguimientos

más frecuentes. En este sentido, su aplicación en monitoreo ecológico exige que los modelos sean

evaluados más allá de bases controladas y demuestren robustez en escenarios reales, donde los

polinizadores se mueven, se ocultan parcialmente, cambian de orientación y aparecen sobre fon-

dos visualmente complejos (Bjerge et al., 2022; Hellwig et al., 2024; Stark et al., 2023; Wittmann

et al., 2024).

La evidencia revisada muestra que el reconocimiento automatizado de polinizadores de-

be evaluarse por la precisión alcanzada por un modelo y por su capacidad para responder a

una necesidad ecológica concreta. Detectar, clasificar o segmentar polinizadores implica obje-

tivos distintos dentro del monitoreo, por lo que la utilidad de cada arquitectura depende de

su ajuste con el tipo de imagen, el nivel taxonómico, las condiciones de captura y el protocolo

de evaluación. Desde esta perspectiva, el avance del campo requiere fortalecer la validación en

escenarios reales y ampliar tareas menos exploradas, especialmente la segmentación. Así, los

modelos de aprendizaje profundo podrán aportar de manera más robusta al monitoreo ecológico

y no limitarse a resultados favorables en entornos experimentales controlados.
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8. CONCLUSIONES

A partir de la revisión sistemática realizada, se concluye que el reconocimiento de imáge-

nes de polinizadores mediante aprendizaje profundo constituye una línea relevante dentro de la

visión por computador aplicada al monitoreo ecológico. La organización de los estudios por blo-

ques comparables permitió interpretar la evidencia de manera ordenada, relacionando el tipo de

tarea, la arquitectura utilizada, las métricas de evaluación y las estrategias técnicas reportadas

en cada investigación.

1. Respecto a la primera pregunta de investigación, se concluye que la elección de arquitec-

turas en el reconocimiento de imágenes de polinizadores está directamente vinculada con

la tarea abordada. Los modelos de detección, especialmente la familia YOLO, resultan

pertinentes cuando el objetivo es localizar polinizadores en imágenes y apoyar escenarios

de monitoreo automatizado. En cambio, arquitecturas como ResNet, EfficientNet, Mobi-

leNet e Inception son más relevantes en tareas de clasificación, donde se busca diferenciar

especies, familias o grupos funcionales a partir de rasgos visuales. La segmentación cum-

ple una función complementaria, al permitir una delimitación espacial más detallada del

organismo y su separación respecto del fondo.

2. La segunda pregunta de investigación permite concluir que las métricas de evaluación ad-

quieren sentido según la tarea y el tipo de modelo analizado. En clasificación, exactitud,

precisión, sensibilidad y medida F1 permiten valorar la asignación correcta de categorías.

En detección, mAP, IoU y FPS son más adecuados porque integran localización, precisión

del reconocimiento y velocidad de inferencia. En segmentación, IoU, Dice y medida F1

permiten evaluar la coincidencia espacial entre la predicción del modelo y la región real

del polinizador. Por ello, la comparación del desempeño requiere considerar la correspon-

dencia entre tarea, arquitectura y métrica empleada.

3. Para la tercera pregunta de investigación, se concluye que el rendimiento de los modelos se

fortalece mediante estrategias técnicas orientadas a mejorar la generalización, la adapta-

ción al dominio y la estabilidad del entrenamiento. El aumento de datos permite enfrentar
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variaciones frecuentes en imágenes de polinizadores, como cambios de iluminación, postu-

ra, escala, fondo y movimiento. El aprendizaje por transferencia facilita el uso de modelos

preentrenados en conjuntos de datos biológicos con disponibilidad limitada de imágenes

etiquetadas. Los métodos de optimización y el ajuste de hiperparámetros contribuyen a

mejorar el proceso de aprendizaje y el desempeño final de las arquitecturas utilizadas.

4. La comparación por bloques metodológicos constituye un aporte central de la revisión

porque permite interpretar el estado del arte sin reducir el análisis a una única métrica o a

una sola familia de modelos. Esta organización relaciona clasificación, detección y segmen-

tación con sus arquitecturas, métricas y estrategias de entrenamiento correspondientes. De

este modo, el desempeño de los modelos se interpreta dentro del propósito técnico para

el cual fueron diseñados, evitando comparaciones generales entre estudios con objetivos,

datos y condiciones de evaluación distintas.

5. El reconocimiento automatizado de polinizadores mediante aprendizaje profundo aporta

una base técnica útil para el monitoreo ecológico, al facilitar la identificación visual de

organismos y ampliar la capacidad de análisis de imágenes en contextos biológicos. La

revisión permite establecer que la utilidad de estos modelos se fortalece cuando existe

correspondencia entre la tarea de reconocimiento, la arquitectura seleccionada, la métrica

empleada y la estrategia de entrenamiento aplicada. Esta relación constituye un criterio

central para orientar aplicaciones futuras en función de las necesidades del monitoreo, la

calidad de los datos disponibles y el nivel de detalle requerido en el análisis de polinizadores.
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