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Capitulo 1: Prologo — Machine Learning

1.1 Introduccion

Tal y como lo menciona Kubat (2015), entre los multiples objetivos que puede tener un
ordenador, existe un grupo especifico de tareas que se centran que en estas maquinas puedan
reconocer y definir ciertos objetos o conceptos, es decir, que estos ordenadores por si mismos
generen conocimiento a partir de datos brutos o, en otras palabras, que puedan aprender. Sin
embargo, es evidente que las maquinas no pueden trabajar en este reconocimiento del mismo modo
que un ser humano. Por lo tanto, conforme la computacion ha evolucionado, se han ido creando

distintos métodos para “ensefar” a los ordenadores a cumplir ciertas tareas.

Shalev-Shwartz & Ben-David (2014) afirman que ese conjunto de métodos se conoce como
Aprendizaje de Méaquina o Machine Learning (término en inglés) y pretende que la maquina realice
una serie de operaciones de manera automatica ya sea por medio de un aprendizaje denominado
como “Razonamiento Inductivo” que consiste en que la maquina aprenda por medio de un
conjunto de ejemplos, asi como de manera menos guiada. Estos dos tipos de Aprendizaje suelen
clasificarse como “Aprendizaje Supervisado” y “Aprendizaje no Supervisado”. Por medio de la
utilizacion de este medio, se busca vias alternativas para algunas actividades y que son el
fundamento para estudiar esta rama de la Inteligencia Artificial. Algunas de las citadas actividades
son, por ejemplo, tareas que las personas suelen realizar con cotidianeidad, pero que son muy
dificil de abstraer como para ser plasmadas en un programa computacional; también se debe
mencionar, como factor adicional para emplear Machine Learning, el hecho de la rigidez que
presenta la construccion de software tradicional, que suele tener un propésito Unico y su

escalabilidad no permite una diversificacion de funciones.

Es por lo mencionado previamente que se busca con el presente estudio emplear ciertas

técnicas derivadas de Machine Learning para el siguiente propdsito:

e Desarrollo de un aplicativo que detecte fallos en servidores y sugiera soluciones.



Se busca lograr este objetivo utilizando tres métodos distintos de Machine Learning, es
decir, distintos algoritmos que generen patrones y en base a estos obtener conclusiones apropiadas

para generar informes dentro de una organizacion, y asi mantener una cultura preventiva.

1.2 Ciencias Relacionadas con la Machine Learning.

Como ya se menciond, el Aprendizaje de Maquina puede verse como una rama de la
Inteligencia Artificial y se lo suele considerar como un subcampo de las Ciencias de la
Computacion. Por lo tanto, existen varios conceptos que se comparten. Sin embargo, no deberia
verse al Machine Learning simplemente como una tarea mas dentro de la 1A, debido sobre todo a
que sus objetivos mas generales no son exactamente iguales. Shalev-Shwartz & Ben-David (2014)
proponen que el Aprendizaje de Maquina no busca imitar de manera automatizada un
comportamiento inteligente, sino que pretende usar las fortalezas y caracteristicas especiales de
los ordenadores con el afan de complementar la inteligencia humana, usualmente desarrollando
tareas que van (comunmente) mas alla de las posibilidades de los seres humanos. Y es menester
hacer hincapié en este Gltimo punto: “ir mas alla de lo que puede desarrollar una persona”. Por
ejemplo: el Aprendizaje de Maquina puede ayudar a detectar patrones de cientos de miles de datos
agrupados en complejas estructuras de datos en un tiempo nada despreciable. Una sola persona se
expondria a gastar muchas horas frente al computador para si quiera recorrer una vez los datos de

uno en uno, ademas del cometimiento de posibles errores de interpretacion.

Otra de las ciencias relacionadas es la Estadistica. Cuando en Machine Learning se habla
de entrenamiento se hace referencia a un conjunto de datos que son generados aleatoriamente y la
tarea de la maquina (que en este caso se esta entrenando para generar conocimiento) es la de
procesar esos ejemplos generados de manera aleatoria para sacar conclusiones que sirvan para el
entorno del que se tomaron dichos ejemplos. Esta particular definicion basica de Machine Learning

destaca su relacién con la Estadistica.

A pesar de que, en efecto, existen varias similitudes entre estas dos ciencias, debido sobre
todo a sus objetivos y técnicas, existen diferencias importantes las cuales deben ser mencionadas.
Shalev-Shwartz & Ben-David proveen un ejemplo bastante acertado: si un médico plantea una
hipotesis de que existe una correlacion entre el tabaquismo y una enfermedad cardiaca, es funcion
del estadista ver muestras de pacientes y verificar la validez de esa hipétesis (esta vendria a ser

una tarea comun para probar hipétesis). Por el contrario, el Machine Learning tiene como objetivo
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utilizar los datos recopilados de muestras de pacientes para obtener una descripcion de las causas
de la citada enfermedad cardiaca. Lo que se espera, por tanto, es que la aplicacion de varias
técnicas/algoritmos de manera automatizada permita descurbir patrones importantes que existen

en los datos y que para una persona son dificiles de encontrar.

Las diferencias con la Estadistica se pueden seguir numerando, como por ejemplo, y
referenciando nuevamente a Shalev-Shwartz & Ben-David (2014), el hecho de que en ciertos casos
la Estadistica se interesa en los comportamientos asintéticos en donde las muestras tomadas para
algun proceso no tienen un fin, mientras que el Aprendizaje de Maquina por las limitaciones que
supone un ordenador, se centra Unicamente en los limites de muestras finitas. También se puede
mencionar el hecho de que en la Estadistica se suele trabajar con supuestos en caso de no tener un
modelo de datos especificado, por ejemplo se suele asimir que cierto grupo de datos tiene una
distribucion normal cuando no se esta totalement seguro de este punto, mientras que para el
Machine Learning esto no representa un problema real puesto que una maquina no necesita
conocer ni asumir la distribucion de los datos que se le ingresar para comenzar su proceso de

aprendizaje.

De igual manera, la relacion con la Matemética debe ser mencionada, especialmente en
algunas areas importantes como el Algebra Lineal para calculo de vectores, matrices, etc.,
Matematica Analitica para célculo de derivadas y gradientes, Calculo Multivariable, entre otros.
Sin embargo, esta relacidén con la matematica sera explicada mas adelante de acuerdo a los métodos

que seran profundizados.

1.3 Descripcion del proceso general de un proyecto de Machine Learning.

Segun Guo (2017), Aprendizaje de Maquina se plantea como un proceso que consta de

siete etapas las cuales tienen como meta la obtencion de predicciones y ese proceso es el siguiente:

1. Obtencidn de los datos: en este punto es cuando se recaban todo aquello que se considere
importante para futuros pasos. Su importancia radica en que la calidad y cantidad de los datos

determinara directamente en qué tan bueno sera el modelo predictivo elegido.

2. Preparacion de los datos: aqui es donde los datos se almacenan en un lugar adecuado y
se preparan de cualquier manera elegida. Por ejemplo, un punto clave seria juntar datos en un

mismo lugar si éstos se encuentran dispersos en varias bases de datos. También se puede generar
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un orden aleatorio de modo que no afecte a los futuros pasos. En este punto también se suelen
emplear técnicas de visualizacion de datos para encontrar posibles conexiones entre variables
(aquellas que sean bastante obvias de encontrar). También se pueden encontrar errores, normalizar
los datos o eliminar duplicados. Finalmente, la actividad con la que se cierra esta etapa es con la
division de los datos en un grupo que sirva para entrenar el modelo y otro para evaluar el mismo.
Esta division se suele realizar de modo que el grupo de entrenamiento represente a la mayoria de

los datos.

3. Eleccidn del modelo: se escoge un modelo de entre los muchos disponibles que han sido
desarrollados con el paso del tiempo. En el presente estudio, ademas, se plantea la utilizacién de
tres distintos modelos con el objetivo de encontrar diferencias en los resultados arrojados.

4. Entrenamiento: en este punto es cuando se busca que la maquina mejore en su habilidad
de prediccion que, se recuerda, es el objetivo principal establecido. Este es un subproceso ciclico
en el que se busca que, con cada iteracion, las predicciones arrojadas sean mejores que la vez
anterior. Para esto se usa el primer grupo de datos, aquel que representaba a la mayoria de los datos

recopilados.

5. Evaluacién: una vez que se haya establecido que el entrenamiento fue completado, se
debe evaluar si la maquina realmente aprendid. Para esto se usa el segundo grupo de datos, el mas
pequefio. La idea es simple: ejecutar el modelo escogido y ejecutarlo con un grupo de datos nuevo

que no haya sido usado en la seccion de entrenamiento y, con esto, analizar lo arrojado.

6. Mejora y Ajuste de Parametros: una vez se obtengan los resultados, la persona a cargo
de ejecutar el proceso de aprendizaje puede decidir si el modelo es mejorable. Esto se puede lograr
analizando los pardmetros escogidos en las primeras instancias del proceso en donde algunos
pueden haber sido mas importantes que otros y que luego de la evaluacion se concluye necesitan
mas relevancia en el proceso. No existe una formula que asegure que un modelo mejorara de
acuerdo con la inclusién o exclusion de ciertos parametros debido a que cada grupo de datos

representa un proceso diferente, por lo que la experimentacion juega un papel importante aqui.

7. Predicciones: es donde se pueden generar las conclusiones y responder varias de las

preguntas iniciales.



1.4 Clustering
1.4.1 Definicion

Segun Jain et al. (1999) Clustering es el proceso de identificar grupos o cllsteres naturales
dentro de datos multidimensionales que contengan alguna similitud entre si. Dentro de las
multiples utilizaciones que se les han dado a los algoritmos de Clastering se encuentran la
segmentacion de imagenes, cuantificacion de imagenes vectoriales, mineria de datos y Machine
Learning. Un cldster, que significa grupo o conjunto, se identifica usualmente por un ndcleo o
centro denominado “centroide”. Clustering es un ejemplo de reconocimiento de patrones no
supervisado, es decir, pertenece a la clasificacion de Unsupervised Learning dentro de Machine

Learning

Jain et al. (1999) plantean una definicion de Clustering en donde dado un conjunto de datos

Z ={z4,2,, ...,zp,ZNp} donde z, es un patron en el espacio de caracteristicas N; dimensional y

N, es el niumero de patrones en Z, entonces un clUster de Z es la particion de Z en K clUsteres con

la forma {C;, C,, ..., Cx} cumpliendo con las siguientes condiciones:

e Cada patron debe estar asignado a un cluster.
e Cada cluster debe tener asignado al menos un patrén.
e Cada patron debe ser asignado a un y solo un cluster. Esto es aplicable Gnicamente

en el caso de Hard Clustering.

Frigui & Krishnapuram (1999) sostiene que la mayoria de los algoritmos que realizan
Clustering estan basados en dos populares técnicas conocidas como Clustering Jerarquico y

Clustering Particional.

1.4.2 Técnicas de Clustering Jerarquico.

Segun Hamerly (2003), los algoritmos en esta categoria generan un arbol cluster, mejor
conocido como dendograma mediante el uso de técnicas heuristicas de division o fusion. Un arbol
claster es definido como un arbol que muestra una secuencia de clusteres, con cada clister siendo
una particion del conjunto de datos. Los algoritmos que realizan una division para generar el arbol
clister son denominados “divisivos” mientras que aquellos que realizan una fusién o unién para

generar dicho arbol son denominados “aglomerativos”.



Hamerly (2003) también afirma que los algoritmos divisivos empiezan asignando todos los
patrones a un solo claster. Luego, el proceso de division es aplicado al cluster, partiendo los datos
hasta que cada grupo generado tenga un solo patron. Por el contrario, los algoritmos aglomerativos
empiezan con cada patron asignado a un grupo para luego fusionar los dos cllsteres mas similares
y esto se repite hasta que todos los patrones se asignen a un solo cluster. La diferencia entre las
variantes de los algoritmos aglomerativos es la forma en que se calcula cuéles son los dos clusteres
mas similares para poder fusionarlos. Dentro de todas estas variantes, la mas comunes son las
denominadas: “single link” y “complete link”” 0 también llamados enlace Unico y enlace completo
por sus traducciones. Los algoritmos de enlace Unico fusionan los clusteres cuya distancia entre
sus patrones mas cercanos es la mas pequefia mientras que los algoritmos de enlace completo
fusionan los grupos cuya distancia entre sus patrones mas distantes es la mas pequefia. Esta
diferencia hace que los algoritmos de enlace Unico generen clusteres compactos y los algoritmos

de enlace completo generen clUsteres alargados.

Turi (2001) propone algunas de las ventajas y desventajas de Clustering Jerarquico,
teniendo como dos grandes ventajas que a priori, el nimero de algoritmos no necesita ser
especificado y que los clusteres no estan sujetos a posibles condiciones iniciales. Sin embargo, las
desventajas que presentan son su costo computacional es alto, por lo tanto, no son aplicables a
grupos con grandes volimenes de datos, los patrones asignados a un clister no pueden ser
transferidos a otro cluster. es posible que no puedan separar los clisteres superpuestos debido a

falta de informacidn sobre la forma o el tamafio global de los clUsteres.

1.4.3 Técnicas de Clustering Particional

Hamerly (2003) también sefiala que los algoritmos en esta categoria dividen el conjunto de
datos en un nimero especifico de clusteres. Estos algoritmos tratan de minimizar ciertos criterios
y por ello pueden ser tratados como algoritmos para optimizacién de problemas. Las ventajas de
los algoritmos de Clustering Jerarquico son las desventajas de Clustering Particional y viceversa.
Por lo tanto, citadas las ventajas y desventajas de Clustering Jerarquico se entiende mejor el motivo
de la popularidad de Clustering Particional al momento de reconocer patrones. Algoritmos como
el K-medias, el C-medias difuso, entre otros, son solo algunos ejemplos de las formas de aplicar
Clustering Particional, cada uno con su particular aplicacion de manera iterativa para lograr el

objetivo antes planteado.



En el momento de la aplicacion de Clustering para el presente estudio, se detallara el

algoritmo como tal presentando los pasos y etapas de su ejecucion.

1.5 Definicion y caracteristicas de Reglas de Asociacidn

1.5.1 Introduccién al problema

Se plantea de parte de Moreno, Segrera y Lépez (2005) que el analisis de Asociacion ha
sido usado en muchos campos, uno de los cuales es el ambito de los negocios donde el
descubrimiento de patrones de compra o0 asociacion entre productos es muy util para la toma de
decisiones y efectivo para el mercadeo. En los ultimos afios, se ha incrementado considerablemente
su uso en distintas aplicaciones como pueden ser el descubrimiento de patrones en bases de datos
bioldgicas, extraccion de conocimiento de métricas de Ingenieria de Software u obtencion de
perfiles de usuario para personalizacion de sitios web. La Asociacién es también catalogada como
un ejemplo de Aprendizaje No Supervisado, es decir, que los datos que se tienen no estan
etiquetados para un entrenamiento y solamente se conocen los datos de entrada sin tener un

conjunto de datos de salida.

Por lo tanto, el objetivo de este analisis es el de encontrar relaciones interesantes que estan
ocultas a simple vista dentro de un gran grupo de datos. Estas relaciones que son descubiertas
pueden ser representadas en forma de reglas de asociacién (de ahi su nombre). A continuacién, se
presenta una imagen con un listado de distintos elementos que representan una canasta de compras

al ir a un supermercado basados en un ejemplo propuesto por Robertazzi (2020):

TID | Items

1 {Bread, Milk}
{Bread, Diapers, Beer, Eggs}
{Milk, Diapers, Beer, Cola}
{Bread, Milk, Diapers, Beer}
{Bread, Milk, Diapers, Cola}

= Lo o

[\ ]

Figura 1. Canasta de compras en un supermercado. Fuente: Robertazzi, Thomas en “Networking ad Computation”
(2020)

En base a esa canasta con distintos elementos, se puede generar una regla que sea de la

siguiente forma: {Diapers} — {Beer}.

Esta regla bien puede representar que existe una relacion estrecha entre la compra de

diapers (pafales) y beer (cerveza) porque muchos de los clientes de ese supermercado que
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compraron pafiales también compraron cerveza. Un negocio podria llevar a cabo este tipo de

analisis para incrementar sus ventas.

1.5.2 Definicion del Problema

Lo que realiza Robertazzi (2020) es una representacion binaria con el objetivo de
simplificar el problema de Reglas de Asociacion. Los datos que se mostraron en la seccion anterior
que contenian elementos de una canasta de compras de un supermercado pueden también ser
representados de manera binaria de modo que cada item tenga un valor binario: siendo 1 si el item
se encuentra en la transaccion de compra o en caso contrario, 0. Debido a que la presencia de un
item en una transaccion es usualmente considerada méas importante que su ausencia, el item se
convierte en una variable binaria asimétrica. Esta simplificacion puede traer complicaciones en la
vida real debido a que se quedan fuera algunos elementos importantes como la cantidad de items
vendidos o el precio pagado por dichos elementos, sin embargo, esto no supone un problema para
la presente explicacion. Se establece que I = {iy, i, ..., iz} €S el conjunto de todos los items en una
canasta de compras y que T = {ty,t,...,ty} €S el conjunto de todas las transacciones. Cada
transaccion t; contiene un subgrupo de items elegidos de I. En el Andlisis de Asociacion, una
coleccion de cero o mas items se denomina “conjunto de elementos” o “itemset” en inglés. Si un
itemset contiene k items, es denominado k-itemset. Por ejemplo, el conjunto
{Cerveza, Paiales, Leche} es un ejemplo de un 3-itemset. La anchura de una transaccion se

define como el nimero de items presentes en una transaccion. Una transaccion t; se dice que
contiene un itemset X si X es un subgrupo de ¢;. Por ejemplo, la transaccion
{Pan, Paiiales, Cerveza, Huevos} contiene el itemset {Cerveza, Pafiales} pero no el itemset
{Pan, Leche}.

Por lo tanto, basados en lo que plantea Robertazzi (2020), una regla de asociacion es una
expresion de implicacion de laforma X — Y, donde X y Y son dos itemsets disjuntos, es decir que,
si se realiza una interseccion entre los dos itemsets, se obtiene como resultado vacio. (X NY =
®). La fortaleza de una regla de asociacion puede ser medida en términos de soporte y confianza.
Soporte establece qué tan seguido una regla es aplicable a un determinado grupo de datos, mientras
que confianza establece qué tan frecuente los items en Y aparecen en las transacciones que contiene
X.



1.6 Definicion y caracteristicas de Redes Neuronales

Gracias a Russell y Norvig (2010), se entiende que para poder hablar sobre el concepto
como tal de Redes Neuronales es necesario comprender ciertos puntos basicos de los cuales se
parte. En primer lugar, se debe mencionar que la actividad mental consiste fundamentalmente en
la actividad electroquimica en redes de células cerebrales llamadas neuronas. Aunque esto se
mantiene como una hipotesis que no termina de ser refutada o comprobada debido a la complejidad
del cerebro humano, su base ha tratado de ser replicada en términos computacionales, mediante la
creacion de redes neuronales artificiales. Sin embargo, esta concepcion se completa con un modelo
matematico que fue planteado por McCulloch y Pitts en el libro “A logical calculus of the ideas
immanent in nervous Activity” que fue publicado en el afio 1943 y a partir del cual se desarrollaron
varios modelos con més detalle y mas realismo, tanto para las neuronas como para los sistemas
dentro del cerebro que llevaron posteriormente a la creacion de la Neurociencia Computacional.
Por otro lado, investigadores de 1A y de Estadistica se empezaron a interesar por las propiedades
maés abstractas de las redes neuronales como su habilidad para realizar computacion distribuida,

su tolerancia a inputs con ruido y su habilidad para aprender.

Una red neuronal no es mas que un conjunto de unidades que estan conectadas entre si,
segun el mismo planteamiento de Russell y Norvig (2010). Las propiedades de una red estan
determinadas por su topologia y por las propiedades de sus neuronas. Como se dijo, las redes
neuronales se componen de nodos o unidades que estan conectadas directamente mediante links o
enlaces. Un enlace desde i hasta j sirve para propagar la activacion a; desde i hasta j. Cada enlace
tiene también un valor numérico llamado peso w; ; asociado con €l y que determina la fuerza y la

sefal de dicha conexion.

De la misma manera que ocurre con los modelos de Regresion Lineal, Russell y Norvig
(2010) indican que cada unidad tiene una entrada ficticia a, = 1 con un peso asociado w ;. Cada
unidad j primero calcula una suma ponderada de sus entradas: in; = }iL,w; ;a; y posteriormente,
se establece necesaria la aplicacion de una funcién de activacion g a esta suma para derivar la
salida: a; = g(in;) = g(Titowi a;). Una vez establecido el modelo matematico para neuronas

individuales, es momento de determinar una manera de conectarlas mediante una red. Esto se
puede realizar de dos maneras: mediante una Red Prealimentada y mediante una Red Recurrente.

Una Red Prealimentada tiene conexiones Unicamente en una direccion, es decir, con la forma de

9



un Grafo Aciclico Dirigido (DAG por sus siglas en inglés), no se forman ciclos de ninguna manera
y la informacion se mueve solamente hacia adelante. Este tipo de red representa una funcién de su
actual entrada y no tiene ningln otro estado mas que sus mismos pesos asociados. Por otro lado,
una Red Recurrente tiene como caracteristica que alimenta sus entradas con sus propias salidas, lo
que significa que los niveles de aceptacion de la red forman un sistema dindmico que puede
alcanzar una estabilidad, exhibir oscilaciones o inclusive mostrar un comportamiento cadtico.
Ademas, la respuesta de la red a una entrada dad depende de su estado inicial, que puede depender
de inputs anteriores. Por lo tanto, las Redes Recurrentes pueden soportar memoria a corto plazo.
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Capitulo 2: Obtencion y Formalizacion de
Datos

2.1 Origen de los datos

La recoleccion de datos agrupa todo el funcionamiento de distintos componentes de un
servidor, de modo que mediante los mismos y aplicando Machine Learning se obtengan
predicciones para mantener un modo de trabajo proactivo y procurar la anticipacion de eventos

desfavorables como el malfuncionamiento de algun equipo.

La herramienta para la recoleccion de datos se conoce como Performance Monitor. Lo
primero que se debe realizar es una conexion remota utilizando la aplicacion “Remote Desktop

Connection” utilizando un usuario y contrasefias predefinidas en el servidor al que se esta

ingresando.
o]
| Escritorio remoto
¢ Conexion
Equpo:  |192.168.50.110 v

Usuario: PRONACA\glicview

Se solicitaran credenciales al conectarse.

> | Mostrar oppciones Conectar Ayuda

Figura 2. Conexidn a un servidor mediante la Remote Desktop Connection de Windows. Fuente: Elaboracién Propia

Luego de establecer la conexion al servidor, se debe buscar la mencionada aplicacion
“Performance Monitor” y ejecutarla como administrador para evitar problemas con alguna
configuracidn posterior. La aplicacidn ejecutandose puede verse en la Figura 4. Lo que se debe
buscar en este punto es el apartado de Data Collector Sets en el menu izquierdo. Aqui se puede
apreciar como el sistema por defecto tiene asignados algunos Data Collector Sets que no son méas
que colecciones de datos de rendimiento del sistema, informacidn extra del sistema o seguimiento
de eventos. Aqui el usuario puede seleccionar la opcion “User Defined” para crear un nuevo y

personalizado Data Collector Set.
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(%) Performance Monitor

&= | Hm

% 192.162.50.110 - Conexién a Escritorio remoto

(%3 File Action View Window Help

() Performance
= Monitoring Tools
~ [ Data Collector Sets
&, User Defined
L System
) Event Trace Sessions
) Startup Event Trace Ses
1 Reports

[Overview of Performance Manitar

® Vou can use Performance Meonitor to view performance data sither in real time or from a log file. Create Data Collector Sets to configure and schedule performance counter, event trace, and

configuration data callection so that you can analyze the results and view reports.
To begin, expand Monitering Tools and click Performance Monitor, or expand Data Callector Sets or Reports.

The new Resource Monitor lets you view detailed real-time information about hardware resources (CPU, disk, network, and memory) and system resources (including handles and modules) in use by the

operating system, services, and running applications. In addition, you can use Resource Monitor to stop processes, start and stop services, analyze process deadlocks, view thread wait chains, and identify
processes locking files.

Open Resource Monitor

System Summary
\\SRVQLIKVIEW2

Memory
% Committed Bytes In Use 3.080
Available MBytes 86,050,000
Cache Faults/sec 3.000

Network Interface isatap. (4356B14A-AF24-450F-A49D-9154D65FS0CA]  vmaxnet3 Ethernet Adapter
Bytes Total/sec 2,592.061

PhysicalDisk _Total oC 1D: 2p:
% Idle Time 99.998 99.998 99358 99.598
Avg. Disk Queue Length 0.000 0.000 0.000 0.000

Processor Information _Total 0,_Total 0,0 01 0.2 03
% Interrupt Time 0,000 0.000 0.000 0.000 0.000 0.000
% Processor Time 0.391 0.391 1.563 0.000 1.563 0.000
Parking Status 0.000 0.000 0.000 0.000 0.000 0.000

>

Figura 3. Performance Monitor en ejecucion. Fuente: Elaboracién Propia

El siguiente paso es dar clic derecho sobre la carpeta User Defined y escoger la opcion

New y posteriormente Data Collector Set para empezar con el proceso de crear uno nuevo.
Inmediatamente la aplicacion abre una nueva ventana donde se solicita un nombre para el nuevo
Data Collector Set, asi como si se desea generar la coleccién sobre un modelo preestablecido o

crearlo manualmente. En este caso se elegira crear uno manualmente.

"S" Create new Data Collector 5et.

How would you like to create this new data collector set?

MName:

| Reporte_Recursos_Servidor ‘

O Create from a template (Recommended)

@ Create manually (Advanced)

Finish Cancel

Figura 4. Creacion del Data Collector Set. Fuente: Elaboracién Propia
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El nombre elegido puede ser uno cualquiera. Luego de dar al botén para continuar, la
aplicacion pregunta por el tipo de datos que se quiere recopilar. Como se mencion0 previamente,

un Data Collector Set puede guardar datos de rendimiento del sistema y en este caso, es la opcién

que se elige: “Create Data Logs” y habilitar unicamente la casilla “Performance counter”, como

X
®

se muestra en la Figura 5.

What type of data do you want to include?

@ Create data logs
Performance counter
D Event trace data

D System configuration information

O Performance Counter Alert

Mext Finish Cancel

Figura 5. Seleccion del tipo de datos que se incluirén en el Data Collector Set. Fuente: Elaboracion Propia.
A continuacion, la aplicacion solicita afiadir los denominados “performance counters” que
se encargan de medir el comportamiento de algun servicio, proceso o0 seccion de hardware

especifica dentro del sistema. Los elegidos para este trabajo se presentan en la Figura 6.

Available counters Added counters

Select counters from computer:
Counter Parent Inst.. Computer

<Local computer > ~| | Browse.

Memory -
1P6 v - = - -
Job Object v Processor K
Job Object Details v — ot
KPSSVC v Storage Spaces Virtual Disk -
LogicalDisk v = - -
Memory v Storage Spaces Write Cache -
Microsoft Winsock BSP v = - -
MSDTC Bridge 3.0.00 v v M Memory A
e - -
WM P N
- Total

Search

[]Show description

oK Cancel

Figura 6. Seleccionando los Performance Counters. Fuente: Elaboracion Propia.
Los elementos elegidos como Memoria, Procesador y el resto, seran explicados

posteriormente. Una vez elegidos los elementos, se escoge un intervalo de tiempo en el que el

13



sistema recopilara los datos. Finalmente se escoge en qué directorio se desea guardar el archivo
generado. El proceso de creacion del Data Collector Set estd completo y se lo encuentra junto al
resto ya creados, tal y como se muestra en la figura 7. Sin embargo, ain se debe especificar el
periodo de tiempo en el que el sistema estara recolectando los datos. Para esto se debe dar click
derecho sobre el Data Collector Set y seleccionar Propiedades y posteriormente Schedule, aqui se

escogera un tiempo de inicio y finalizaciébn como se muestra en la figura 8.

B 192.168.50.110 - Conexién a Escritorio remoto

?31' Performance Monitor

t’gil File Action View Window Help

e nEXECR Hm PEHE

'@3 Performance Mame Status

m Monitoring Tools

v *_'_-‘ Data Collector Sets
_{, User Defined
n System
1) Event Trace Sessions
.ﬁ. Startup Event Trace Ses

porte_Recursos_Servidor Stopped

) Repositorio_Rendimiento Running
¥ Server Manager Performance M... Stopped

|j Reports

Figura 7. Data Collector Set Creado mediante el proceso detallado en este trabajo. Fuente: Elaboracién Propia.

Reporte_Recursos_Servidor Properties X

General Directory Securty Schedule  Stop Condition  Task

Schedules:

Start Days Beginning Expires
8:45PM  Everyday 5/6/2020 —

Edit... Remove

All schedules enabled

OK Cancel Apphy

Figura 8. Seleccion de un horario para el Data Collector Set creado previamente. Fuente: Elaboracion Propia.

Se afiade el horario y se pulsa sobre el boton Apply. El Data Collector Set esta listo para
empezar a guardar datos del equipo. Sin embargo, aun se debe poner en marcha a este objeto para
que el sistema empiece la recopilacién. Para esto se da click derecho sobre el Data Collector Set

creado y se selecciona la opcidn Start. Ahora el sistema ya se encuentra guardando los datos. Lo
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unico que queda por realizar es la conversion del archivo generado a un archivo mucho mas
amigable para poder trabajar posteriormente. Por esto, se decide que el archivo final tenga formato
CSV. Mediante la consola de comandos de Windows se posiciona sobre el directorio elegido
previamente para guardar el Data Collector Set y se ejecuta este comando: relog
datacollector01.blg -f CSV -0 logCPURAM.csv, el cual genera un archivo CSV a partir de los

datos recopilados en la coleccion.

EX Administrator: Command Prompt — [m] x

C5V -0 LogRendimiento

dimiento_

Figura 9. Comando para exportar los datos recopilados en un archivo CSV. Fuente: Elaboracion Propia

2.2 Depuracion y Estructura de los Datos

2.2.1 Depuracion de los datos
Una vez que los datos han sido exportados, se tiene un archivo como el que se muestra en

la Figura 10:

il (PDH-CSV 4.0) (SA Pacific Standard Time \\SRVQLIKVIEW2\System\Processor Qu \\SRVQLIKVIEW2\Processor(7)\% User T\\SRVOLIKVIEW2\Processor(6)\% User T\\SRVQLIKVIEW2\Processor(5)\% User T\\SRvQLIl

2 42:54.0 o
3 43:09.0! 0 0.626302751 0.104383732 1.774524463
4 43:24.0 0 0.336561422 0 0.20812476
E 43:39.0 ] 0.62503659 0 0
6 43:54.0 0 0.938485854 0.104276206 0.312828618
7 44:09.0 0 0.416338711 0.208169356 0.208169356
8 44:24.0 0 0.416911263 0 0.104227816
9 44:39.0 0 0.728562887 0 0.104080412
] 44:54.0 0 0.625471768 0.312735884 0.208490589
1 45:09.0 0 0.417082014 0 0
2 45:24.0 0 0.728465519 0.520332513 0.416266011
e 45:39.0 o 0.83384606 0.208461515 o
4 45:54.0 0 0.833085324 0.104135665 0.208271331
5 46:09.0 0 0.62436686 0 0
6 46:24.0 ] 0.416232985 0.312174733 0.312174739
46:39.0 0 0.521108176 0 0
8 46:54.0 0 0.625422373 0.208474124 0.104237062
g 47:09.0 0 0.520352351 0.10407047 0.20814034

Figura 10. Datos exportados como CSV. Fuente: Elaboracion Propia
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Gracias a software como Excel podemos apreciar el archivo ordenado por filasy columnas,
siendo las columnas todos los performances counters que fueron elegidos previamente. Se sefiala
que cada archivo cuenta con 17280 registros o filas, debido a que se configurd el Performance
Monitor para que se recabaran datos cada 15 segundos, por lo que el total de veces que el servidor
recopil6 datos fue de 5760 al dia, cuyo valor se multiplica por el nimero de dias que estuvo activa

la aplicacion, es decir en este caso tres. Este proceso fue aplicado en tres distintos servidores.

A partir de este punto se procede a realizar una depuracion de los datos. Lo que se realizara
es eliminar todos los valores individuales de los procesadores, es decir, los cores que tienen puesto
que los valores del performance counters elegidos se despliegan por core. Esto se realiza por la
diferencia de cores que tienen las CPUs de cada servidor. Ademas, la primera fila con los nombres
de las columnas se editara para mostrar la referencia abreviada. También se procede a buscar

valores que puedan estar vacios. En la figura 11 se puede apreciar el archivo depurado

correspondiente al servidor 1:

G
Tiempo Processor Queue Length User Time (%) Privileged Time (%) Working Set Disk Read Bytes/sec Avg. Disk sec/Read Current Disk Queue Length

43:09.0 0 0.495822678 0.52191896 67413975040 0 0 0
43:24.0 0 0.312187141 0.260155951 67412152320 0 0 0
43:39.0 0 0.221366953 0.234389054 67412180992 0 0 0
43:54.0 0 0.417104824 0.456208568 67412189184 0 0 0
44:09.0 0 0.208169356 0.234150192 67412004364 0 0 0
44:24.0 0 0.182399011 0.234512919 67412107264 0 0 )
44:39.0 0 0.247191146 0.22117071 67411279872 0 0 0
44:54.0 0 0.377889027 0.612441273 67411402752 0 0 )
45:09.0 0 0.182473047 0.208541007 67411222528 0 0 0
45:24.0 0 0.442282963 0.364232759 67412795392 0 0 )
45:39.0 0 0.312692272 0.364807651 67411566592 273.2341156 0.011126811 0
45:54.0 0 0.33844058 0507660863 67411468288 0 0 0
46:09.0 0 0.234362906 0.22134293 67411369984 0 0 0
46:24.0 0 0.247138501 0.247137835 67411439616 0 0 0
46:39.0 0 0.195415066 0.338720648 67410132992 0 0 0
46:54.0 0 0.330889317 0.534214777 67411841024 0 0 0
47:09.0 0 0.234158225 0.20814094 67411476480 0 0 )
47:24.0 0 0.664750684 0.299789616 67411136512 0 0 0
47:39.0 0 0.221259341 0.273320401 67410634144 0 0 )
47:54.0 0 0.338229388 0.585396275 67410710528 0 0 0
48:09.0 0 0.169332354 0.182358433 67410460672 0 0 )
48:24.0 0 0.23453117 0.234530503 67409285120 0 0 0
48:39.0 0 0.299218309 0.260190268 67409305600 0 0 1
48:54.0 0 0.338828433 0.508242325 67415031808 0 0 0
49:09.0 0 0.195249438 0.234299513 67413734816 0 0 0
49:24.0 0 0.273620424 0.293679194 67413954560 0 0 0

Figura 11. Archivo CSV depurado. Fuente: Elaboracion Propia.

2.2.2 Estructura de los Datos

Los performances counters elegidos son ciertas propiedades de los componentes mas
importantes de una computadora: la CPU, la memoria (RAM) y el disco. Establecer el significado
de estos apartados es importante para entender cada variable en la posterior aplicacion de

algoritmos de Machine Learning.
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La informacion que se muestra a continuacion se basa en las publicaciones realizadas por
AppAdminTools (2016), asi como de las guias oficiales de Microsoft. Se debe tener en cuenta,

ademas, que todos estos datos son orientados a sistemas Windows.
Memoria (RAM) y Cache:

e Available MB: el Contador de MB disponibles es el tamafio del pool de paginas
disponibles en la RAM que el sistema usa para satisfacer requerimientos de nuevas
paginas. Hay que recordar que una pégina es un bloque de memoria que posee una
longitud fija y que corresponde a una unica entrada en una tabla de paginacion.
Usualmente este valor se debe encontrar por encima del 10% de la memoria total,
sin embargo, si se encuentra en valores inferiores a ese porcentaje no se puede
determinar inmediatamente si la memoria del sistema es insuficiente, sino que se
deben emplear otros counters como las Pages/sec para determinar esto.

e Pool Nonpaged Bytes: las paginas de memoria que el sistema usa se cuentan
usando dos distintos counters: el Pool Nonpaged Bytes y el Cache Bytes. Este
contador muestra loa cantidad de paginas residentes que no se pueden paginar en
la RAM que el kernel usa.

e Cache Bytes: este contador muestra la cantidad de paginas residentes asignadas en
la RAM que los hilos del kernel pueden abordar sin causar un Page Fault.

e Pages/sec: este contador tiene como proposito principal determinar si la memoria
del sistema representa un cuello de botella. Cuando se observa un valor constante
mayor a 20, es necesario monitorear de cerca el sistema y si muestra un valor
superior a 50 es muy posible que el sistema se encuentre falto de memoria.

e Page Reads/sec: este contador también sirve para observar posibles problemas de
memoria. La descripcion oficial de Microsoft menciona que este contador es el ratio
con el que el disco fue leido para resolver problemas errores de pagina graves y
muestra el nimero de operaciones de lectura sin contar el nimero de paginas
recuperadas en cada operacion.

e Page Writes/sec: este contador hace referencia al ratio con el que se escribieron

paginas al disco con el fin de liberar espacio en la memoria.
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Procesos:

Working Set: este contador hace referencia al numero total de péginas residentes
asignadas en la RAM que todos los procesos que se estan ejecutando en el sistema
pueden abordar sin causar un Page Fault (un error de pagina).

Paging File:

CPU:

% Usage: muestra el porcentaje de uso del archivo de pagina actual. Aunque no
esta relacionado totalmente con el performance de la maquina, es conveniente
revisar que este valor no llegue nunca al 100% pues podria desembocar en errores

del sistema graves.

% Privileged Time: es el porcentaje de tiempo transcurrido en el que todos los
procesos han estado ejecutando codigo en modo privilegiado. Por ejemplo, cuando
se llame a un sistema de Windows, éste usualmente se ejecutard en modo
privilegiado para tener acceso a los datos privados del sistema. Aunque se puede
configurar la ejecucion de una aplicacion en este modo, la mayor parte del
porcentaje se debera a los procesos propios del sistema operativo.

% User Time: es el porcentaje de tiempo transcurrido en el que todos los procesos
han estado ejecutando cddigo en modo usuario. Este modo esta designado para

aplicacion y varias clases de subsistemas.

Sistema:

Processor Queue Length: este contador hace referencia al nimero de hilos en la
cola del procesador. En maquinas de un solo core, un valor constante entre 5y 10
indica que la carga de trabajo es mayor que la que el procesador puede soportar. En
sistemas multinucleo, como los tres servidores elegidos para el presente estudio,
una buena regla general es dividir la longitud de la cola para el nimero de ndcleos
del sistema y usar la misma indicacién anterior para comprobar qué tanta carga

tiene el procesador.
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Disco:

e Disk Read Bytes/sec: es el ratio al que los bytes son transferidos desde el disco en
las operaciones de lectura.

e Disk Write Bytes/sec: es el ratio al que los bytes son transferidos desde el disco en
las operaciones de escritura.

e Avg. Disk Queue Length: es el promedio de solicitudes de tanto lectura como
escritura que se pusieron en cola para un disco seleccionado durante el intervalo de
muestra.

e Current Disk Queue Length: es el namero de solicitudes pendientes en el disco
en el momento en que se recopilan los datos de rendimiento. Si se tienen valores
constantes por encima de 5 por disco, esto puede indicar un cuello de botella en el
subsistema del disco.

e Avg. Disk sec/Read: tiempo promedio en segundos en el que se leen datos del
disco.

e Auvg. Disk sec/Write: tiempo promedio en segundos en el que se escriben datos al
disco.

e Split 10/sec: es la velocidad a la que las operaciones de 1/O se dividieron en varias
suboperaciones de 1/0. Una I/O divida puede ser resultado de un tamafio demasiado
grande para caber en una sola operacién de 1/0 o que el disco sobre el que se esta

trabajando esta fragmentado.

Una vez que se han comprendido los datos de cada columnay los datos han sido depurados,
se puede empezar con el proceso de Machine Learning que se cubrird en el siguiente capitulo.
Cabe recalcar que los performance counters elegidos son significativos, pero se podrian elegir

otros para determinar el rendimiento especifico de alguna otra seccién del sistema.
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Capitulo 3: Implementacion Modelos y
Librerias — Machine Learning

3.1Introduccion

Machine Learning corresponde a una disciplina dentro del &rea de Inteligencia Artificial
que parte de la creacion de sistemas con aprendizaje automatico, con el objetivo de descubrir
complejos patrones gracias al uso de varios algoritmos que trabajan con conjuntos de datos para
poder entrenarse y predecir futuros comportamientos de manera automatica, por lo tanto se puede
resumir que se tratan de sistemas de mejora constante y autbnoma con aprendizaje no supervisado
para la prediccion de comportamientos futuros. En la actualidad existen diversos datos generados
en empresas, incrementando exponencialmente la oportunidad de extraer informacion relevante
para predecir comportamientos en varios ambitos, incrementando su ventaja competitiva con el
uso de algoritmos definidos y desarrollados. El presente trabajo se utilizard los modelos para la
generacion de patrones con los algoritmos de Clustering, Reglas de Asociacion y Redes
Neuronales para la prediccion de comportamientos futuros con un conjunto de datos tomados de

un servidor de un ambiente de produccion.

3.2 Clustering:

Clustering trata de la particion o segmentacion de un conjunto de datos no etiquetados en
diversos grupos donde se prioriza la busqueda de propiedades similares entre si y que ademas
tengan propiedades diferenciales con respecto a otros elementos para el aprendizaje automatico.
El nivel de complejidad dentro de un proceso de Clustering se basa en los criterios, reglas y normas
para la generacion de la agrupacion, ademas de requerir un nimero de agrupaciones que van de

acuerdo a la definicién y al conjunto de datos de entrada.

3.2.1 Caracteristicas principales

e Aprendizaje automatizado para el entrenamiento y descubrimiento de patrones
entre un conjunto de datos con propiedades similares
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Generacion de habilidades y capacidades para el analisis de grandes conjuntos de
datos con un margen de error pequefio

Agrupamiento y creacion de subconjuntos de datos por medio de grafos con
elementos diferenciadores con respecto a otros grupos

Método con métricas de error con niveles aceptables durante el entrenamiento del
algoritmo

Proceso iterativo que permite interpretar los posibles errores dentro de los
conjuntos de datos generados

3.2.2 Ventajas

Depuracion y seleccion efectiva de datos con el método de aprendizaje no
supervisado

Método efectivo para el uso de datos de gran escala

Facil implementacion comparado con modelos de agrupamiento similares
Adaptacion al tipo de dato por medio de multiclases externas dentro del
entrenamiento del modelo

3.2.3 Desventajas

Es necesario de un algoritmo adicional para determinar cuantos clusters o
agrupaciones seran las 6ptimas para la segmentacion de informacion

Requiere de un tiempo mayor comparado con otros algoritmos para determinar las
caracteristicas similares entre el conjunto de datos

La agrupacion del cluster depende directamente de la definicién de las reglas y
repercute en el resultado

3.3 Reglas de Asociacion:

Reglas de asociacion permite la busqueda de comportamientos y patrones mediante el uso

de reglas de asociacion en base a un conjunto de datos, una regla de asociacion se compone de un

antecedente de un suceso y una consecuencia, por lo que un antecedente se encuentra en el

conjunto de datos, mientras un consecuente nace por la combinacion de un antecedente. El objetivo

de las reglas de asociacion es el buscar entre el conjunto de datos, comportamientos o patrones de

uso recurrente con ayuda de criterios de confianza para determinar la regla con el menor margen

de error, el nivel de confianza es la medida que representa el niUmero de ocurrencias de tipo

verdaderas, ademas, este algoritmo tiene la posibilidad de poder ajustar los modelos para obtener
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un nivel de confianza mayor con el fin de determinar reglas de asociacion con mayor precision y

de mayor aporte para concluir con una regla generada.

3.3.1 Caracteristicas principales

Generacion de probabilidades resultantes de un conjunto de datos de alta cantidad
de registros

Busqueda de relaciones entre datos por cada iteracion definida para el algoritmo
Vinculacion de transiciones que contengan similitudes entre el conjunto de datos
Descubrimiento de correlaciones por medio de reglas de asociacion con un nivel
de confianza de ocurrencia

Identificacidn de asociaciones ocurrentes para concluir con reglas de asociacion
sobre un conjunto de datos

3.3.2 Ventajas

Algoritmo de complejidad baja para la implementacion y de facil comprension
Método ideal para el uso de datos de gran escala

Generacion de reglas de asociacion entre varios elementos del conjunto de datos
Ordenamiento de reglas de asociacion en base a su nivel de confianza y soporte

3.3.3 Desventajas

Requiere de un tiempo considerable para determinar el valor para soporte debido
a que usa conjunto de datos de gran escala

Alta demanda de recursos de hardware para encontrar el nimero de posibles
reglas por parte del algoritmo

El modelo requiere de varias ejecuciones hasta poder ajustarse y tener un nivel de
confianza y soporte aceptables
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3.4 Redes Neuronales:

Redes neuronales son modelos que permiten generar aprendizaje por medio de la alteracion
o modificacion de su estructura con la finalidad de poder resolver actividades con un nivel de
complejidad alto para automatizar acciones que solo podian ser ejecutadas por personas. Una red
neuronal es una mezcla de una serie de valores de entrada, mismas que luego se desplazan un nodo
conocido como neurona, al mismo tiempo cada neurona contiene un dato numérico que representa
su peso, al ejecutarse se realiza una modificacion con el dato de entrada, los valores resultados
contindan con el proceso por medio de sus capas ocultas definidas hasta llegar a un nodo salida
gue contiene la respuesta. Este valor final es la prediccion realizada en la ejecucion de la neurona
artificial, una red neuronal aumenta su complejidad en funcion del nimero de capas que se definan

para el modelo

3.4.1 Caracteristicas principales

e Requiere de un entrenamiento previo para que la neurona artificial pueda realizar
predicciones sobre un conjunto de datos

e Cada ejecucion la neurona aprende y predice valores con mayor precisién incluso
si se trata de un conjunto de datos diferentes al original

e Se trabaja con un modelo de capas y neuronas definidas previamente en funcién
al conjunto de datos y a la complejidad

e Aprendizaje automatizado con una parte del conjunto de datos destinados para el
entrenamiento de la red neuronal

e Cada nodo contiene un peso que corresponde a un valor numérico, este valor se
realiza una operacion con el dato de entrada para devolver un dato salida

3.4.2 Ventajas

e Modelo que determina patrones para la prediccion de valores de un conjunto de
datos de entrada

e Investigacion y desarrollo en auge para nuevos modelos de redes neuronales

e Meétodo ideal para el uso de conjunto de datos de gran escala

e Permite descubrir comportamientos que son complejos determinar por
metodologias de programacion clasica
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3.4.3 Desventajas

e Labase de los algoritmos tiene base matemética avanzada que es dificil de
comprender y crear un modelo de red neuronal desde cero

e Esrequerido una escala y normalizacion de datos para poder ejecutar el modelo
de red neuronal correctamente

e El modelo requiere de varias ejecuciones hasta poder ajustarse por lo que
demanda de muchos recursos de hardware en paralelo

3.5 Uso de Librerias:

En el presente trabajo se desarrollara la implementacion de los 3 modelos de Machine
Learning con la herramienta de Python version 3.7.6 debido a que es un lenguaje interpretado, con
semantica dindmica y de alto nivel que tomara el rol de kernel, adicional la herramienta Visual
Code version 1.59.0 como editor de cddigo y finalmente Jupyter Notebook version 6.3.0 para la
ejecucion de cddigo por blogues para los 3 modelos. Las librerias para la implementacion de los

modelos escogidos se describen a continuacion

3.5.1 Tensorflow

Tensorflow se trata de una biblioteca con herramientas de tipo cédigo abierto para el
desarrollo de modelos de aprendizaje automatico basados en calculos numéricos, ademas de contar
con un ambiente colaborativo y flexible. Fue desarrollado por Google con el fin de poder ofrecer
un servicio con redes neuronales en la nube para determinar patrones 0 comportamientos, en el
presente trabajo se utilizara la APl para Python para crear, construir y entrenar a la red neuronal
que pueda determinar y predecir el comportamiento de los recursos de los servidores en base a su
log de recursos. La ventaja de usar Tensorflow es el dinamismo a la hora de crear un modelo de
red neuronal siendo méas dinamico que la propia libreria de Python Numpy, debido a que
Tensorflow hace uso de grafos de calculo de forma sincrona, por el contrario, Numpy solamente
gjecuta las operaciones matematicas el momento de la corrida del grafo. La version que se esta

usando en el proyecto es 2.6.0, que fue lanzada y estabilizada el 15 de enero del 2020
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3.5.2 Keras

Keras es un APl de codigo abierto que permite la ejecucion y aprendizaje de redes
neuronales por medio de librerias de calculos matematicos complejos como Tensorflow o Theano,
su funcion es proporcionar bloques modulares que ejecutan modelos de aprendizaje profundo en
diversas plataformas modelos de prediccion construidos y personalizados en diversos kernel y
finalmente integrandose con servicios en la nube como Azure o Amazon AWS. Dentro del
proyecto sera el runtime como backend para la ejecucion de Tensorflow al momento de iniciar la
red neuronal, la versidn que se esta usando en el proyecto es 2.6.0 que fue lanzada y estabilizada
el 17 de junio del 2020

3.5.3 Scikit-learn

Scikit-learn se trata de una libreria open source de Python, con algoritmos que incluyen
Clustering, regresiones lineales o exponenciales y de clasificacion, la ventaja del uso de esta
libreria es la diversa cantidad de modulos y algoritmos que facilitan la construccién de modelos
de aprendizaje no supervisado y automatico, la mayoria de los algoritmos estan optimizados por
su construccion sobre ndcleos particionados y en paralelo. La version que se esta usando en el

proyecto es 0.24.2 que fue lanzada y estabilizada el 12 de enero del 2021

3.5.4 K-Means

K-Means se trata de una libreria especifica de Sklearn de tipo open source de Python, que
contiene el algoritmo del aprendizaje no supervisado de Clustering, usado principalmente para la
determinacion de nimero de clusters o grupos se desea generar para categorizar el conjunto de
datos de entrada. La libreria ademas permite la iniciacion tomando al azar un namero de clusters
y estos se van alterando hasta encontrar el 6ptimo para el nimero de registros en el conjunto de
datos, luego la asignacion de los datos a los grupos creados y finalmente la actualizacion de los
clusters con respecto a los datos. La version que se esta usando en el proyecto es 0.24.2 que fue
lanzada el 12 de enero del 2021
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3.6 Ejecucidn del proyecto:

Para la ejecucion de los 3 modelos de Machine Learning se utilizard un log de recursos

sacados de un servidor de produccion operativo y es virtualizado en el data center de PRONACA

con su autorizacion en el anexo 1. En este log se ha logrado recuperar 17280 registros donde se

registraron:
Memoria (RAM) y Cache:

e Available MB.

e Pool Nonpaged Bytes.
e Cache Bytes.

e Pages/sec.

e Page Reads/sec.

e Page Writes/sec.
Procesos:

e Working Set.
Paging File:

e 9% Usage.
CPU:

e 9% Privileged Time.

e 9% User Time.

Sistema:

e Processor Queue Length.

Disco:

e Disk Read Bytes/sec.
e Disk Write Bytes/sec.

e Auvg. Disk Queue Length.

e Current Disk Queue Length.
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e Avg. Disk sec/Read.
e Avg. Disk sec/Write.
e Split 10/sec.

Capitulo 4: Conclusiones y Recomendaciones

4.1 Conclusiones de los modelos de Machine Learning

4.1.1 Conclusiones de Clustering

Luego de la implementacion del modelo con las librerias Sklearn y Keras, se logro
completar un script completo y parametrizado para la corrida de la aplicacion que permiten

concluir lo siguiente:

e Incluir librerias Sklearn y K-Means dentro modelo de Clustering facilitd y optimizo la
ejecucion de operaciones matematicas complejas durante la ejecucion del script.

e El modelo de Clustering genera segmentacién de datos en base a propiedades similares para
su agrupacion y distincion con propiedades diferenciales.

e Elmodelo logro analizar y agrupar el conjunto de datos del servidor virtual de PRONACA
con 17280 registros.

e Clustering corresponde a un aprendizaje automatico de tipo no supervisado, lo que hace que
el analisis de los clusters generados sean orientados a ser subjetivos.

e K-Means es un algoritmo ideal para conocer cual es el nUmero de clusters es el 6ptimo para
el modelo cluster dentro de un rango proporcionado.

e Normalizar los datos antes de integrarlos al modelo para su ejecucion es buena préactica
para evitar datos que salgan del rango entre O y 1.

e La limitante de hardware hace que los tiempos de ejecucion del modelo se incremente del
tiempo promedio sugerido por las librerias.
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e EIl manejo de las librerias no requiere de un conocimiento a profundidad de las bases
matematicas del modelo de Clustering, por lo que es suficiente revisar el foro oficial de
Python

4.1.2 Conclusiones de Reglas de Asociacion

Del mismo modo, realizado el script funcional para reglas de asociacion se puede

concluir lo siguiente:

e EIl algoritmo Apriori extrae reglas por medio de la combinacion entre antecedentes y
consecuentes de todo el conjunto de datos de entrada.

e Elmodelo reglas de asociacion encontr6 patrones/ocurrencias dentro del conjunto de datos
del servidor virtual de PRONACA.

e Los antecedentes estan presentes en el conjunto de datos y los consecuentes se forman con
la combinacion de este con el antecedente para generar la regla de asociacion.

e La ejecucion de reglas de asociacion requiere de los componentes: soporte, confianza y
ajuste para la validacion de la certeza de las reglas generadas.

e EIl manejo de probabilidades resultantes de las reglas generadas permite verificar la
confianza de las ocurrencias de las reglas de asociacion.

e Para obtener un resultado de confianza alto es necesario realizar mas de una vez el
algoritmo hasta considerar el mas alto de todas las ejecuciones.

4.1.3 Conclusiones de Redes Neuronales

El modelo de redes neuronales se lo armo con ayuda de las librerias Tensorflow y Keras,

por lo tanto, se concluye lo siguiente:

e Redes neuronales son modelos predictivos que generan aprendizaje en cada una de las
iteraciones donde viajan los datos entre capas y nodos.

e Lacomplejidad de una red neuronal aumenta en funcion del nimero de capas ocultas y del
numero de nodos de entrada
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e Cadanodo tiene un valor numérico de peso mismo que sirve para que la red neuronal pueda
realizar los célculos e indicar la prediccion de resultado.

e Comportamientos que son complejos los puede determinar una red neuronal que a
diferencia una metodologia tradicional de programacién no podria.

e La limitacion para la ejecucion de redes complejas con mas de 3 capas ocultas es el
hardware del equipo.

e Lared neuronal pudo manejar excepciones y datos que no estaban normalizados desde un
principio, a pesar de no ser obligatorio una normalizacion de los datos se pudo procesar.

e Tensorflow es una libreria completa para el uso de céalculos matematicos complejos con
grafos y recorridos que simplifica la construccion de un modelo de red neuronal.

e Keras permite el funcionamiento nativo de Tensorflow en su runtime sin embargo su
propdsito es para redes neuronales mas complejas dedicadas al Deep Learning

4.2 Ejecucion conjunto dato PRONACA

Con la autorizacion de la compafiia se puedo usar los tres algoritmos con datos reales de
un servidor de pruebas, que contiene ya registro de uso de recursos dia a dia, lo que se puede

concluir es lo siguiente:

e Los tres scripts desarrollados en Python funcionaron y lograron sacar el resultado
predictivo acerca de los recursos del servidor, considerando que fue un conjunto de datos
de 17280 registros el algoritmo tardo un mayor tiempo méas que del tiempo promedio
durante el desarrollo de los algoritmos.

e PRONACA cuenta con una infraestructura grande, por lo que hay servidores virtuales
que pueden ser analizados con cualquier algoritmo para tratar de predecir su
comportamiento.

e Laventaja de trabajar con servidores virtuales como es el caso de PRONACA permite
que recursos si se disparan se puede tomar acciones ese momento y realizar un cambio
sin necesidad de apagar el servidor y parar las operaciones.

e El servidor presenta un comportamiento de incremento de memoria en un lapso de dos
horas y es correcto debido a que en ese servidor existe una aplicacién que cada dos horas.
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ejecuta una carga de informacion por ETL, por lo que la prediccién por parte de la red
neuronal de que la memoria se incrementara es correcta.

e Elalcance de la aplicacion es el de predecir el comportamiento de un servidor, sin
embargo, se podria desarrollar una fase 2 donde se pueda considerar servidores UNIX o
Linux para su extraccion de logs de recursos y prediccion de recursos.

e El servicio AppAdminTools de Windows Server se puede programar para que siempre
esté activo tomando logs de sus recursos asi se puede disponer de cualquier momento del
archivo .csv para poder ser analizado por los modelos.

4.3 Recomendaciones para proyectos de Machine Learning
En el proceso deconstruccién de los modelos realizados con las Ultimas versiones estables

para Machine Learning ha permitido exponer unas recomendaciones descritas a continuacion:

e Se debe realizar un preanalisis para determinar las ventajas, desventajas de las librerias a
utilizar para poder hacer una correcta eleccion sobra las mismas, el objetivo siempre sera
el facilitar o simplificar el trabajo y el autor poder enfocarse en lo critico utilizando lo ya
creado por grupos de cddigo abierto.

e Esnecesario analizar el dato que se desea tomar para poder predecir los datos puestos que
deben ser datos dependientes e independientes para poder hacer un correcto entrenamiento
en las redes neuronales.

e Existen diversas formas de armar modelos de Machine Learning, sin embargo, siempre es
correcto ver los caminos mas simples y funcionales, puesto que ahorrara tiempo que luego
sera aprovechado con nuevas funcionalidades o nuevos alcances.

e Ladistribucion de tiempo para construir proyectos de Machine Learning se debe priorizar
el anélisis el mayor tiempo, ya que con ello se definird mejor las actividades y seran mas

sencillas de realizar.

e Realizar pruebas con herramientas que tengan el mismo ambito sirve como referencia para
conocer si se estd cumpliendo las actividades y los resultados esperados.
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Anexos

Quito, 17 de Agosto del 2021

PRONACA

Te alimenta hien

CARTA DE AUTORIZACION DE USO DE INFORMACION

Por medic de la presente, autonzoe al sefior: Andrés Eduarde Lara Hidalgo con cédula de
identidad: 1751984798 para el uso exclusivo de la informacidn de logs de recurses del servidor de
pruebas del registre de alimento de la compafiia PRONACA, para el trabaje de titulacién:
“Aplicative basado en Machine Learning gue detecta fallos en servidores v sugiere

soluciones™. Quedo a sus ordenes y envio un cordial saludo.

Atentamente

B R TR e T

Euben Lindemberg Recalde Bolatios
Director IT — Direccion de Tecnologia de Informacidén
Teléfono: (02) 3976-400 Ext 1128

Correo: rrecalde(@pronaca com
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