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RESUMEN 

El desarrollo de un modelo de inteligencia artificial que permita reconocer diferentes tipos 

de señales de tránsito de Ecuador, con tiempos de procesamiento bajos y con altos porcentajes 

de precisión es de vital importancia para la introducción de los vehículos inteligentes en el 

mercado. Para obtener un modelo que cumpla con las características anteriores se optó por 

utilizar redes neuronales convolucionales las cuales son especializadas en el reconocimiento de 

imágenes.  

La generación del modelo se obtuvo mediante la aplicación de la metodología de CRISP-

DM en el este problema de ciencia de datos. Este enfoque estructurado permite abordar todas 

las fases del proyecto de manera sistemática, desde la comprensión del problema y la 

preparación de los datos, hasta la evaluación y el despliegue del modelo. Además, fue importante 

el utilizar Python como principal lenguaje de programación junto con sus diferentes bibliotecas 

especializadas en redes neuronales como Keras o Tensorflow, que proporcionan herramientas 

avanzadas para la construcción y entrenamiento de modelos de aprendizaje profundo. 

Para determinar si un modelo es útil o no es necesario someterlo a pruebas bajo 

diferentes criterios de evaluación. En este caso se evaluó al modelo bajo las métricas de precisión 

y pérdida con la finalidad de observar su desempeño a lo largo de las 300 épocas en las que se 

entrenó a los modelos 
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CAPÍTULO I: INTRODUCCIÓN 

 

1. MARCO DE REFERENCIA 

1.1. JUSTIFICACIÓN  

Con el rápido crecimiento de popularidad de las inteligencias artificiales y sus aplicaciones 

en diferentes ámbitos resulta incorrecto pensar que el campo automotriz no se verá beneficiado 

por esta nueva tecnología. Es necesario desarrollar modelos de inteligencia artificial entrenados 

para escenarios particulares en las calles y carreteras de cada país por la tendencia en aumento 

de vehículos con piloto automático o asistentes de conducción. De esta manera, se podría poner 

a disposición de las concesionarias que venden este tipo de automóviles el modelo de 

inteligencia artificial, lo que favorecería la introducción de dichos vehículos en el mercado 

ecuatoriano, con mayores niveles de fidelidad. 

1.2. PLANTEAMIENTO DEL PROBLEMA 

El problema principal radica en la falta de modelos capacitados para reconocer señales 

de tránsito en Ecuador. Al no poder garantizar la seguridad y el correcto funcionamiento de sus 

productos en el país debido a las diferencias entre algunas señaléticas del país origen del 

fabricante, las concesionarias que están comenzando a desarrollar vehículos con piloto 

automático o asistentes que reconocen los escenarios viales no ven un negocio rentable en el 

mercado automotriz del país.  

Un problema secundario son las alteraciones que se producen en las señales del país. 

Algunos modelos pueden tener problemas con al momento de reconocer y clasificar las señales 

debido a grafitis, stickers y otros tipos de vandalismo. Por lo tanto, es necesario crear modelos 

que no solo identifiquen las principales señales de tránsito, sino que también sean resistentes a 

diferentes condiciones climáticas, variaciones en la iluminación y problemas de visibilidad. 
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Para abordar estos problemas se considera que una red neuronal convolucional tendría 

las capacidades para clasificar con precisión las señales de tránsito del Ecuador. El modelo debe 

reconocer señales en varias condiciones y con posibles alteraciones para aumentar la seguridad 

y la eficiencia de los sistemas de conducción asistida y automatizada en el país. 

1.3. OBJETIVOS 

1.3.1. GENERAL: 

Desarrollar un modelo de inteligencia artificial para el reconocimiento de señales de 

tránsito basado en Deep Learning. 

1.3.2. ESPECÍFICOS: 

• Investigar y recopilar una base de datos de las señales de tránsito utilizadas en 

Ecuador, limitándose a señales de Pare, Ceda el paso, semáforos y límites de 

velocidad. 

• Desarrollar modelos de aprendizaje profundo, como redes neuronales 

convolucionales (CNN) que puedan reconocer y clasificar las diversas categorías de 

señales de tránsito que se encuentran en el país. 

• Evaluar el funcionamiento del modelo bajo la métrica de precisión en sus predicciones 

sobre conjuntos de datos de validación y pruebas. 

1.4. ALCANCE 

Este estudio busca entrenar a un modelo de red neuronal convolucional capaz de 

clasificar las imágenes de las señales de tránsito del Ecuador con un porcentaje de precisión de 

al menos un ochenta por ciento (80%). Los tipos de señales de tránsito que se utilizarán para 

entrenar la red neuronal CNN también limitarán el alcance de este estudio los cuales son 

• Semáforos 

• Pare 

• Límites de velocidad  
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• Ceda el paso 

De igual manera, este estudio se limitará a completar las cinco primeras fases de la 

metodología CISP-DM, sin incluir una fase de despliegue debido a que al no ser un modelo que 

contemple toda la señalética ecuatoriana no puede ser puesto a funcionar. Es decir, se realizará: 

• Comprensión del Negocio: Definir los objetivos del proyecto 

• Comprensión de los Datos: Recopilar, describir y explorar los datos de las señales 

de tránsito 

• Preparación de los Datos: Seleccionar y preparar los datos para que sean 

adecuados para el entrenamiento del modelo 

• Modelado: Seleccionar las técnicas de modelado, construir el modelo de CNN y 

calibrar sus parámetros 

• Evaluación: Evaluar el modelo para asegurar que cumple con los objetivos de 

precisión y rendimiento establecidos 

 

  



11 
 

   
 

CAPÍTULO II: FUNDAMENTACIÓN TEÓRICA 

2. FUNDAMENTACIÓN TEÓRICA 

2.1. ANTECEDENTES 

Como se mencionó anteriormente, en Ecuador no se han logrado avances significativos 

en los modelos de reconocimiento de imágenes. Principalmente por la falta de infraestructura 

tecnológica actual para aplicaciones de estos clasificadores en los escenarios viales del país o 

en otros escenarios. A esto se suma la falta de datos para el entrenamiento de modelos, lo que 

retrasa la obtención de modelos aptos para ser implementados en entornos operativos. 

 Según la investigación de Flores-Calero et al. (2018), que se centró en la detección de 

señales "Pare" y "Ceda el Paso" y en su segunda entrega, que incluye señales de velocidad, se 

menciona que las bases de datos liberadas corresponden a países como Alemania, Italia, 

España, Estados Unidos, etc. La falta de datos específicos en el país dificulta el análisis y el 

desarrollo de modelos. 

Para los estudios mencionados anteriormente se utilizaron técnicas como histogramas 

orientados por gradientes (HOG), funciones aceleradas robustas (SURF), K-NN, redes 

neuronales de clasificación y perceptrón de múltiples capas. Estos métodos permitieron la 

creación de modelos capacitados para localizar e identificar las señales mencionadas. Sin 

embargo, la posibilidad de utilizar modelos enfocados en la extracción de características, como 

las redes neuronales convolucionales (CNN), no se estudió. Este método podría presentar 

mejoras con la precisión del modelo y los tiempos de reconocimiento de imágenes. 
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2.2. MARCO TEÓRICO 

2.2.1. Metodologías para estudios de ciencia de datos 

Al igual que el desarrollo de software tuvo su auge el mundo de la ciencia de datos 

también ha experimentado un alto crecimiento en la última década con la popularización de 

diferentes lenguajes y librerías especializados en el tema. El principal problema con este 

crecimiento era la falta de una metodología que permita estandarizar el proceso y las fases a 

superar para que los resultados de los estudios puedan replicarse y corroborarse por diferentes 

grupos. Brindando así una mayor validez a los modelos realizados 

Por ello, se crearon varias metodologías para guiar los diferentes estudios y proyectos en 

ciencia de datos. A continuación, se mencionan algunas de las metodologías más populares en 

el ámbito: 

CRISP-DM  

Cross Industry Standard Process for Datan Mining o simplemente CRIPS-DM es una de 

las metodologías más antiguas pero que en la actualidad sigue siendo ampliamente utilizada 

para proyectos de minería de datos. Está compuesta por 6 fases en donde se maneja un enfoque 

empresarial para definir objetivos y termina con un despliegue de los modelos. 

SEMMA 

SEMMA es el acrónimo para Sample, Explore, Modify, Model, Assess. Esta metodología 

fue desarrollada por el SAS Institute. Al igual que CRIPS-DM, SEMMA está enfocada en 

solventar problemas de las empresas con resultados similares a un CRM (Customer Relationship 

Management). Con sus 5 fases abarca menos campo que CRIPS-DM porque comienza desde 

la selección de datos y termina con la evaluación de los modelos 

TDSP 
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Esta es la metodología sugerida por Microsoft y es acrónimo de Team Data Science 

Process. Este es muy similar a las metodologías anteriores mencionadas, pero abarca equipos 

más grandes. Como resultado, ayuda a definir los roles y responsabilidades de los miembros de 

un proyecto de ciencia de datos. Comienza por establecer objetivos y requisitos. Termina con el 

monitoreo y mantenimiento de los modelos creados cuando se trata de proyectos 

interdisciplinarios más grandes. 

Para el desarrollo de este trabajo se escogió utilizar la metodología de CRISP-DM con 

algunas modificaciones. Se decidió utilizar las cinco primeras fases del marco de referencia, con 

algunas modificaciones en la primera fase para adaptarlo a un proyecto de titulación y no de 

negocios. 

2.2.2. CRISP-DM 

Cross-Industry Estándar Process for Data Mining es una metodología para estudios de 

minería de datos que tengan una aplicación formal fuera de la investigación. De acuerdo con 

(IBM, n.d.-c) consta de cinco fases de las cuales son: 

• Comprensión del negocio: En esta etapa inicial, es importante comprender el giro 

del negocio sobre el cual opera la empresa. Se realiza una evaluación de la 

situación de la empresa para comprender el alcance y los resultados potenciales. 

Además, se establecen los objetivos del proyecto tanto comerciales como de 

minería de datos y, por último, se establece un plan del proyecto. 

• Comprensión de los datos: Durante esta fase se busca estudiar más de cerca los 

datos disponibles. Durante esta se realizan tablas y gráficos para entender o 

explorar los datos. Gracias a esto se puede llegar a evitar problemas inesperados 

en el resto de las fases por falta de comprensión. 
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• Preparación de los datos: Esta es la fase más más extensa de toda la metodología. 

Dependiendo de los objetivos de minería y comerciales IBM indica que la 

preparación de datos suele implicar: 

o La fusión de conjunto de datos 

o Selección de muestras 

o Agregar registros 

o Derivación de nuevos atributos 

o Clasificación de los datos de modelado 

o Eliminar o sustituir valores en blanco o perdidos 

o División de conjuntos de entrenamiento y prueba 

• Modelado: Esta es la fase más iterativa de toda la metodología ya que en esta se 

debe experimentar con varios modelos y diferentes parámetros para estos de 

modo que se obtengan los resultados esperados. No solo prueba los modelos, 

sino que con los hallazgos que surgen se puede volver a la fase anterior y preparar 

mejor los datos. Esta fase es el resultado de todas las anteriores. 

• Evaluación: En esta etapa, se comparan los resultados obtenidos con los modelos 

para determinar si cumplen con los criterios de rendimiento establecidos 

anteriormente. Es fundamental para garantizar que las empresas puedan utilizar 

los resultados o resultados de los modelos. 

• Despliegue: El despliegue consiste en utilizar los conocimientos generados por los 

modelos en pro de mejoras para la empresa. Gracias a esta fase es posible 

identificar patrones o tendencias sobre las operaciones de la organización que 

posiblemente pasaron inadvertidas. 

Una característica importante de esta metodología es ser iterativa. Al igual que en el 

desarrollo de software, la ciencia de datos no promete resultados inmediatos o en un solo ciclo. 
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Es posible que durante la fase de modelado se identificara que los datos se les puede dar un 

procesamiento diferente que cambiarían el rendimiento de los modelos. O también es posible 

que durante la evaluación se identifique que los resultados obtenidos no se ajustan 

completamente a los objetivos propuestos o que es posible obtener resultados más específicos. 

Para estas situaciones la metodología no es un limitante y permite regresar en la iteración. 

Figura 1  
Ciclo de vida de minería de datos 

 

Nota. Adaptado de Conceptos básicos de ayuda de CRISP-DM [Fotografía], por IBM, 

2021 Introducción a IBM, (https://www.ibm.com/docs/es/spss-modeler/saas?topic=dm-crisp-

help-overview) 

2.2.3. Reconocimiento de imágenes 

El reconocimiento de imágenes es parte de la inteligencia artificial. Como su nombre lo 

indica se encarga de identificar, analizar y clasificar un objetivo colocado en imágenes o videos. 

Utiliza técnicas de aprendizaje automático y redes neuronales para simular la interacción entre 

los ojos y cerebro humano para reconocer figuras o seres vivos.  
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La forma de procesar las imágenes es a través de un análisis de pixeles. Dentro de cada 

pixel se debe identificar características propias del objeto de estudio y posteriormente se une el 

conjunto de estas para comprender patrones, formas, escenas o textos. El número de pixeles 

con el cual se desea dividir a la imagen depende del autor, de la infraestructura disponible para 

realizar el procesamiento y de la nitidez con que se desee trabajar. De estos factores dependerá 

la eficiencia con la que se entrene el modelo. Según el tamaño se obtendrán las características 

necesarias para poder realizar predicciones o clasificaciones 

Otro factor para considerar es la distinción entre imágenes a blanco y negro, escala de 

grises o con color. El procesamiento de imágenes a blanco negro es menos costoso en términos 

computacionales ya que permite categorizar a los pixeles en binario (0 y 1). Esto suele aplicarse 

con imágenes en donde el fondo no influye en el resultado. Por otro lado, las imágenes a escala 

de grises ya implican otro tipo de análisis para que las redes puedan aprender. La normalización 

suele resultar útil en transformar las escalas de grises entre valores comprendidos entre 0 y 1 

para agilizar el entrenamiento. Por último, están las imágenes a color. Estás representan un 

grado de complejidad al obtener los valores de los pixeles por una combinación de matrices. Lo 

que se realiza es obtener el valor del color en cada canal del RGB y de ahí se obtiene un valor 

combinado. Este tipo de imágenes suele utilizarse cuando el fondo tiene un grado de influencia 

sobre el objetivo o cuando el color representa diferencias entre una clase y otra. 

2.2.4. Deep Learning 

El Deep Learning o aprendizaje profundo es una rama del Machine Learning la cual 

emplea redes neuronales multicapas para simular al cerebro humano en la toma de decisiones 

sobre escenarios complejos. Se las denomino como “deep” o “profundo” debido a la gran 

cantidad de capas de varios niveles que utilizan para aprender características de bajo nivel como 

bordes hasta las más complejas que permiten identificar formas completas. En el intento de 
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imitación es necesario que las redes puedan combinar los datos, asignen pesos y sesgos a las 

características para que puedan ser categorizadas. 

Estas capas tienen como mínimo tres capas ocultas con nodos interconectados entre sí 

y son entrenadas con grandes cantidades de datos. A diferencia de las redes convencionales 

estás suman algoritmos que favorecen a un mejor aprendizaje. La propagación hacia delante 

consiste en que cada nueva capa de la red usa información de la anterior para redefinir u 

optimizar sus predicciones o clasificaciones, comenzando por la capa de entrada hasta la capa 

de salida. El segundo proceso es la propagación inversa. Son un conjunto de algoritmos que 

ayudan a calcular errores para modificar los pesos y sesgos desde atrás hacia delante. Es con 

estos procesos que la red afina su aprendizaje y mejora su precisión 

El hardware que utiliza depende del tipo de red que se utilizará. En el caso de las redes 

convolucionales, especializadas en procesamiento de imágenes, usan GPU o TPU 

paralelamente para aprovechar núcleos en los espacios de memoria. Esto le ha permitido tener 

diferentes aplicaciones como: 

• Visión por computadora 

• Procesamiento del lenguaje 

• Reconocimiento de voz 

• Juegos  

• Simulaciones 

• Medicina y bilogía 

2.2.5. Aprendizaje supervisado 

El aprendizaje supervisado es el método de aprendizaje que usa datos etiquetados para 

entrenar modelos. Así se indica a los modelos las respuestas sobre una predicción o 

clasificación. Así estos no tienen que procesar todos los campos y de ahí formar sus propias 
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conclusiones, sino que más bien se le da los resultados deseados y este identifique patrones o 

en el caso de imágenes características que le permitan hacer predicciones o clasificaciones que 

den como resultado la etiqueta que se dio como variable. 

Este aprendizaje se usa en 2 problemas: clasificación y regresión. En problemas de 

clasificación lo que se desea predecir es una variable cualitativa con una etiqueta discreta. Los 

principales algoritmos utilizados para clasificar son los: árboles de decisión, vecinos cercanos 

(KNN), regresión logística y redes neuronales. De estos se derivan diferentes aplicaciones como 

lo son el reconocimiento de imágenes y objetos, analítica predictiva, análisis de opinión del cliente 

entre otros (IBM, n.d.-b) 

En cambio, los problemas de regresión buscan predecir variables cuantitativas como 

precios, temperatura o demandas de energía. Para estos problemas es mejor utilizar algoritmos 

como regresión línea o polinómica, árboles de decisión o redes neuronales. 

Al igual que todo paradigma este ofrece ventajas y desventajas. Por mencionar algunas 

de las ventajas se tiene la precisión que se puede obtener. Al conocer las salidas es posible 

corregir hiper parámetros hasta obtener los niveles deseados. Por este mismo motivo sus 

algoritmos suelen ser fáciles de interpretar. Sin embargo, la mayor desventaja que posee es lo 

mismo que lo define, tener los datos etiquetados. Se necesitan muchos datos etiquetados para 

entrenar los modelos, lo que puede ser laborioso de obtener. De igual manera, al tener una 

variable con las salidas deseadas es común que los modelos caigan en sobreajuste si no se 

maneja correctamente los datos de entrenamiento y el preprocesamiento sobre estos. 

2.2.6. Redes Neuronales Convolucionales 

Es posible usar redes neuronales convencionales para clasificar imágenes con 

porcentajes altos de rendimiento, sin embargo, esto puede resultar un poco engañoso y se basa 

en las capas que se manejan por detrás. La red puede funcionar con gran éxito sobre imágenes 
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del conjunto de entrenamiento utilizando solo capas ocultas. Sin embargo, en la mayoría de los 

casos, la red ya no reconoce fotografías si a esta se le cambia de ubicación o se utiliza una 

externa al conjunto de datos original. 

En este punto, las redes neuronales convolucionales ofrecen una opción superior. Según 

López-Saca et al. (2019), “Las CNN están formadas por dos secciones: extracción de 

características y clasificación. La ventaja de la red diseñada es que la sección de extracción de 

características utiliza tres kernel de convolución distintos por donde ingresa una imagen.”  

El siguiente es un resumen de cómo funciona la red: Primero debe tomar los pixeles de 

la imagen; si es una fotografía a color, debe realizar el proceso para cada color RGB. Después, 

estos pixeles son transferidos a la capa de entrada, luego a la capa de convolución y agrupación, 

que se encarga de extraer características. El resto del proceso es el normal para una red de 

clasificación.   

Este proceso se explica mejor con la imagen a continuación:  

Figura 2  
Estructura red CNN 

 

Ringa Tech. (2021). Redes Neuronales Convolucionales- Clasificación avanzada de 

imágenes con IA / ML (CNN).  https://www.youtube.com/watch?v=4sWhhQwHqug 

https://www.youtube.com/watch?v=4sWhhQwHqug
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De esta forma le sumamos la capa de características a la red neuronal. Esto favorece al 

modelo ya que ahora este recibe los pixeles de las imágenes, luego extrae las características y 

finalmente realiza una clasificación. Con esto, además, se reduce el número de falsos positivos 

y falsos negativos al tener parámetros definidos que ayuden a categorizar, tal cual lo realiza el 

cerebro humano. 

2.2.7. Funciones de activación 

Las funciones de activación son cruciales para el diseño de redes neuronales, 

especialmente en el aprendizaje profundo porque agregan no linealidad al modelo, lo que permite 

a la red aprender y modelar las complejas relaciones entre los datos de entrada y salida. Una red 

neuronal sería esencialmente un modelo lineal sin funciones de activación y se limitaría a tareas 

básicas que solo requieren ajustes lineales. Estas características ayudan a determinar si una 

neurona específica debe activarse, es decir, si la información que procesa la neurona es 

relevante para la tarea en cuestión. Este proceso de activación determina la capacidad de una 

red neuronal para realizar clasificaciones complejas y otras tareas predictivas. 

Existen muchas funciones de activación, cada una con sus propias características y usos. 

La función sigmoide, la función tangente hiperbólica (tanh) y la unidad lineal rectificada son las 

más comunes. El tipo de problema, la complejidad del modelo y la necesidad de eficiencia en el 

entrenamiento son algunos de los factores que pueden afectar la elección de la función de 

activación. 

2.2.8. Aumento de datos 

En el campo del aprendizaje automático, el aumento de datos es una técnica clave, 

especialmente en problemas de visión por computadora y procesamiento del lenguaje natural. 

Esta técnica utiliza transformaciones aleatorias y controladas en las muestras existentes para 

aumentar el tamaño y la diversidad del conjunto de datos de entrenamiento. Las rotaciones, las 
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traslaciones, los cambios de escala, las modificaciones de brillo y contraste son algunas de estas 

transformaciones. 

Esto tiene como objetivo mejorar la capacidad del modelo para hacer predicciones 

precisas y generalizar en datos de entrada nunca vistos. Al aumentar la variabilidad de las 

muestras de entrenamiento, se reduce el riesgo de sobreajuste y se mejora la robustez del 

modelo frente a la variabilidad de los datos del mundo real. El aumento de datos es 

especialmente útil cuando se dispone de un conjunto de datos limitado. Se puede mejorar la 

capacidad del modelo para capturar la diversidad y complejidad de los datos subyacentes al 

generar nuevas muestras a partir de las existentes. Esto resulta en un mejor rendimiento en 

tareas como clasificación. 

El aumento de datos puede realizarse en diferentes tipos de datos. Esto lo hace mediante 

las diferentes bibliotecas que poseen este tipo de implementación. Entre las principales están 

• Keras mediante su clase ImageDataGenerator 

• TensorFlow con el módulo tf.image 

• Albumentatios es una biblioteca dedicada al aumento de datos con compatibilidad 

con PyTorch y TensorFlow 

• NLTK y spaCY es una herramienta dedicada para el aumento de datos en textos 

Las principales consideraciones que se debe tener al momento de usar el aumento de 

datos es no caer en una sobre generación datos. Al tener demasiados datos aumentados, sobre 

todo en un conjunto de datos pequeños, se pude crear una distorsión de lo que realmente se 

desea pronosticar 

2.2.9. Python 

Python es un lenguaje de programación de alto nivel y de código abierto que fue creado 

por Guido van Rossum a finales de los 80 y lanzado al mercado en 1991. Este se ha vuelto muy 
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popular para el desarrollo web, científico, minería de datos entre otros. Lo que caracteriza a 

Python es que enfatiza la legibilidad del código y la productividad del programador. 

Uno de los principales objetivos de diseño de Python es proporcionar una estructura que 

sea fácil de entender y utilizar, al tiempo que permite la creación de aplicaciones potentes y 

escalables. Esto se logra con una sintaxis clara y concisa, y una amplia biblioteca estándar que 

abarca desde el manejo de datos hasta el desarrollo web. Python destaca por su portabilidad, 

pudiendo ejecutarse en plataformas, desde sistemas operativos de escritorio hasta servidores 

web y dispositivos embebidos. 

Entre las principales bibliotecas que ofrece Python tenemos las siguientes según (Pona, 

2022) en su artículo “Las mejores librerías de Python para la ciencia de datos en 2022” 

Manipulación de datos 

En esta categoría tenemos Pandas y Numpy. Ambas bibliotecas permiten manejar los 

datos, ya sea mediante matrices multidimensionales para realizar cálculos de alto nivel o 

mediante estructuras de datos como “DataFrames” que permite manejar datos estructurados. 

Gráficos 

Dentro de la ciencia de datos es muy importante el poder tener representaciones gráficas 

de los datos para poder entender sus comportamientos Para existen las librerías de Plotly, 

Seaborn y Matplotlib. Todas estas librerías son compatibles con las de manipulación de datos y 

permiten crear gráficos 2D y 3D 

Modelado 

La librería más popular para realizar modelado, separar conjuntos de datos y evaluar 

modelos es Scikit-learn. Esta posee una gran variedad de algoritmos que pueden ser 
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implementados y después ser graficados con las librerías anteriores. De igual manera, se integra 

muy bien las librerías de TensorFlow y Keras para el desarrollo de modelos de Deep Learning 

2.2.10. TensorFlow 

TensorFlow es una biblioteca desarrollada por Google, diseñada para facilitar la creación 

y entrenamiento de modelos de aprendizaje automático y redes neuronales. Surgió como una 

herramienta para investigadores y desarrolladores en el campo de la inteligencia artificial y el 

aprendizaje automático, permitiendo la implementación de algoritmos complejos de manera 

eficiente y escalable. Con TensorFlow se pueden construir una variedad de modelos de 

aprendizaje automático, incluyendo redes neuronales convolucionales, redes neuronales 

recurrentes y modelos de aprendizaje profundo. Además, ofrece una amplia gama de 

herramientas y recursos para facilitar el entrenamiento, la evaluación y la implementación de 

modelos en producción. 

Lo que busca TensorFlow es proporcionar una plataforma flexible y escalable para el 

desarrollo de aplicaciones de aprendizaje automático. Esto se logra con un modelo de 

programación simbólico que permite a los desarrolladores definir y manipular grafos 

computacionales de manera eficiente. También ofrece la capacidad de integrarse fácilmente con 

otras bibliotecas y herramientas populares. 

2.2.11. Keras 

Keras es una biblioteca de alto nivel para el desarrollo y la experimentación de modelos 

de aprendizaje automático, particularmente redes neuronales. Desarrollada originalmente por 

François Chollet, Keras se destaca por su simplicidad y facilidad de uso, permitiendo a los 

desarrolladores construir prototipos de modelos de aprendizaje profundo de forma rápida y 

eficiente. Esta biblioteca funciona como una interfaz para TensorFlow, lo que significa que 

combina su uso con la potencia y flexibilidad de TensorFlow, facilitando la creación de soluciones 

sin necesitar un conocimiento profundo de los procesos computacionales subyacentes.   
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CAPÍTULO III: Desarrollo del trabajo 

 

3. Metodología para análisis de datos 

Como se mencionó antes la metodología a usar para el desarrollo de este trabajo es 

CRISP-DM, especializada en trabajos o investigaciones para análisis de datos. Este tiene un 

enfoque de negocios que no se adapta a este trabajo académico, pero que puede usar sus guías 

para un desarrollo organizado. Por este motivo se realizó una modificación en la primera fase de 

la metodología donde se remplaza los objetivos comerciales y de minería por los objetivos del 

presente trabajo.  

Otra modificación importante al ciclo de CRISP-DM es la omisión de la fase de despliegue 

del modelo obtenido. Sin importar los resultados, esta fase no se realizará porque el modelo se 

centrará en analizar solo cuatro señaléticas. Como resultado, no es factible implementar el 

modelo en un entorno operativo, ya que no sería capaz de responder a todas las señaléticas, 

sino solo a las cuatro estudiadas. Por lo tanto, no tendría sentido ponerlo en funcionamiento en 

un contexto real. 

Una vez establecidas las modificaciones la primera fase queda de la siguiente manera: 

3.1. Comprensión del negocio 

En Ecuador, las concesionarias de vehículos se enfrentan a un desafío importante a 

medida que comienzan a desarrollar tecnologías de piloto automático y asistentes de conducción: 

la falta de modelos capacitados para reconocer señales de tránsito. Debido a las diferencias en 

las señalizaciones viales entre Ecuador y los países de origen de los fabricantes, las empresas 

no pueden garantizar la seguridad y el rendimiento óptimos de sus productos en el país. 

Por este motivo se realiza el estudio con los objetivos del trabajo los cuales son: 
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• Desarrollar un modelo de inteligencia artificial para el reconocimiento de señales 

de tránsito basado en Deep Learning. 

• Investigar y recopilar una base de datos de las señales de tránsito utilizadas en 

Ecuador, limitándose a señales de “Pare”, “Ceda el paso”, semáforos y límites de 

velocidad. 

• Desarrollar modelos de aprendizaje profundo, como redes neuronales 

convolucionales (CNN) que puedan reconocer y clasificar las diversas categorías 

de señales de tránsito que se encuentran en el país. 

• Evaluar el funcionamiento del modelo bajo la métrica de precisión y pérdida en 

sus predicciones sobre conjuntos de datos de validación y pruebas. 

3.2. Comprensión de los datos 

Para el presente trabajo se usaron datos existentes de sets de datos públicos y datos 

adquiridos de manera manual gracias a las imágenes que ofrece la navegación de Google Maps 

y del navegador de Google. La fuente principal o la que proporcionó mayor cantidad de datos 

fueron los data sets públicos. Lamentablemente, no tenían origen a Ecuador, por lo que se tuvo 

que realizar otro proceso en la selección para identificar imágenes similares a la señalética 

ecuatoriana.  

La cantidad de datos varía según la categoría, ya que en los diferentes sets de datos no 

existían muchos para las 4 categorías. En especial para la señalética de “Ceda el Paso” es donde 

se presentaron las mayores dificultades debido a que esta es muy particular para el caso de 

Ecuador por incluir la frase “Ceda el paso” dentro de la señalética. La cantidad se reparte de la 

siguiente manera: 

Imágenes para entrenamiento y validación 

• Ceda el paso: 1018 imágenes 
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• Límite de velocidad: 1010 imágenes 

• Pare: 993 imágenes 

• Semáforos: 2301 imágenes 

Total: 5322 imágenes 

Con los semáforos se usó el doble de datos que el resto de las categorías porque este 

es un objeto que no es una placa con una figura fija como el resto de las señaléticas. Sino que 

este puede cambiar de forma dependiendo del perfil con el que se toma la foto. Con esto en 

mente se incluyeron más imágenes para que la red tenga más datos con los cuales aprender a 

reconocer los semáforos. 

Datos para pruebas 

• Ceda el paso: 100 imágenes 

• Límite de velocidad: 100 imágenes 

• Pare: 100 imágenes 

• Semáforos: 100 imágenes 

Total: 400 imágenes 

En otras palabras, se destinó un siete por ciento de datos para pruebas y un noventa y 

tres por ciento para entrenamiento y validación. Como se mostrará más adelante este 93 será 

dividido en 80-20 lo que destinará un 74.6 por ciento de datos de entrenamiento y 18.6 por ciento 

para validación en el total. La razón para destinar así los porcentajes es la cantidad limitada de 

datos con los que se cuenta para el estudio por las causas ya mencionadas anteriormente. Se 

prefirió por concentrar la mayoría de los datos en entrenamiento y validación para poder dar un 

mejor entrenamiento del modelo y poder ajustarlo. Tener un 7 por ciento de imágenes de prueba 

es un buen tamaño para obtener la estimación.  
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Como parte de esta fase también es necesario realizar una exploración de los datos para 

poder conocer que tratamiento necesitarán a posterior. De este modo se dispone a continuación 

una muestra de las imágenes por clase: 

Figura 3  
Previsualización de imágenes límite de velocidad 

 

Nota. Imágenes recopiladas para límites de velocidad. 
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Figura 4  
Previsualización de imágenes ceda el paso 

 

Nota. Imágenes recopiladas para ceda el paso. 

Figura 5  
Previsualización de imágenes pare 

 

Nota. Imágenes recopiladas para pare. 



29 
 

   
 

Figura 6  
Previsualización de imágenes pare 

 

Nota. Imágenes recopiladas para semáforos. 

Como es posible observar las imágenes tienen diferentes resoluciones, principalmente 

en las imágenes de ceda el paso, pare y límite de velocidad, por esto algunas imágenes salen 

distorsionada. Esto ayuda a identificar que se necesitará redefinir el tamaño de las imágenes 

para evitar que esto afecte al reconocimiento.  

3.3. Preparación de datos 

3.3.1. Selección de datos 

Al tratarse de una red CNN para el caso de señalética de “Pare” se usaron imágenes de 

países con habla inglés ya que su señalética es la misma, de no ser por el texto. Para la red esto 

no tiene un grado de impacto muy alto debido a que esta no procesa el texto y este ocupa el 

espacio de manera similar. Sin embargo, para evitar un mal entrenamiento la mayoría de las 

imágenes poseen el texto en español.  
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Algo muy similar sucede con las imágenes de límite de velocidad. En otros países estos 

solo cuentan con el contorno y el número. En Ecuador se suele imprimir el círculo rojo con el 

número en un rectángulo. Se considera que esta modificación no debería afectar al 

entrenamiento debido a que lo central de la señalética es común en ambos casos. 

Para semáforos no existió un problema con el tipo de imágenes obtenidas debido a que 

se seleccionaron imágenes solo contornos similares a los del país. Es en las imágenes de “Ceda 

el paso” donde se encontraron mayores dificultades ya que en Ecuador se incluye la frase de 

ceda el paso dentro de la señalética, sin embargo, en otros países esto no se realiza. Lo que se 

optó por hacer en este caso fue utilizar tanto imágenes con la frase como las que no la poseían. 

Caso contrario el número de imágenes hubiera sido muy bajo y si se poseen algunas con la frase 

la red podrá aprender sobre esto. 

3.3.2. Limpieza de datos 

En el caso de imágenes la limpieza de datos consistía en quitar las imágenes que no 

mantengan una similitud con la normativa ecuatoriana. Por ejemplo, se decidió no utilizar 

imágenes de semáforos con formas que no se utilizan localmente como se muestra a 

continuación: 

Figura 7  
Imagen de semáforo no útil 
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Nota. Adaptado de Semáforos dataset [Fotografía], por Roboflow, 2022 Semaforos 

Computer Vision Project, (https://universe.roboflow.com/practica1/semaforos-njeuc) 

Además, se prefirió por no usar imágenes con 2 o más señales de tránsito combinadas. 

Por ejemplo, se descartaron imágenes donde un semáforo y Para eran visibles al mismo tiempo. 

Para no confundir al modelo. Imágenes con otro tipo de señalética si fue incluida, pero en este 

tipo de imágenes no superan el uno o dos por ciento del total. 

Figura 8  
Ejemplo imagen no válida por combinación de varias señaléticas 

 

Nota. Adaptado de Semáforos dataset [Fotografía], por Roboflow, 2022 Semaforos 

Computer Vision Project, (https://universe.roboflow.com/practica1/semaforos-njeuc) 

https://universe.roboflow.com/practica1/semaforos-njeuc
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Figura 9  
Ejemplo de válida por combinación de varias señaléticas 

 

Nota. Adaptado de Semáforos dataset [Fotografía], por Roboflow, 2022 Semaforos 

Computer Vision Project, (https://universe.roboflow.com/practica1/semaforos-njeuc) 

Otro tipo de imágenes que si fueron permitidas son las que no son tomadas en un 

contexto real, sino que son parte del manual de la Agencia Nacional de Tránsito como informativa 

para la señalética y que han sido reguladas por el INEN 

Figura 10  
Imagen informativa 

 

Nota. Adaptado de Señalización Vial. Parte 1. Señalización Vertical [Fotografía], por 

INEN, 2011, Reglamento Técnico Ecuatoriano, (RTE-4-1_Información_ (obraspublicas.gob.ec)) 

https://universe.roboflow.com/practica1/semaforos-njeuc
https://www.obraspublicas.gob.ec/wp-content/uploads/downloads/2015/04/LOTAIP2015_reglamento-tecnico-ecuatoriano-rte-inen-004-1-2011.pdf
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3.3.3. Construcción de nuevos datos 

Este tipo de redes trabaja con aprendizaje supervisado para identificar las características 

y después verifica la clase a la que pertenece, así aprende a reconocer. Por este motivo, fue 

necesario incluir una etiqueta con el tipo de señal de tránsito a la que pertenecía la imagen. Esto 

fue hecho mediante código gracias a la librería “flow_from_directory” de Keras. Como el data set 

fue formado a partir de 4 carpetas la librería reconoce a cada carpeta como una categoría 

diferente, con eso añade una columna de etiqueta al conjunto de pixeles proveniente de cada 

imagen según la carpeta donde estaba. 

Figura 11 
Estructura de carpetas del dataset 

 

Nota. Estructura de carpeta en Google Colab para la asignación de etiquetas 

Con esto y tras las transformaciones realizadas que serán explicadas más adelante la 

imagen queda de la siguiente manera: 

Figura 12 
Imagen con etiqueta de clase 
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Nota. Imagen con etiqueta de clase después de aplicar “flow_from_directory” 

3.3.4. Formato de datos 

El formato de datos va muy de la mano con el modelo que se planea utilizar y el tipo de 

los datos. Al ser una red neuronal que trabajará con imágenes, todas las imágenes deben tener 

un tamaño definido para que las capas de la red procesan el mismo número de pixeles por foto. 

Para este trabajo se definió un tamaño de 224 por 224 pixeles. Este tamaño se definió según la 

nitidez de las imágenes y el tamaño de algunas provenientes de los data sets públicos. Con este 

tamaño se mantenía un equilibrio entre la cantidad de pixeles que iban a ser procesador por la 

red y la claridad de las fotos, evitando así que estás fueran irreconocibles más allá de la etiqueta. 

También para reducir la carga de procesamiento se transformó las imágenes a escala de 

grises. Con esto se reduce la cantidad de pixeles que tendría que procesar la red. Como se 

mencionó en el marco teórico las imágenes a color necesitan ser procesadas 3 veces para 

obtener una entrada en la red, una por cada color de RGB con el valor por píxel. Al ser imagen 

de escala de grises solo es necesario obtener un valor entre 0 y 255. También se descartó el uso 

de pixeles binarios, blanco o negro. Esto por los datos que incluyen un fondo, diferentes ángulos 

e iluminación útil para entrenar al modelo. 

El último formateo que se realizó fue el aumento de datos. Este consistió en dar una 

normalización de los valores de los píxeles para que tengan un valor entre 0 y 255 (escala de 

grises). Siguiendo se dio la libertad de que las imágenes roten en un rango de +/- 15 grados. 

Otros parámetros de aumento de datos son la traslación horizontal y vertical. Para ambos casos 

se estableció un rango de +/- 25 porciento de libertad para que se trasladen las imágenes sin 

que se pierda las señaléticas. También se realizó una distorsión de cizallamiento la cual provoca 

un desplazamiento relativo en sentido horizontal entre las filas de píxeles de la imagen. Se dio 

un rango de 0.5 y 1.25 de zoom que se le puede dar a la imagen sobre su tamaño original. 
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En cuanto a la separación de los conjuntos de entrenamiento, prueba y validación de 

destinó un 7 por ciento para pruebas y un 93 por ciento para entrenamiento y validación. De este 

último se dividió en un 80 por ciento para entrenamiento y 20. Con esta repartición las imágenes 

de entrenamiento quedaron de la siguiente manera:  

Figura 13 
Imágenes de entrenamiento y validación 

 

Nota. Imágenes de entrenamiento y validación después del aumento de datos 

3.4. Modelado 

3.4.1. Selección de técnicas de modelado 

La técnica de modelo que se adapta a los objetivos del trabajo es la red neuronal 

convolucional. Sin embargo, para poder hacer una comparación se trabajará con 3 modelos. El 

primero es una red neuronal tradicional de clasificación. Por tradicional se refiere a una red con 

capas estándar, sin ninguna de convolución y con varias neuronas por capa.  
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El segundo modelo consiste en una red con capas de neuronas tradicionales y con capas 

convolucionales, pero sin ninguna regularización. De esta forma el modelo puede caer en 

sobreajuste al perder la capacidad de desactivar sus neuronas aleatoriamente. Este proceso 

ayuda a la red a no aprender demasiado bien los detalles y el ruido en conjunto de datos de 

entrenamiento. 

  El tercer modelo es uno con neuronas tradicionales, capas de convolución y con 

métodos de regularización que permitan a la red alcanzar su rendimiento más alto. Este modelo 

junto con el aumento de datos y la capacidad de las redes CNN de aprender características se 

prevé no caer en sobre ajuste del modelo. 

3.4.2. Generación de modelo simple 

Una vez definidos los modelos se procede a generar estos en el entorno de Google Colab. 

El primer en ser implementado es la red neuronal tradicional. Este modelo cuenta con 4 capas 

de las cuales una es para entradas. Está configurada para recibir imágenes de 224 pixeles de 

alto y 224 de ancho, además se especifica los canales con los cuales va a tratar la red. Para este 

caso se establece el parámetro con un valor de 1 al solo tener un canal de color (escala de 

grises). Las siguientes capas son de procesamiento y estás cuentan con 150 neuronas cada una. 

La función de activación seleccionada para las capas es “ReLU” que como se mencionó en el 

marco teórica es una de las funciones más rápidas y eficientes mientras ayuda a la red a no caer 

en la linealidad y que pueda aprender relaciones complejas en los datos. Finalmente, este 

modelo posee su capa de salida con 4 neuronas, cada una para representar cada clase y con su 

función “softmax”. El porqué de esta función radica en los resultados que se esperan por parte 

de la red. Al tratarse de una respuesta multiclase se prefirió asignar probabilidades a cada una 

de las clases de salida dando así una distribución de probabilidad en donde las imágenes puedan 

ser clasificada y asignadas un valor para realizar la predicción 
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Al tratarse de un modelo simple este tendrá una ejecución de únicamente 100 épocas 

dentro de las cuales se podrá observar y tener un estimado de su comportamiento. En la 

compilación del modelo se configuró a este con Adam, un algoritmo muy común y eficaz que 

ajusta los pesos de la red minimizando el error o pérdida. De igual manera se definió a 

“categorical_crossentropy” como la función de pérdida del modelo. Esta función de pérdida 

compara la distribución de probabilidad prevista por el modelo contra la distribución real de las 

etiquetas, y mide el rendimiento del modelo a través de la entropía cruzada entre estas 

distribuciones. Por último, se colocó las métricas con las cuáles se va a evaluar el modelo. Para 

este caso se seleccionó la precisión. 

El modelo quedaría definido de la siguiente manera: 

Figura 14 
Representación gráfica red neuronal tradicional 

 

Nota. Visualización de la red neuronal a través de TensorFlow 
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3.4.3. Generación de modelo sin regularización 

Este modelo es muy similar al anterior con la configuración de las capas de entrada y de 

salida. El cambio en este modelo es lo que se incluye capas de convolución. Para ser más 

específico este posee tres capas de convolución con 32, 64 y 128 neuronas respectivamente. 

También se incluyó una capa tradicional con 75 neuronas. En cuanto a las funciones de pérdida, 

activación y optimización estás fueron las mismas que el anterior modelo para tener una 

comparación entre iguales. 

Para este caso se entrenó al modelo durante 300 épocas ya que la muestra de 100 no 

era lo suficientemente significativa para permitir al modelo aprender y desarrollarse 

correctamente 
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Figura 15 
Visualización de capas red convolucional sin regularización 

 

Nota. Visualización de la red neuronal a través de TensorFlow 
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3.4.4. Generación de modelo con regularización 

Este modelo es más robusto que los anteriores debido a que al presentar regularización 

es más resistente al sobre ajuste, pero de igual manera lo vuelve más complejo. En si este 

modelo posee una estructura muy similar a la anterior, pero con una capa más de convolución 

de 256 neuronas. Para la regularización se decidió incluir 4 normalizaciones de batch y dos de 

dropout. Además, en la capa tradicional se incluyó un parámetro de regularización L2. También 

se modificaron los parámetros de la función de optimización Adam a un valor de 0.001 con el 

cual se busca un mayor suavizado en los datos. 

Al igual que el anterior modelo este será entrenado con 300 épocas para una correcta 

visualización del desenvolvimiento de este. 
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Figura 16 
Visualización de capas red convolucional con regularización 
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Nota. Visualización de la red neuronal a través de TensorFlow 

3.5. Evaluación del modelo 

Cuando los 3 modelos se entrenan, es hora de observar sus desempeños según la 

métrica de precisión establecida antes sobre los conjuntos de entrenamiento y validación. Para 

una mejor visualización se utilizó las herramientas de tensorboard para que permita observar el 

cambio en el tiempo de los modelos según el paso de las épocas como se muestra a 

continuación: 

Figura 17 
Precisión por época de redes neuronales sobre datos 

 

Nota. Gráfico generado con Tensor Board a partir de los datos obtenidos en la fase de 

entrenamiento sobre la métrica de precisión 

 Una de las primeras impresiones que se tiene de la imagen anterior son los altos valores 

obtenidos durante las fases de entrenamiento en los modelos convolucionales. Estos llegan a 

tener valores muy cercanos a 1 y su crecimiento es alto en las primeras épocas del modelo y 

luego se estabilizan. Este comportamiento se explica por la cantidad de datos con los que se 

entrena el modelo. En total se utilizaron 4255 imágenes para el entrenamiento y 1063 para 

validación. Si bien los datos de entrenamiento son el 74.6 por ciento de los datos los modelos 
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parecen memorizar los datos. Esto es más evidenciado en el modelo sin regularización que 

comienza con valores más altos en las primeras épocas.  

El modelo de red convolucional con regularización obtiene los resultados más altos del 

resto. Siendo en la época 294 en donde alcanza un máximo de 0.91 de precisión sobre los datos 

de validación. Este tiene un comportamiento variable, pero con una tendencia de crecimiento, 

como se evidencia durante las diferentes regularizaciones del modelo. Es por este 

comportamiento que se descarta la idea de que el modelo caiga en sobre ajuste y que sus 

resultados sean más fiables. 

En cuanto al modelo sin regularización vemos que su conjunto de entrenamiento tiene un 

comportamiento similar al del modelo con regularización con la diferencia antes mencionada. Su 

crecimiento es más estable, pero existe una diferencia considerable entre la validación y el 

entrenamiento, lo que podría significar que este modelo si cae en un sobre ajuste.  

Por último, el modelo tradicional es el que tuvo el desempeño más bajo en sus 100 épocas 

de entrenamiento. Nunca supera el 0.55 de precisión lo que ayuda a demostrar que las redes 

tradicionales poseen un rendimiento diferente que las convolucionales. 
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Figura 18 
Pérdida por época de redes neuronales sobre datos 

 

Nota. Gráfico generado con Tensor Board a partir de los datos obtenidos en la fase de 

entrenamiento sobre la métrica de la pérdida por época 

Para complementar la evaluación también se debe considerar la pérdida o loss. En este puede 

observar que encontró su mejor desempeño igual en la época 294 con un valor de 0.8 lo que 

indica que en si no existe tanta discrepancia entre las predicciones hechas con el modelo con las 

reales. 

3.6. Análisis de resultados 

3.6.1. Evaluación de resultados 

Para obtener otra medida de desempeño es la obtenido directamente con los conjuntos 

de pruebas. 
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Figura 19 
Evaluación del modelo bajo datos de prueba 

 

Nota. Se somete al modelo a los datos de prueba para obtener las métricas de precisión y 

pérdida 

Se realizaron dos pruebas de precisión para el modelo. La primera corresponde a realizar 

directamente las predicciones sobre el conjunto de prueba y comparar con las etiquetas reales. 

En ese caso el modelo obtuvo un 0.88 de precisión lo que indica que si no es excelente si es 

apto para las predicciones. En la segunda se usaron las métricas propias de la librería para 

evaluar el desempeño en términos de precisión. Este devolvió un valor mucho menor de 0.81. A 

fines del estudio y al superar el 0.80 se considera como válido. Además, en ambos casos la 

pérdida tiene valores bajos y en comparación con los obtenidos en los valores de validación se 

observan datos similares. Lo que indica que el modelo no ha caído en sobre ajuste 

A continuación, se mostrará el resultado de algunas de las predicciones y las etiquetas 

reales que debían presentar 
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Figura 20 
Predicciones realizadas por el modelo 

 

Nota. Resultados de las predicciones sobre las imágenes de prueba  

Figura 21 
Predicciones realizadas por el modelo 

 

Nota. Resultados de las predicciones sobre las imágenes de prueba  
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3.6.2. Proceso de revisión 

Revisando la iteración del ciclo el tiempo de entrenamiento que tomó el modelo 

convolucional con regularización fue extenso ya que duró un aproximado de doce horas. Para 

próximas iteraciones se podría plantear utilizar otro componente de hardware para el 

entrenamiento. Si bien la TPU tuvo un rendimiento mayor a las tarjetas de gráficas básicas 

ofrecidas por Google Colab tomando en cuenta las unidades de cómputo se podría explorar otras 

tarjetas gráficas como la NVIDIA A1000 

Cada vez que se necesite procesar, el proceso de carga de los datos se demora mucho. 

Una mejor alternativa sería el cargar las imágenes dentro del Google Drive para poder almacenar 

ahí y poder consumir los datos directo de la nube y no desde el entorno de ejecución el cual es 

volátil. 

3.6.3. Determinación de los pasos siguientes 

Con los resultados anteriores las consideraciones que se deben tener son las siguientes: 

• Se necesita una mayor cantidad de imágenes en todas las clases para que el modelo 

posea más datos de los cuales aprender. 

• Con los parámetros actuales se obtuvieron resultados positivos, esto indica que en 

principio no se necesita modificar estos para la próxima iteración 

• Debido a que el modelo mostraba una tendencia de crecimiento se podría entrenarlo por 

más épocas y obtener su máximo resultado 
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CAPÍTULO IV: Conclusiones y Recomendaciones 

 

Conclusiones 

• El modelo de red neuronal convolucional con regularización tuvo una precisión del 91 % en 

los datos de validación y del 81 % en los datos de prueba. Estos hallazgos confirman la 

eficacia del modelo en la clasificación de señales de tránsito en Ecuador. Cumple con el 

objetivo específico de rendimiento del modelo, que se centra en la identificación y 

clasificación adecuadas de estas señales. La alta precisión de los datos de validación indica 

que el modelo conoce bien las características relevantes de las señales de tránsito, mientras 

que la precisión de los datos de prueba indica su capacidad para generalizar a datos no vistos 

previamente. 

• En comparación con el modelo sin regularización, el comportamiento del modelo con 

regularización demostró una mayor estabilidad y una menor propensión al sobreajuste. Esto 

es esencial porque uno de los desafíos en el aprendizaje profundo es evitar que el modelo 

se ajuste demasiado a los datos de entrenamiento y pierda la capacidad de generalización. 

Esto destaca la importancia de las técnicas de regularización en la construcción de modelos 

robustos y confiables. 

• El modelo de red neuronal tradicional tenía una precisión del 55%, lo cual era 

significativamente inferior. Este resultado destaca la superioridad de las redes neuronales 

convolucionales en tareas de reconocimiento de imágenes, destacando su capacidad para 

extraer y aprender características complejas. Este resultado respalda el segundo objetivo 

específico que busca fomentar el desarrollo y la implementación de modelos de aprendizaje 

profundo avanzados como las redes neuronales convolucionales para mejorar la precisión 

en las tareas de clasificación de imágenes. 

• La cantidad limitada de datos de entrenamiento, particularmente para la señalética de "Ceda 

el paso", fue un gran problema. A pesar de esto, el modelo funcionó bien, lo que indica que 
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el desempeño del modelo podría mejorar significativamente con un aumento en la base de 

datos de entrenamiento. Este elemento está en línea con el primer objetivo específico que 

enfatiza la necesidad de tener un conjunto de datos amplio y representativo para entrenar de 

manera efectiva modelos de aprendizaje profundo. Aumentar la cantidad de datos disponibles 

mejoraría la precisión y ayudaría al modelo a generalizarse a nuevas señales de tránsito. 

• La baja y constante pérdida observada en el modelo con regularización durante el 

entrenamiento y la validación confirma que sus predicciones son confiables. Esta 

característica muestra la capacidad del modelo para aprender y retener características 

relevantes sin caer en sobreajuste. La consistencia en la pérdida indica que el modelo no 

solo es preciso, sino que también funciona bien durante las distintas etapas del proceso de 

entrenamiento y validación. 

• El extenso entrenamiento, que fue de 12 horas, demuestra la necesidad de considerar 

mejoras en la infraestructura de hardware para futuras iteraciones. La optimización de los 

recursos de hardware permitiría una evaluación más rápida y efectiva y aceleraría el proceso 

de desarrollo del modelo. La reducción del tiempo de entrenamiento permitiría la iteración 

más rápida y la mejora continua del modelo. 

Recomendaciones 

Se aconseja ampliar la cantidad de imágenes de señales de tránsito, especialmente las 

de "Ceda el paso". El modelo de red neuronal podrá aprender mejor las características distintivas 

de cada señal con una base de datos más amplia y variada, lo que aumentará la precisión y 

robustez del modelo. Actualmente, la limitación de la cantidad de datos para ciertas señales 

puede causar errores de clasificación, lo que reduce la eficacia del modelo en entornos reales.  

El hardware utilizado en el entrenamiento del modelo debe optimizarse para aumentar la 

eficiencia y reducir el tiempo de procesamiento. Se recomienda probar tarjetas gráficas como las 
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NVIDIA A100. Este tipo de hardware reduce el tiempo de procesamiento del modelo al procesar 

más datos, lo que facilita el desarrollo y ajuste de modelos más complejos y precisos.  

De igual manera se podría considerar el continuar con el entrenamiento del modelo por 

más épocas. Esto por los resultados obtenidos durante las iteraciones realizadas en este trabajo, 

que muestran una tendencia al alta en la precisión y valores más bajos de pérdida, lo que 

indicaría que el modelo aún posee un margen de mejora con los parámetros actuales. 
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ANEXOS 

4. Cuaderno Python 

 
























































