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PROLOGO

En el siguiente trabajo de disertacidn se presenta el desarrollo de una guia metodologica
la cual se enfocara en la mineria de datos. Como parte fundamental e inicial previa a la
generacién de la guia, se revisara la teoria en la que va enfocado a los conceptos
basicos, a la normalizacion de los datos, el origen de la informacion y su evolucién, los
cuales serdn de sumaimportancia para el entendimiento e interpretacion en la aplicacion

de mineria de datos.

El primer capitulo se describe sobre los datos y bases de datos. En donde se revisara
sobre el origen de la informacion y el porqué de la misma. Otro de los temas a tratar
sera sobre los datos, la calidad de los datos, en donde se involucra varios tipos de
metodologias y técnicas que son esenciales a seguir para el mejoramiento continuo. Por
lo que es importante que el usuario final comprenda sobre los conceptos previos del
cdémo se genera valor y el como se llega a una reduccién de costos. Adicionalmente se
tratar4 sobre la normalizacién de los datos y su clasificacién. Finalmente, en este
capitulo se hablara sobre las diversas entidades que son capaces de almacenar grandes

cantidades de informacion o datos.

El segundo capitulo se revisara los conceptos de la Mineria de Datos. Comenzando por
su historia tomando como referencia el origen, conceptos basicos y el propésito del
minado de datos. Se establecera las definiciones basicas de Bases de Datos Operativas
(OLTP), en la que se estudiara la arquitectura del almacenamiento de datos y el analisis
predictivo. Adicionalmente se revisara los Principios de Mineria de Datos en donde se
considera la reiteracion y la temporalidad. Finalizando con el capitulo se estudiara las

diversas Técnicas y Metodologias de la Mineria de Datos que son KDD y OLAP.

En el tercer capitulo se desarrolla la Guia Metodolégica para la Mineria de Datos. En el
cual se detallara una serie de pasos a seguir para realizar el minado de datos y el por

qué de la realizacion del mismo.

En el cuarto capitulo se procede al realizar un ejemplo préactico donde el principal
objetivo es presentar el procedimiento de la mineria de datos de forma detalla, el cual
sera realizada siguiendo la guia, en la que se propone el uso de diversos tipos de

herramientas de software y métodos especializados en este campo.

En el quinto capitulo se determinara las conclusiones y recomendaciones los cuales
seran propuestos en el desarrollo de la teoria y en la generacién de la guia metodoldgica

aplicada en alguna de las herramientas de software propuesta, con la finalidad de

Vil



determinar diversas ventajas o desventajas sobre los procesos realizados para la

generacién de mineria de datos.



INTRODUCCION

La Mineria de Datos se ha convertido en una parte esencial para las empresas publicas
o privadas, organizaciones e instituciones educativas que administran, manejan y tratan
con grandes cantidades de informacion por lo que es considerado como una parte

fundamental para la Ciencia de los Datos.

El desarrollo constante de la tecnologia permite que todas las organizaciones manejen
o procesen grandes cantidades de informacién dando como resultado el andlisis y la
creacion de estrategias de negocio para una mejor toma de decisiones. Por lo que es
necesario el conocimiento de herramientas y entender la complejidad del manejo de
datos, para la creacién de posibles soluciones a diversos problemas que puedan ser
presentadas en cualquier tipo de organizacién, generando asi la mejor ruta basandose
en datos histéricos y proponer la mejor solucién. Caso contrario, si no se posee datos
histéricos porque es un nuevo problema se procede a generar nuevas soluciones

originando nuevas posibles rutas que ayuden para la toma de decisiones.



1. CAPITULO 1: DATOS Y BASES DE DATOS

En el siguiente capitulo se desarrollara las diversas definiciones que se desea
considerar y tomar en cuenta para un mejor entendimiento. En la presente
disertacion se tomara como punto de partida sobre los datos, la evolucion de los
mismos por medio de la historia, sus principales conceptos y la complejidad al

usarlos.

1.1. DATOS Y ORIGEN DE LA INFORMACION

1.1.1. Datos

Es un conjunto que es reflejado de forma cualitativa o cuantitativa en la
gue su representacion simbolica puede optar ser numérica, algoritmica,
espacial, instrucciones, alfanumérica, cifras, etc., dicha agrupacion
puede seguir cualquier tipo de orden ya que se los considera como Datos
Aislados?, dicho conjunto de datos deben seguir un proceso de
ordenamiento para que puedan ser interpretados como informacién, en
la que describe la experiencia o las observaciones y asi puede tener

cierto tipo de valor instruccional®.

Los datos representan un hecho o entidades, que pueden asociarse
mediante el contexto para obtener informacion. La informacion es una
constitucion de un conjunto ordenado y supervisado de datos, que
permite formar un mensaje y la toma de decisiones para resolver

problemas guiandose en la base del conocimiento.

La base del conocimiento es el conjunto de elementos de conocimientos,
que fueron recopilados como reglas o hechos, en la que se encuentra

organizada y almacenada dentro de una estructura de informacion. En la

! Datos Aislados: es un concepto del conjunto de datos que no siguen ningun tipo de regla especifica, los
cuales necesitan o requieren un proceso de ordenamiento para que dichos datos pueden convertirse en
Informacion, la cual ya puede ser interpretada.

2 |nstruccional: es la agrupacion de diversas cantidades de palabras en la que tiene como propdsito el
establecimiento de reglas para que puedan ser interpretadas por cualquier persona.



gque se puede acceder, recolectar, almacenar y recuperar la informacién

gque haya sido computarizada.

La informacién es un recurso que mediante un conjunto de datos puede
representar diversos modelos del pensamiento humano, porque los datos
pueden ser apreciados por los sentidos, en los que integran y forman

informacion que es utilizada para generar conocimiento.

1.1.2. Origen de lainformacion

En el transcurso de la historia la accesibilidad y el almacenamiento de los
conjuntos de datos han ido variando segun el periodo de tiempo vy el
avance tecnoldgico. Por lo cual nace la necesidad de almacenar y
archivar grandes cantidades informacién de datos, para asi poderlas

manipular o acceder a ellas.

En la Figura 1.1. se ilustra el proceso y causa que ayudd a obtener el

Origen de la informacién.

Procesamiento Informacidén

Figura 1.1. Origen de la Informacion, Elaborado por: Oscar Cérdova y Carlos Rosales

La informacién que se obtiene y se almacena es de suma importancia,
porque nos permite obtener una gran cantidad de informacion, la cual
cubriria nuestros conocimientos en base a lo que necesitamos o
buscamos saber y asi interpretar mejor el entorno que nos rodea

permitiéndonos tomar decisiones de acuerdo a los datos adquiridos.

A través del tiempo la informacién ha pasado por diferentes cambios que

fueron necesario entre los cuales encontramos:

° Entre los siglos V y X, la Unica forma de obtener informaciéon era
mediante las bibliotecas en la que se encontraba todo tipo de
registros, cuyo acceso era limitado y en la cual toda la informacion

era registrada manualmente. En este periodo se puede decir que



1.2.

recopilaban la informacién de los habitantes de cada uno de los

pueblos y sobre cédmo eran las cosechas.

Durante la edad media, con la creacién de la imprenta, y la
necesidad de registrar grandes cantidades de informacion en los
libros, se distribuyeron varios de ellos asi haciendo méas accesible

la informacion para las personas comunes.

En el siglo XX, la television, logré que la informacién tenga un gran

impacto en los medios de comunicacion.

En los comienzos de la era de la comunicacion electronica la
palabra informacion fue definida en terminologias desde un punto
de vista cientifico, dicha palabra fue definida por Jeremy

Campbell®.

La humanidad entra en la era digital mediante la aplicacién de los
transmisores y el sistema binario, para representar, transmitir y

personalizar la informacion.

Se ven en la necesidad de almacenar grandes porciones de datos
por lo que recurren a guardar, y almacenar la informacion, estas

eran recopiladas en las que fueron las primeras computadoras.

Nace la ARPANET* que ayuda a establecer las primeras

conexiones entre computadoras.

En la actualidad, se ha propuesto la globalizacion de acceso a
enormes volimenes de informacién existentes en medios mas

complejos y con capacidades de almacenamiento exponenciales

LA CALIDAD DE LOS DATOS Y SU COMPLEJIDAD

1.2.1. Calidad de los datos

3 Jeremy Campbell: Fue un escrito de origen Inglés, el escribié un libro llamado la Teoria de la Informacién.
4 ARPANET: Es la primera conexidn que se establece entre computadoras, es lo que ahora lo llamamos

Internet.



La calidad de datos es el conjunto de procesos, técnicas y metodologias,
que tienen como finalidad el mejoramiento continuo sobre la eficiencia en
el manejo de los datos existentes, el proceso de calidad de los datos para
que sea eficaz tiene como prioridad el ser entendible y repetible para el
usuario final, sea este una empresa o una organizacion corporativa dentro

del &mbito publico o privado.

Una muy buena calidad de datos es de suma importancia y decisorio ya
que se vuelve un activo corporativo en donde la calidad genera
consecutivamente un valor sea este en la evolucion, en la gestién y en la
administracién de los recursos disponibles dentro de una organizacién
para la reduccién de costos y asi obtener resultados beneficiosos para la

misma.

Para la calidad de los datos es necesario que sigamos los siguientes

puntos:
° Prevenir y evitar la duplicacién de los datos®
° Los datos deben estar bien redactados para mantenerlos limpios

y libre de errores de sintaxis® para el uso posterior en todas las

aplicaciones que vayamos a utilizar.

° Impulsar al mejoramiento continuo’ a partir de datos fiables como
referencia de la base del conocimiento para un nuevo

versionamiento.

Para la realizacién de un proceso de calidad, es de suma importancia
tener el conocimiento de que exigencias o0 requerimientos son necesarios
en el estado de los datos; los cuales son relacionados en un punto de
partida, en los que son clasificados por su perfilamiento del impacto, estos
sSon puntos necesarios para una correccion en casos de existir problemas

de calidad.

5> Duplicacion de los datos: es un proceso que consiste en la duplicacién de los datos desde un lugar a otro
dentro de una red almacenamiento.

6 Sintaxis: es la forma de cdmo se combinan las palabras para la elaboracién de oraciones y expresar
diversos conceptos de una manera coherente.

7 Mejoramiento Continuo: es conocido como un proceso en el que su principal enfoque es hacer mas
efectivo, eficiente y adaptable cualquier necesidad, en la que refleja la calidad del producto para hacerlo
mas competitivo a un largo tiempo.



Para estos tipos de errores de calidad son necesario unos puntos de
control que serviran como indicadores para proseguir con la correccion
de dichos errores, los cuales son conocidos como “Las seis dimensiones

de la calidad de datos”, qué se presentan a continuacion:

° Completitud®: ¢Existen campos en blanco? ¢Los datos pueden

ser utilizables?

° Conformidad: ¢ Los datos estan en un formato estandarizado?
° Consistencia: ¢,Consta de informacién contradictoria?
° Precision: Los datos son comparados con una fuente de

referencia, para confirmar que puedan ser utilizados

° Duplicacién: ¢Existe informacién que posee un mismo formato y

se encuentre en una misma tabla?

° Integridad: ¢ Toda la informacion presente en la tabla puede ser

utilizada?

En la Figura 1.2. se presenta un ejemplo sobre la Calidad de los Datos.

8 Completitud: hacer referencia si estd completo, esto quiere decir si las formulas estan légicamente
validadas en un sistema.
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542
343
244
345
346
247
348
349
350
351
332
353
354
335

357

Nombre Tipo_Persona Fecha Status Direccion 1 Direccion 2

Juan Prado Persona 11-Jul-12 Activo Las orguideas Ambato
Oscar Cordova Persona _ Activo Los girasoles Ambato
Steven Coronado Persona 23-May-12 Baja _ Quito
Puce Empresa 6-Feb-12 Activo Clmedo Quito
Microsoft Empresa 23-Mar-12 Activo 9 de Octubre Guayaquil
TATTA Empresa 18-Apr-12 Activo Juan Tangamarengo  Guayaquil
Persona 11-Jun-13 Activo La independencia Calderon
Movistar Persona Activo La prensa Quito
Supermaxi Empresa 30-5ep-12 Activo Brasil Quito
Karina Salgado Persona Baja Ventimilla Quito
Baby Crazy Empresa 4-0Oct-12 Activo Orosco Riobamba
Mintendo Empresa 3-Dec-12 Activo Calle 17 Colombia
Oracle Empresa 1-Feb-13 Activo Gonzalo Pizarro Quito
Juan Canelos Persona 23-Nov-12 Baja Gonzalo de Vera Tumbaco

Persona 14-Jun-12 Activo La Occidental Quito

Duplicidad: Se repite el registro de Carlos Rosales
Completitud: Faltan las fechas

Consistencia: Movistar no es una persona
Integridad: no se determina si son familiares
Precision: Los datos no son los correspondientes

- Conformidad: La direccidn no cumple con los estandares

Figura 1.2. Calidad de los datos, Elaborado por: Oscar Cérdova y Carlos Rosales

1.2.2. Pasos a seguir para la Calidad de Datos

Perfilamiento:

Radica en la utilizacion de algoritmos para identificar los diversos tipos de

contenido de los campos como:

° Perfiles de texto para nombre, direcciones y otros campos de texto
(Sanchez, 2013)

) Perfiles de caracter para cédulas de identidad, teléfonos y otros
(Sanchez, 2013)

E identificar los posibles problemas que podrian impedir el correcto uso

de los datos.
° ¢Los campos cuentan con integridad suficiente?
° ¢ Los campos contienen valores validos y coherentes?

(o))



° ¢ Qué procesos de estandarizacién / limpieza requieren los

campos?
° ¢, Cudles reglas son efectivas?

Los resultados obtenidos son una serie de reportes que informan los

problemas con los campos.
Estandarizacion / Normalizacion:

Es el proceso de eliminar o etiquetar los problemas detectados para tener
una base de datos apta para la utilizacion en la parte practica de la
presente guia, los campos se ven expuestos a normas impuestas por el
usuario para eliminar inconsistencias® identificadas en el perfilamiento de

datos.

Se realizan las siguientes actividades:

° Eliminacion de ruido

° Andlisis de datos

° Estandarizacién de términos
° Obtener valores faltantes

1.3. NORMALIZACION DE LOS DATOS

La normalizacién de los datos es un proceso mediante el cual una base
de datos trata de evitar redundancia llegando a una estructura mas

funcional.

Se puede decir también que la Normalizacion de Datos consiste en la
aplicacion de reglas a las relaciones derivadas del proceso de conversion

de un modelo entidad - relacién a un modelo relacional.

La normalizacion se clasifica en objetos, elementos, relaciones y sus
formas. Todo se basa en las caracteristicas que cada una de las tablas

posee.

% Inconsistencia de datos: es cuando en la base de datos existe algln tipo de incongruencia, como por
ejemplo la redundancia o duplicacién de la informacién.



Existen tres formas normales las cuales fueron creadas por Edgar F.
Codd., basicamente su enfoque era el cubrir gran parte de las
necesidades de la mayoria de las tablas de una base de datos. Se puede
mencionar que una o todas las tablas de una base de datos se
encuentran en una forma normal N.

Las formas normales generalmente ayudan a eliminar todas las
inconsistencias y redundancias para que pueda existir flexibilidad en el
proceso de disefio de las tablas, asi permitiéndonos crear y mejorar una
base de datos funcional y eficiente, evitando el perjudicar el performance

por una arquitectura mal disefiada.

Generalmente en el ambito practico se desarrolla un modelo l6gico®®
inicial por parte de los disefiadores de bases de datos para el mapear un
diagrama!* E-R de una base de datos relacional a un conjunto de

relaciones de otro modelo conceptual.

1.3.1. Primeraforma normal

La primera forma normal se trata de extraer todos los atributos del
conjunto de entidades del modelo conceptual, es decir que cada uno de
los atributos en cada una de las filas o celdas de la tabla, solo contienen

un valor.

En la primera forma normal los atributos son atémicos, lo que significa
que no se permiten campos repetidos, grupos, listas y conjuntos en el
dominio, ya que los valores no deben descomponerse mas alla de la tabla

lo que nos permite evitar la duplicidad de la informacion.

Todos los valores de entrada en cualquier columna deben ser de la
misma clase, dichos valores deben ser Gnicos ya que son un identificador

de dicho valor, el orden de los valores no influye en la tabla.

10 Modelo Légico: es un tipo de modelamiento que se caracteriza porque su enfoque principal estd ligado
a las operaciones mas que a su descripcion de una realidad; detalla un esquema légico del modelo
conceptual.

11 Diagrama de flujo de datos: es una representacién de tipo grafico para visualizar el proceso o flujo de
datos y asi dar soluciones a problemas de un sistema y las entidades externas.



1.3.2. Segunda forma normal

La segunda forma normal trata sobre la dependencia funcional que tienen
los atributos de una tabla con la clave primaria, es decir cada atributo
debe poder identificarse mediante la clave primaria y no como un atributo

independiente.

Por lo tanto, en una tabla debera existir Gnicamente una clave primaria
con la cual se podran establecer relaciones con otras tablas, dependiendo
de la relacién existente debera ser necesario crear tablas débiles que
permiten manejar dicha relacion mediante las claves primarias de las

tablas involucradas.

Para encontrarse dentro de la segunda forma normal es necesario que la
tabla cumpla con las condiciones previas y obligatoriamente se encuentre

en la primera forma normal

1.3.3. Terceraformanormal

La tercera forma normal, nos indica que dentro de una tabla no puede
existir dependencia mediante la propiedad transitiva, es decir si existe la
relacion de dependencia A — By B — C, entonces A — C. Cada uno de
los atributos de la tabla debe ser Unicamente dependientes de la clave

primaria y de ningun otro atributo.

Esta forma normal es necesaria ya que si existen dependencias de
manera transitiva pueden presentarse problemas al momento de realizar
acciones como insercion, actualizacion y borrado de datos. Se pueden

generar conflictos de informacién, asi como duplicidad en las tablas.

Para declarar que una tabla se encuentra en la tercera forma normal, es
necesario que cumpla las condiciones anteriores, es decir debe

encontrase en primera y segunda forma normal.

Actualmente existe la regla denominada forma normal Boyce-Codd,
siendo esta una forma mejorada de la tercera forma normal, ya que
Boyce-Codd puede aplicarse a tablas que contienen mas de una clave

candidata, cosa que era imposible para la tercera forma normal.



Boyce-Codd se aplica directamente a las relaciones existentes, antes que
a la tabla como tal, y dice: “Una relacion esta en forma Boyce-Codd si,
siempre que existe una dependencia funcional X — A, entonces X es una

sUper clave!?”.

1.4. BASES DE DATOS Y SUS TIPOS

1.4.1. Bases de Datos

Son entidades capaces de almacenar datos que guardan alguna relacién, de
manera estructurada para poder utilizarla después. Debido a este concepto
de poder acceder a la informacion, nos referimos a redes lo que le da el

nombre de sistemas de informacion.

Debido a la complejidad que representaba el manejo de grandes cantidades
de informacién, rapidamente se crearon los SGBD?® (Sistemas Gestores de
Bases de Datos). Los cuales permitian un acceso simple y una capacidad de
administracion de las bases de datos. Los usuarios de las bases de datos
podran ingresar mediante los SGBD para visualizar y modificar data,
dependiendo de los niveles de permisos con los que cuenten, estos datos

podran ser utilizados por varios usuarios a la vez.

1.4.2. Caracteristicas de una base de datos

La mayoria de bases de datos cumplen las siguientes caracteristicas:

. Independencia fisica: El nivel fisico puede ser modificado sin

afectar el nivel conceptual.

. Independencia l6gica: El nivel conceptual puede ser modificado
sin afectar el nivel fisico. Se podran introducir mejoras sin afectar

la experiencia del usuario

2 S(per clave: estd compuesto por uno o mds atributos que nos ayudan a la identificacién de una entidad
Unica en un conjunto de entidades.
13 SGBD: Sistemas Gestores de Base de Datos
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. Facilidad de uso: Un usuario que no tenga conocimiento de la

base debera ser capaz de realizar sus consultas.

. Acceso rapido: La base de datos debera ser capaz de presentar
los resultados en el menor tiempo posible, para mejor esta
caracteristica se utilizan algoritmos de busqueda que acortan el

tiempo de respuesta.

. Administracién centralizada: Los SGBD deberan permitir la

actualizacién o manejo de datos de forma centralizada.

. Redundancia controlada: El SGBD debera ser capaz de evitar
la redundancia siempre que sea posible, para optimizar los
recursos de la base de datos.

. Verificacidn de integridad: Los datos deberan ser coherentes

. Uso compartido de datos: Varios usuarios deberan ser capaces

de acceder a la base de datos al mismo tiempo.

. Seguridad de los datos: El administrador de la base de datos
debera ser capaz de administrar los derechos de acceso de los

usuarios a los datos.

En la Figura 1.3. se presenta las caracteristicas de una base de datos

gue se deben cumplir.

11



Figura 1.3. Caracteristica de una base de datos, Elaborado por: Oscar Cérdova y Carlos Rosales
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2. CAPITULO 2: MINERIA DE DATOS

En este capitulo se consideraran las diversas definiciones acerca de la mineria
de datos tomando en cuenta desde su origen, su evolucion y el propoésito del
mismo, por lo que es fundamental aclarar ciertos conceptos bésicos que seran

de suma importancia para el aprendizaje.

La mineria de datos es un mecanismo de exploracion que permite el
descubrimiento de informaciéon por medio de un conjunto de tecnologias y
técnicas que permiten explorar informacion valiosa en grandes cantidades de
datos. Sigue un conjunto de patrones o reglas que permiten cumplir con el
contenido, el cual se encuentra guardado o respaldado en algin repositorio'* de

datos y asi cubrir la necesidad del usuario final.

La mineria de datos para realizar su proceso de buUsqueda en la que utiliza una
serie de algoritmos los cuales trabajan conjuntamente con técnicas de

estadistica e inteligencia artificial'® y hace el uso de redes neuronales?®.

La mineria de datos se la puede poner en practica siempre y cuando existan
base de datos de gran volumen, por lo que es necesario el conocimiento previo
del proceso de minado de datos, como el entorno al que se encuentra aplicado
el mismo. El objetivo que tiene como prioridad es el aprovechar al maximo el
valor de la informacién buscada y asi poder usar los patrones preestablecidos
para generar un mejor entendimiento y asi permitiéndonos realizar una toma de

decisiones confiables.

La gran cantidad de informacién que es generada puede ser manipulada,
administrada, controlada, optimizada, planificada y realiza predicciones, lo cual
nos permitird realizar una toma de decisiones en ambito que este aplicado la

mineria de datos.

Existen algunos factores que son influyentes que nos permiten generar grandes

cantidades de informacion:

14 Repositorio: es un lugar en donde se respalda todo tipo de informacidn digitalizada la cual se encuentra
almacena en una base de datos.

15 Inteligencia artificial: conocida también como Al son sistemas expertos que fueron programado para
que se encarguen de imitar las acciones o el pensamiento humano.

16 Redes neuronales: fueron realizadas en base al comportamiento de las neuronas de los seres humanos
por lo que simula modelos de tipo artificial que tienen como propésito el resolver problemas de alto grado
de dificultad por medio de algoritmos convencionales.
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e La creacibn de nuevas tecnologias son factores para una mayor
capacidad en los procesadores.

e Un nivel alto de confiabilidad y mayor velocidad en la transmision de los
datos.

e Administradores de bases de datos con mayor capacidad y mas
poderosos.

e Los sistemas de almacenamientos pueden ser de bajos costos.

2.1. HISTORIA Y EVOLUCION

2.1.1. Origen

En el transcurso de la historia el hombre ha extraido informacion de
una gran variedad de datos en varios campos usando una gran

cantidad de metodologias y algoritmos matematicos.

La extraccién y recoleccion de dichos datos permitia generar mayor
conocimiento acerca del campo que se desea emplear dichas

metodologias matematicas.

Con el avance tecnolégico se abrieron nuevos horizontes para el ser
humano por lo que se empez6 a usar ordenadores que sirvieron de
apoyo para la realizacion de tareas, dando asi el surgimiento del

aprendizaje de maquina (“Machine Learning”)'’.

En el ambito empresarial la mineria de datos ha tenido una gran
participacion para la toma de decisiones, por lo que usan base de
datos para la recopilacion de informacion y asi almacenar y gestionar
grandes cantidades de datos tanto actuales como histéricos. De igual
forma permite la recuperacion de informacion de grandes cantidades

de datos.

Por ejemplo, el manejo adecuado o el uso de patrones en la mineria

de datos ayudaria a la evaluacion, de diversas posibilidades, como de

7 Machine Learning: el aprendizaje de maquina es aquello que le permite aprender a la computadora
utilizando varias herramientas de software, para generar un andlisis de datos en donde se observan los
comportamientos que se generan de la informacién no estructura.
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2.1.2.

donde o cuando se puede impartir un negocio, que tipo de clientes

podriamos obtener, el tipo de publicidad, etc.

Historia

En los afios 60s los datos eran manipulados por metodologias
estadisticas y matematicas, esto era conocido como (data fishing)*® o
data archaeology, en la que realizaban la busqueda de la informacion
sin tener mayor conocimiento sobre las correlaciones en base de

datos.

La mineria de datos nace a partir de los grandes volimenes de
informacién que obtenian los investigadores, por lo que en la década
de los 80s un grupo de investigadores entre los que se encontraba
Gio Wiederhold®®, Robert Blum, Gregory Piatetsky?® y Rakesh
Agrawal?! asentaron nuevas terminologias para el manejo de grandes
cantidades de informacién llamado asi “Data mining”. En esta década
solo existian pocas empresas que hacian el uso de tecnologia

vinculada al manejo de datos.

Con el desarrollo de las nuevas tecnologias los proveedores de los
Sistemas de Manejo de las Bases de Datos, como por ejemplo IBM y
Oracle desarrollaron nuevas caracteristicas a sus productos de
software que permitan el almacenamiento a partir de sus bases de

datos estandar.

En el afio 2002 ya se habian creado cerca de 100 empresas que se

dedicaban a dar soluciones en mas de 80 paises, el cual el manejo

18 Data Fishing: “Es el uso de la mineria de datos para descubrir patrones en los datos de que puede ser
presentada como estadisticamente significativo, sin elaborar primero una hipdtesis en cuanto a la
causalidad subyacente” (Wikipedia, 2016)

1% Gio Wiederhold: Profesor de Ciencias de la Computacidn, su origen es italiano y estudio en la
Universidad de Stanford, la mayor parte de su vida se dedicd a la investigacion de los grandes sistemas de
gestion de bases de datos.

20 Gregory Piatetsky: Es un Cientifico de origen ruso, fue el co-fundador de KDD y estd asociado al
descubrimiento de la mineria de datos.

21 Rakesh Agrawal: Doctor en Ciencias y Computacién, graduado en la Universidad de Wisconsin-Madison,
ayudoé al desarrollo de tecnologias, conceptos y herramientas para la mineria de datos.
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2.1.3.

de datos estuvo vinculado especificamente al area académica y al

empresarial.

Propdsito del minado de datos

En la actualidad el propésito de realizar minerias de datos en parte es

para generar una gran ventaja competitiva tanto para las empresas

como para las instituciones educativas, que esta genera una gran

cantidad de informacién que nutre el conocimiento y asi generar

beneficios a diversas escalas.

Por lo que el uso principal de la mineria de datos por parte de estas

instituciones es para obtener los siguientes beneficios:

Ayuda a la optimizacion y el manejo de recursos de cualquier
tipo de organizacion, la mineria de datos ayuda a presentar
una gran cantidad de metodologias que generan una mayor
productividad y asi proponer una ventaja competitiva sobre
otras organizaciones.

Realizar una clasificaciéon de datos a partir experiencias y
categorizarlas basandose en datos histéricos, aqui se emplea
la mineria de datos basandose en datos histéricos para asi
determinar una nueva conclusién o posible solucién para
algun problema. Por ejemplo, si esto es empleado en la
medicina en su totalidad podemos determinar muchos de los
posibles factores de un problema de salud y asi generar un
diagnostico adecuado para un paciente, el cual esta
determinado en registros anteriores de pacientes con el
mismo problema.

Obtener predicciones de posibles comportamientos futuros,
esto se basa en tomar datos e informacion actual o histérica
que se va presentando constantemente y asi predecir un
supuesto comportamiento, el cual puede ayudar a una toma
de decisiones para los préximos eventos.

Reconocer la existencia de algun patrén o alguna actividad de

cualquier evento pasado, en este caso la mineria de datos nos

16



permitiria explorar algun registro histérico que cumplan con el
mismo patrén y asi identificarlo para generar una mejor

solucién al mismo.

2.2. CONCEPTOS BASICOS

2.2.1. Base de Datos Operativas (OLTP)

Son aquellas que tiene la capacidad de procesar grandes cantidades
de informacién y realizar un nimero limitado de transacciones en
linea (OLTP)?? de forma repetitiva, este tipo de transacciones
repetitivas pueden generar o requerir cambios en las tuplas de las

bases de datos relacionales.

“Una base de datos como ésta se desarrolla para servir a las
necesidades de informacién de los usuarios finales, y esta disefiada

para soportar sus operaciones empresariales diarias” (Ricardo, 2004)

Por lo que es necesario conocer el comportamiento de las bases de
datos operativas, ya que nos permite generar un apoyo para las
transacciones de los grandes volimenes de datos que son
administradas y asi realizar un entregable con las posibles respuestas
para los usuarios. Las bases de datos operativas siempre estan en
una actualizacién constante ya que es en tiempo real, debido a que
depende de la cantidad de transacciones de la entidad o institucion;
de igual forma es indispensable que las operaciones como el borrado
o las inserciones deben ser ejecutados de una forma espontanea y
asi mantener la base de datos actualizada, para generar informes

sobre la situacion en la que se encuentra dicha entidad.

2.2.2. Arquitectura del almacenamiento de datos

La arquitectura de datos hace referencia al como deben estar

estructurados y disefiados los diversos métodos que sirven para el

22 OLTP: Online Transaction Processing (Procesamiento de Transacciones en Linea).
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almacenamiento de informacion dentro de una base de datos, el cual
es de suma importancia en la mayor parte de instituciones ya que
ayuda a guardar grandes cantidades de informacion debido a su
buena arquitectura de almacenamiento, porque emplea un disefio de

alto nivel para su implementacion.

“Los datos se toman de las fuentes de datos, que pueden incluir bases
de datos operativas multiples, otras entradas como archivos
independientes y datos ambientales como informacion geogréfica o

datos financieros.” (Ricardo, 2004)

De igual forma los datos almacenados pueden ser validados e
integrados para verificar el nivel de calidad del almacenamiento de
informacion, este proceso se realiza antes de cargar la informacion,

este proceso es considerado como la limpieza de datos.

“El proceso de carga es una transaccién larga, pues por lo general
esta involucrado un gran volumen de datos, de modo que el sistema
debe usar herramientas de gestion de transaccién para garantizar
recuperacion adecuada en el evento de falla durante la transaccién
de carga” (Ricardo, 2004)

Posteriormente el almacenamiento de datos es usado para soportar
las consultas OLAP?Z, con la finalidad de generar posibles soluciones
estratégicas que ayudan a realizar una buena toma de decisiones y
asi generar la informacién que va a ser empleada en el minado de
datos. Hace uso de los diversos patrones para encontrar la

informacion que serd empleada para generar una posible solucion.

A continuacion, en la Figura 2.1. tenemos un ejemplo de cémo esta

estructurada la Arquitectura del almacenamiento de datos.

23 OLAP: On-Line Analytical Processing (Procesamiento Analitico en Linea).
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Figura 2.1. Arquitectura del almacenamiento de datos, Elaborado por: Oscar Cérdova y Carlos Rosales

2.2.3. Mineria de Datos (Concepto general)

“La mineria de datos es el proceso por el que se extraen datos

previamente desconocidos de grandes bases de datos y se utiliza

para tomar decisiones en la organizacion” (Kantardzic, 2002).

Se realiza la preparacion de datos, en la que se aplica los diversos

procesos de mineria de datos con la finalidad de encontrar un patrén

del se obtendra como resultado la informacion necesaria que ayudara

a la toma de decisiones.

Existen algunos factores que son influyentes como caracteristicas de

la mineria de datos:

Encuentra diversos patrones que pueden ser impredecibles
los cuales generan soluciones al problema.

Un nivel alto de confiabilidad y una mayor velocidad en la
transmision de los datos es de suma importancia ya que
trabaja sobre grandes voliumenes de informacion.

Ayuda a la toma de decisiones dentro de una organizacion
privada o publica.

Los sistemas de almacenamientos pueden ser de bajos
costos. Por lo que es aplicada a diversas areas como

geoldgicas, meteoroldgicas, industriales y al comercio.
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2.2.4. Anadlisis Predictivo

“El andlisis predictivo agrupa una variedad de técnicas estadisticas
de modelizacion, aprendizaje automatico y mineria de datos que
analiza los datos actuales e histéricos reales para hacer predicciones

acerca del futuro o acontecimientos no conocidos” (Wikipedia, 2016)

Por lo general el andlisis predictivo es usado constantemente en
diversas organizaciones para la optimizacion de procesos, ya que
analiza los diversos comportamientos y busca posibles soluciones

anticipandose a los problemas generados.

Simula el comportamiento humano, por lo que utiliza soluciones
basadas en el aprendizaje supervisado, en el cual se tiene dos fases

fundamentales.

La primera fase es el aprendizaje en donde se dan los diversos
pardmetros y asi se construyen los modelos de entrenamiento de las

muestras de informacién o de datos.

La segunda fase es de comprobacién, busca y analiza la informacién
guardada en la base de datos y provee nuevas soluciones evitando

la redundancia de informacion.

“El modelo predictivo se asocia con las técnicas de clasificacion y
prediccion de valores. La clasificacién supone determinar una clase
para cada fila de la base de datos. Esto puede hacerse utilizando
arboles de decision o redes neuronales.” (Davies, 1996, 2000, 2004,
2014)

Con un conjunto de informacién o datos de entrada se realizara el
siguiente analisis, en el que este sera representado en forma de un
arbol de decision?*, en donde los nodos deben cumplir una serie de
condiciones las cuales se emplean para hallar una soluciéon. Dicha

solucion se las representard como las ramas del arbol.

24 Arbol de Decisién: es la representacién de tipo grafico en donde se basan las decisiones de tipo
secuencial en resultados de probabilisticos. Son usados por lo general en sistemas expertos, en arboles
de juego y en busquedas binarias.
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Finalmente, los nodos hojas simbolizara el rango de clases los cuales

compone la fila.
Estos nodos se pueden dividir en:

e Capa de entrada: depende de las particularidades de los
datos de entrada a la red.

e Capa de procesamiento: hace uso de los pesos que fueron
asignados en las relaciones entre los nodos, posteriormente
proceden a clasificarlos.

¢ Capa de salida: una vez clasificados en funcion de los pesos

se visualiza los tipos de clases en el problema.

En la Figura 2.2. tenemos un ejemplo de cémo se realiza un Analisis

Predictivo.

Solicitante

INGENIERIA DE
INGENIERIA CIVIL SISTEMAS Y
COMPUTACION

Figura 2.2. Andlisis Predictivo, Elaborado por: Oscar Cérdova y Carlos Rosales

2.3. PRINCIPIOS DE MINERIA DE DATOS

2.3.1. Reiteracion
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Es la aplicacién de un conjunto de herramientas computacionales y
técnicas que se encargan de realizar diversas combinaciones en
donde se toma en cuenta todos los factores para obtener un buen
resultado, el cual nos ayudara a tener una mejor vision acerca de lo
que ocurre y lo que esconde toda la informacion que ha sido

almacenada en la base de datos.

2.3.2. Temporalidad

En este caso es indispensable considerar de antemano la cantidad de
tiempo que puede tomar la busqueda de un resultado, ya que se debe
especular o reconocer el tipo de herramienta que se vaya a emplear.
Es necesario que los datos no sean inconsistentes o0 demasiados
pobres ya que podria no generar ninguna solucién y a su vez no

origine resultados que sean de interés para la organizacion.

Al emplear la metodologia adecuada y realizando una configuracion
optima de las herramientas, los patrones van a empezar a surgir y los

resultados esperados se van ir obteniendo consecutivamente.

2.4. TECNICAS Y METODOLOGIAS DE LA MINERIA DE DATOS

Al referirnos de mineria de datos hablamos sobre diversas técnicas
estadisticas en las que se facilitan las consultas, la creacién de informes,
etc., por lo que es esencial considerar para la mineria de datos sus

técnicas importantes para su operacion que son: KDD y OLAP.

2.4.1. KDD

KDD?: Knowledge Discovery in Databases

25 KDD: Knowledge Discovery in Databases.
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Se define al proceso como “El proceso no trivial de identificar patrones
validos, nuevos, potencialmente Uutiles y en dltima instancia

comprensibles en los datos” (Usama Fayyad, 1996)

Es el proceso de obtener conocimiento e informacion relevante y (util
de la base de datos. Se utiliza cuando el crecimiento de una base de
datos supera las habilidades humanas para analizar la informacion.
Esto debido al gran tamafio de las bases de datos, la presencia de
ruido, asi como los datos inconsistentes y redundantes, se hacen
necesarios las técnicas de pre procesamiento en las cuales se aplican
mineria de datos. Siendo un proceso iterativo, hos permite reconocer
o determinar las diferentes relaciones existentes entre la informacion
obtenida de la base de datos. Permitiendo la toma de decisiones en

base a dichas relaciones.

El proceso de KDD esté ilustra en la Figura 2.3.

SISTEMA DE
INFORMACION

KDD

PATRONES

CONOCIMIENTO

Figura 2.3. KDD, Elaborado por: Oscar Cérdova y Carlos Rosales

23



2.4.1.1. Las etapas o fases que conforman el proceso KDD:

En este punto se hablara sobre las fases que conforman KDD que son:
seleccion de datos, preparacion de datos, data mining, interpretacion y
evaluacion.

Seleccion de datos:

Esta es la etapa en la cual se determinan las fuentes de datos, asi como
el tipo de informacion que se utilizara. Dicha informacion se encuentra en
bases de datos u otras fuentes de informacion ya sean externas o

internas.

La fase de mineria de datos dependera mucho del tipo de fuente, asi

como de los usuarios que utilizan la informacion.

. Picapedreros: Realizan informes, controlan valores y supervisan

la evolucién de ciertos parametros.

. Exploradores: Buscan patrones significativos utilizando la

minerfa de datos.

Cuando la informacion es obtenida de una fuente externa es necesario

determinar su tipo y utilidad, para facilitar el proceso de analisis.

Esta informacién puede ser demogréfica, uso de internet, informacion de
la industria o negocio, evolucion econdmica, climatolégicas, bases

externas compradas a otras compaiiias, etc.

Preparacion de datos:

El objetivo de esta fase es el obtener un conjunto de datos de calidad
para utilizarlos como entradas y asi obtener modelos, patrones o reglas
de mayor calidad. Es decir, consiste en realizar la limpieza de datos que
pueden estar incompletos (valores o atributos perdidos), presentar ruido
(valores incorrectos o inesperados) o inconsistentes (valores o atributos

que son diferentes a lo esperado). Dependiendo de los datos sucios estos
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pueden ser simplemente eliminados, ya que mantenerlos en la base de

datos puede representar un analisis inexacto o resultados incorrectos.

Las acciones que se pueden tomar en cuenta para realizar la limpieza

frente a datos andmalos son las siguientes:

« Ignorar: Algunos algoritmos de mineria de datos son robustos a los
datos anémalos, es decir que el algoritmo puede manejar los posibles

errores presentes en los datos.

* Filtrar la columna: Eliminar o reemplazar la columna, es una
solucién extrema pero valida, es preferible en la mayoria de los casos
reemplazar la columna a eliminarla ya que pueden existir datos

dependientes de dicha columna.

* Filtrar la fila: Sesgar los datos ya que en muchos casos datos
erroneos se deben a casos especiales.

* Reemplazar el valor: Utilizar el valor “null” para reemplazar un valor
erréneo, siempre y cuando el algoritmo de mineria de datos pueda
liderar con estos, en casos numéricos también se pueden utilizar
maximos o minimos dependiendo de la variable, teniendo en

consideracion como afectara esto al resultado.

« Discretizar: Transformar variables continuas a variables discretas.

En caso de datos faltantes se tomara las siguientes medidas:

* Ignorar: Algunos algoritmos son robustos al momento de manejar

datos faltantes, como podrian ser los arboles

* Filtrar la columna: Eliminar o reemplazar la columna, igualmente se
trata de una solucion extrema, es preferible reemplazar la columna

con una variable booleana indicando la existencia del valor.

« Filtrar la fila: Muchos de los datos faltantes se relacionan con casos

especiales

* Reemplazar valores: A veces se puede predecir los datos a partir de

otros datos, por lo que se reemplaza con valores medios.
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*+ Segmentar: Las tuplas se segmentan dependiendo de los valores
disponibles, se obtienen modelos para los segmentos y se vuelven a

combinar.

* Modificar la politica de calidad de datos: Esperar hasta que los

datos faltantes estén disponibles.

Es necesario analizar las razones por las que se encuentran los datos
faltantes, muchas veces representan caracteristicas relevantes, otros
valores pueden como no existir en la realidad o muchas de las tuplas

faltantes pueden representar que provienen de fuentes externas.

Frente a las inconsistencias, dos valores con el mismo atributo, pero con
diferente valor, es necesario unificar siempre que se puedan los registros

en una Unica clase.

Al realizar estos procesos de limpieza sobre la base de datos, se reduce
su numero de datos, buscando utilizar los mas relevantes con respecto al
objetivo que se busca al realizar la mineria de datos, asi como tipos de
datos especificos o un limite maximo de registros con lo cual se vuelve
mas efectivo el proceso de mineria de datos al que se ve expuesto este
grupo de informacion, reduciendo asi considerablemente el tiempo de

procesamiento en la fase de mineria de datos.

Las transformaciones de datos, como Ila “Numerizacion” o
“Discretizacion”, consisten principalmente en modificaciones sintacticas
gue no alteran o cambian el valor de la informacion, esto se realiza con
el fin de crear nueva estructura de datos apropiada para el proceso de

mineria de datos conocida como la “Vista Minable”

Algunas de las transformaciones que se realizan son:

* Numerizacién: Se refiere a la transformacion de datos nominales a
datos de valor numérico, esto se realiza al utilizar una técnica de

mineria de datos que no acepta datos nominales.

« Discretizacion: Transformar valores numéricos a valores nominales,

con el fin de establecer relaciones.

26



« Aumento de dimensionalidad: La creacién de nuevos atributos
sustituyendo los actuales, o afiadiendo nuevos. Tiene el fin de permitir

la resolucién de problemas que de lo contrario serian irresolubles.

* Reduccién de dimensionalidad: Es la creacion de atributos que
sustituirdn los actuales, siendo estos de menor cantidad. Los patrones
en muchas ocasiones no pueden formarse o detectarse debido al

exceso de atributos o instancias.

* Normalizacién de rango: Se refiere a la normalizacion de valores
numéricos, para que los atributos se encuentren dentro de la misma

medida.

Data Mining

En esta fase se utiliza la vista minable, obtenida previamente mediante la
preparacion de datos, en la cual se aplicaran los diferentes procesos de
mineria de datos con el fin de obtener los patrones de los cuales se

obtendra la informacion Gtil para la toma de decisiones.

Dependiendo del tipo de busqueda que se desee realizar existen dos
diferentes tipos de mineria, que son la Direct data mining (Supervisada o

Descriptiva) o Undirected data mining (Predictiva).

En la blusqueda supervisada es necesario tener claro el tipo de
informacion que deseamos obtener al final del proceso, ya que esto
marcard el tipo de algoritmo que deberemos utilizar, en otras palabras,
este proceso es aquel en el cual utilizaremos variables conocidas para

predecir el valor de otra variable también conocida.

Mientras que en la busqueda predictiva se utilizan variables conocidas

para determinar el valor de una variable desconocida.

. Estadisticas y algebraicas: Se trata de expresar los modelos o
patrones obtenidos mediante una resolucion matematica ya sea
como una férmula, una funcién, una distribucibn o valores
estadisticos. Usualmente este tipo de técnica se utiliza en
modelos predeterminados de las cuales se pueden obtener

variables o pardmetros.
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Técnica bayesiana: Como su hombre lo indica se utiliza el teorema
de Bayes para determinar la pertenencia a cierto grupo o clase

mediante probabilidades.

“‘Naive Bayes es una técnica de clasificacion y prediccién que
construye modelos que predicen la probabilidad de posibles
resultados. Naive Bayes utiliza datos histéricos para encontrar

asociaciones y relaciones y hacer predicciones.” (Gabits, 2009)

P(0lh) x P(h)

P(h|0) = 5(0)

En la formula interpretamos que (h) es la hipétesis, (0) son las
observaciones y las probabilidades condicionales corresponde a
P(h|0) y P(0Olh) ;en donde P(h|0) corresponde a que la
observacion sea resultado de un experimento, el cual es (h) en la

formula.

Arboles de decision y sistemas de aprendizaje: Son un conjunto
de reglas y condiciones jerarquicas, que permiten la toma de
decisiones, con tan solo verificar las condiciones que se cumplen,
por lo cual los resultados son excluyen y dan como resultado una
Gnica accion a tomar. Los sistemas de aprendizaje utilizan la
clasificacién para determinar a qué clase pertenece el objeto, para
lo cual utilizan los arboles de decision, siendo cada uno de los
nodos disyuntivos (cumple o no cumple) mediante un conjunto de
condiciones excluyentes, permitiendo llegar a una anica solucion.
Este algoritmo es conocido como algoritmo de particion o “Divide
y venceras”. Hay que tener en cuenta que una vez seleccionada
la particion no se podra cambiar por lo cual es necesario un buen
criterio de particion, ya que una mala eleccion al comienzo dara

como resultado un mal arbol.

Conteo de frecuencias y tablas de contingencia: Se refiere a
contar la frecuencia con la que dos 0 més sucesos se presentan.
Existen algoritmos que permiten este conteo cuando la cantidad
de sucesos son muy grandes. Ejemplo algoritmo A priori
(algoritmo usado para encontrar reglas de asociacion, basado en

conocimiento previo o “apriori”)
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. Redes neuronales:

Se trata de una técnica que mediante el entrenamiento de pesos
en nodos conectados entre si 0 neuronas puede aprenderse un
modelo, esto depende de la topologia de la red y los pesos
asociados.

. Basados en casos, densidad o distancia: Algoritmos basados en
la distancia entre elementos para determinar funciones de

densidad(poblacional).

Interpretaciéon y evaluacion

A partir de los resultados obtenidos de la fase anterior (patrones) se
proponen hipotesis o modelos que necesitan ser evaluados y validados,

que siguen el siguiente proceso:

* Primero, se valida la precision del modelo planteado, esto se realiza
comparandolo con otros modelos independientes del proyecto dando

asi una directiva de la direccion que se debe seguir.

* Segundo, realizar un experimento del modelo poniéndolo en practica,
con un subconjunto de usuarios o clientes que representen la
poblacion a la que se vera expuesta el modelo en un futuro, de esta
manera confirmar su validez y si cumple o no con el objetivo con el

que se lo desarrollé.

DATA-WAREHOUSING (Almacenes de datos)

La data warehousing es el proceso de construir una data warehouse,
gue es la unién de diferentes fuentes de datos heterogéneas que
soporten reportes, ad hoc “queries” estructurales o no, y toma de
decisiones. Esto involucra la limpieza, integracién y consolidacion de

los datos.

Existen tecnologias que permiten el utlizar la informacion
almacenada en la data warehouse haciéndolas mas rapidas y
eficientes. La informacion obtenida puede ser utilizada en los

siguientes dominios, por ejemplo:
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» Estrategias de Produccién: Es utilizada para reposicionar los
productos y el manejo de los portafolios, optimizando la cantidad
de producto necesario y disminuyendo la pérdida de productos y

capital

* Analisis de clientes: Se analizan las preferencias de compra de
los clientes, para crear mejores estrategias de venta y publicidad,

aumentan la posibilidad de ventas y los ingresos

+ Andlisis de Operaciones: Ayuda a mejorar el trato de los clientes,
consiguiendo asi mejorar la aceptacion de los productos o
servicios y permite la correccion de errores en las operaciones con

el fin de volver mas 6ptimo la produccién.

24.2. OLAP

OLAP?: On-Line Analytic Processing

OLAP tiene como objetivo agilizar las consultas realizadas en las
bases de datos, es decir crear informacién resumida que represente
todo el contenido de la base de datos y utilizar esta informacién para
acelerar el proceso. Aungue existe la posibilidad de realizar esto
mediante consultas SQL, en muchos de los casos son muy costosas
y complicadas de realizar, por lo pue representa un gasto de recursos
y tiempo elevado, mientras que utilizando las herramientas de OLAP

el proceso es casi instantaneo.

Los procesos estadisticos necesitan utilizar grandes cantidades de
informacion para obtener resultados, lo que requiere manejar las
agrupaciones de ciertos atributos para obtener resultados. Existen
atributos de medida que son aquellos que representan cantidades o
valores numéricos, como su nhombre lo indica se utiliza para medir
algun atributo. Por otro lado, también existen los atributos
dimensionales, son las dimensiones en las que se representan los
atributos de medida. Aquellos datos que pueden representar tanto

una dimensién como valores de medida son los llamados datos

26 OLAP: On-Line Analytic Processing
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multidimensionales. Para entenderlo mejor utilizaremos un ejemplo
de tabla de una tienda de ropa, en esta existen varios atributos como
el articulo, el color, la talla y la cantidad. En dicha tabla el atributo de
medida sera la cantidad, ya que mide la cantidad de unidades
disponibles de cada prenda, el resto de atributos son dimensionales
ya que representan las diferentes dimensiones que son medidas

mediante el atributo de cantidad.

Para la representacion de los datos multidimensionales es necesario
que expresemos la tabla de forma cruzada permitiéndonos
representar los datos multidimensionales de una manera mas facil de

reconocer.

Para realizar la representacion de datos multidimensionales

usaremos la siguiente Tabla 2.1.

Oscuro | Pastel | Blanco | Total
Falda 8 35 10 53
Vestido 20 10 5 35
Camisa 14 7 28 49
Pantalon 20 2 5 27
Total 62 54 48 164

Tabla 2.1. Tabla de datos tridimensional, Elaborado por: Abraha, Silberschatz, Henry F. Korth, S.Sudasrshan
(Fundamentos de bases de datos — Quinta Edicion)
Este es un buen ejemplo donde podemos apreciar las columnas
resumen que nos muestra la informacién necesaria de cada obijeto,
muchas de las tablas cruzadas tienen estas columnas. Ademas de
permitirnos expresar los datos multidimensionales con mayor
facilidad, las tablas cruzadas nos permiten afiadir una mayor cantidad
de atributos lo que permitirdA una mejor representacién de la

informacion.

La generalizacion de las tablas cruzadas, que pueden ser
bidimensionales a n dimensionales, es denominada como cubo de
datos, donde cada una de las caras representa una dimension de las
tablas cruzadas, en nuestro ejemplo la informacion se representa
mediante nimeros, siendo esta, la informacion resultante del cruce

de las dimensiones disponibles, se presenta la informacion en una

31



cara de las celdas mientras que las otras se las deja en blanco si es
que son visibles, cabe destacar que aun si ninguna de las carilla es

visible a primera vista igualmente contiene la informacion.

Una de estas celdas puede representar la agrupacion de todas las
celdas de dicha dimension, lo que permite realizar agrupaciones a

gran escala, asi como agrupaciones de agrupaciones.

En la Figura 2.4. apreciaremos la Tabla 2.1. en forma de datos
multidimensionales, en donde se ve una tabla cruzada con una gran
cantidad de atributos. En donde la representacion grafica de las tablas
cruzadas que pueden ser bidimensionales es denominada como
Cubo de datos.

2 5 A
87 0/ 612/
R/ B BT D
16
>

oscuro 8 20 14 20 62 4/

34|/ 118

pastel [ 35 [ 10 | 7 | 2 | 54 191/

5 21 45

s

Shlanco | 10 | 8 | 28 | 5 | 48 42|/ pequeria
77V 2 5

an| s |35 |49 | 27 [164 | Jarande

falda vestido camisa pantalén all
nombre_articulo

Figura 2.4. Cubo de datos tridimensional, Elaborado por: Abraha, Silberschatz, Henry F. Korth, S.Sudasrshan
(Fundamentos de bases de datos — Quinta Edicion)

El sistema OLAP es interactivo por lo cual permite el presentar
diferentes resultados de los cruces dimensionales, aun si se utilizan
los mismos atributos en varios cruces, por ejemplo, se puede
presentar la informacion del cruce entre nombre_articulo y las tallas y

a su vez el cruce de talla con color.

El procesamiento en linea permite obtener los resultados y
resimenes de la informacién en pocos segundos, lo que deja

optimizar el rendimiento de los analistas.

Los cubos de datos también pueden ser Utiles cuando se necesita
tabulaciones cruzadas de varias dimensiones al mismo tiempo, un
ejemplo podria ser el conocer los nombres de los articulos de talla

grande con el color pastel. A estos se les conoce como cortes de
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cubos ya que se asemejaria a realizar un corte en el cubo para poder

ver la informacion correspondiente que se encuentra dentro del cubo.

Debido a que los costos de almacenamiento y mantenimiento se han
reducido se crea el almacenamiento de todos los datos en un sistema
unificado, se separa la informacion de las fuentes transaccionales. Esta

tecnologia facilita mucho OLAP.

Existen 4 tipos de servidores OLAP
. Relational OLAP (ROLAP)

Son los servidores que se encuentran entre el back-end del
servidor y el front-end del cliente. Utiliza base de datos

relacionales o que soporten extensiones de bases relacionales.
. Multidimensional OLAP (MOLAP)

Utiliza arrays basados en motores multidimensionales que
soportan diferentes vistas de la informacion. Muchos servidores
MOLAP utilizan dos niveles de representacion del almacenaje de

datos.
. Hybrid OLAP (HOLAP)

Es una combinacion de servidores ROLAP y MOLAP que ofrece

mayor escalabilidad y rapidez de procesamiento.
. Specialized SQL Serverx

Servidores avanzados con soporte de queries

HERRAMIENTAS DE MINERIA DE DATOS

El principal objetivo de las herramientas que se usaran, es proveer un
mejor enfoque y entendimiento sobre lo que representa la mineria de
datos, el cual sera representado por alguna de las metodologias o

algoritmos propuestos anteriormente para este tema.
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2.5.1. PENTAHO

Es un conjunto de programas y herramientas que fue disefada
propiamente para la realizacién de Business Intelligence?’ la cual se
centra en las metodologias y procesos para la busqueda de mejores
soluciones. Pentaho se ha empleado en muchos campos en el que
se manejan grandes cantidades de informacion como la mineria de
datos, la generacion de informes y en movilizar grandes cantidades
de datos en ETL?. Pentaho ayuda a la toma de decisiones en
cualquier tipo de organizacion, buscando asi una mejor solucion para
dicha entidad.

Entre las principales caracteristicas de Pentaho es que se centra a
procesos y se orienta a la busqueda de soluciones, por lo que es
llamada como una herramienta o una plataforma enfocada a la
Inteligencia de Negocios (Business Intelligence). Esta herramienta
esta apta para la ejecucion de las reglas del negocio, la cuales estan
representadas en un conjunto de actividades o procesos para asi

presentar una mejor solucién en el tiempo que sea requerido.

Pentaho puede integrarse con cualquier motor de bases de datos sea
este libre o licenciado. Los motores de bases de datos de tipo Open
Source pueden ser MySQL, PostgreSQL, monetdb, etc.; mientras que
en los motores de bases de datos con licencia puede ser ORACLE,
IBMDB2, SQLServer, etc.

Los principales productos que ofrece Pentaho son:
Pentaho para Apache Hadoop

Pentaho Dashboard

27 Business Intelligence: “Business Intelligence es la habilidad para transformar los datos en informacion,
y la informacién en conocimiento, de forma que se pueda optimizar el proceso de toma de decisiones en
los negocios.” (Sinnexus, 2016)

28 ETL: Extract, Transform and Load (extraer, transformar y cargar), es usado para el movimiento de
grandes cantidades de datos o informacidon a multiples fuentes, en donde las bases de datos son
limpiadas, reformateadas y la informacién es cargada con el propésito de apoyar el analisis del proceso
del negocio.
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Pentaho Data Mining Pentaho Reporting

Pentaho Analysis Services

2.5.2. WEKA

WEKA (Waikato Environment for Knowledge Analysis)

Es una herramienta que sirve particularmente para la mineria de
datos que sirve para la extraccion de la informacién de cualquier tipo
de base de datos. Entre las particularidades de esta herramienta es

que es un conjunto de librerias basadas en JAVA.

La herramienta Weka tiene un gran numero de algoritmos y
metodologias los cuales son aplicados a grandes cantidades de datos
permitiendo hacer un minado de datos por medio del pre-
procesamiento de datos, los cuales son clasificados por medio de
reglas y asociaciones.
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3. CAPITULO 3: DESARROLLO DE GUIA METODOLOGICA

En el siguiente capitulo se explicara sobre lo que es necesario para la ejecucion
de minado de datos, por lo cual se presentara una guia metodolégica con sus

respectivos pasos a seguir.

En el desarrollo de la guia se podra visualizar el principal propdsito de la Mineria
de Datos la cual tiene como objetivo la extraccion no trivial de informacion
contenida en grandes bases de datos, las cuales pueden tener un sin nimero de
informacion, datos o contenido como imagenes, archivos de video o musica, etc.
Los cuales son procesados, analizados y tratados por medio de metodologias o
técnicas que ayudan a extraer la informacién que se desea conseguir de grandes

cantidades datos.

En la actualidad la mineria puede estar enfocada para varios usuarios o
propietarios, sin dar importancia a la informacion o a qué tipo de organizaciéon
pertenece, porque estas herramientas estan desarrolladas con la finalidad de
satisfacer las necesidades y llegar a la solucién mas optima para los usuario u
organizaciones sea estas publica o privada ya que no posee ningun tipo de

restriccion.

La guia a elaborarse esta orientada principalmente a tener una mejor evidencia
sobre el uso de las herramientas de mineria de datos a nivel general, es de suma
importancia la comprensién resultados, tomando en cuenta los principios basicos
y las metodologias que se emplean en el manejo de grandes volimenes de

informacion, para la optimizacion de un mejor resultado.

3.1. GUIA METODOLOGICA PARA EL MINADO DE DATOS

El principal objetivo de la guia a realizarse es que la misma provea
informacion y de una mejor orientacion a las diversas entidades e
individuos que van a estudiar sobre el manejo y minado de datos, el cual
por medio de diversas técnicas adecuada para cada uno de las
situaciones deseadas presente los mejores resultados para que la toma
de decisiones sea la 6ptima. Teniendo en consideracion que se eviten los

diversos problemas que se presenta al momento de generar o realizar la
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practica, entre una de esas dificultades que se presentan esta el

duplicamiento de informacién o de datos.

Entre otros de los posibles problemas que se presentan con frecuencia
dentro de las bases de datos es la falta de informacion o datos
incompletos, los cuales cuyos valores o atributos obligatorios son
faltantes. Este problema se puede dar por el mal procedimiento del
manejo de los datos, la captura de los datos de forma manual, errores en
la migracién de datos entre diversas aplicaciones y errores que pueden

presentar los equipos.

Con la mineria de datos analizaremos cualquier tipo de base de datos
gue sea de nuestro interés los cuales por medio de patrones y
metodologias aportardn un nuevo conocimiento sobre los

comportamientos o las dinAmicas que van a poseer los datos a analizar.

3.1.1. Pasos pararealizar una mineria de datos

Para realizar una mineria de datos tenemos que guiarnos mediante las
etapas del proceso KDD (que se menciona previamente). Para poder
seguir esto, debemos tener en cuenta que informacion necesitamos y con

la que vamos a trabajar.

3.1.1.1. Paso 1. Identificar las necesidades

El objetivo principal de la mineria de datos es obtener informacién
relevante a partir de una gran cantidad de informacion almacenada en
una base de datos, pero de qué sirve esto si no sabemos qué es lo que
necesitamos o estamos buscando, primeramente, necesitamos ubicar las
necesidades y objetivos que tenemos que cumplir, la razon por la que

necesitamos utilizar la mineria de datos.

La mineria de datos puede cumplir varios objetivos como es la toma de
decisiones dificiles, asi como de realizar estrategias a partir de datos o
informacion relevante, comparacion de resultados buscando la mejora,

etc. El tener claro los objetivos que estamos buscando cumplir nos
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facilitaran los siguientes pasos para realizar una buena mineria de datos,
debemos tomar en cuenta las reglas del negocio en las que se basa la
compafiia o entidad para la que vamos a realizar nuestra mineria de

datos, y alinear nuestros objetivos con los de la compaifiia.

Una vez determinado nuestro objetivo podemos utilizarlo para elegir
nuestro modelo de mineria de datos, como ya sabemos existen diferentes
algoritmos para realizar mineria de datos y cada uno de estos modelos
refleja mejor ciertos tipos de resultados, es decir, no podemos elegir un
algoritmo de mineria de datos que nos dara como respuesta una férmula
matematica cuando lo que estamos buscando es una estrategia para
mejorar nuestras ventas basadas en las tendencias de compra de las
personas. (Los diferentes modelos de mineria de datos y sus respectivos

objetivos se explicaron previamente en esta guia).

3.1.1.2. Paso 2. Preparacién de ambiente y selecciéon de

herramientas.

En el presente paso se va a revisar lo que se necesita para la creacion de
una base de datos ideal por lo que es necesario el conocer las diversas
caracteristicas de las herramientas como el formato en el que se deba
encontrar la base de datos para el uso previo con el sistema de mineria de
datos; el cual es de suma importancia para conocer la herramienta y el tipo
de almacenamiento adecuado con el que se desee trabajar o aplicar en las

grandes cantidades de informacion en cualquier tipo de organizacion.

3.1.1.2.1. Preparacion de ambiente

Para la preparacion del ambiente se necesita la previa construccion
de una base de datos, empleando cualquier tipo de herramienta, por
lo que es necesario definir y disefiar claramente un modelo de base
de datos en la herramienta que hayamos seleccionado para la
construcciéon de la misma. Por lo que es fundamental tener
conocimiento previo del como modelar una base de datos en funcién

al problema que deseamos desarrollar, de tal forma que podamos
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realizar registros en los campos predeterminados sin ningun tipo de
dificultad.

Una vez ubicado el objetivo o el fin que deseamos obtener con la
mineria de datos, pasamos a la etapa donde necesitaremos conocer
la informacion con la cual realizaremos la mineria de datos. Es
necesario saber qué tipo de informacién nos sera Gtil al momento de
realizar la mineria de datos y que informacién es irrelevante con el
objetivo de mejorar el resultado de la mineria de datos e incluso
acelerar el proceso, datos irrelevantes nos perjudicaran al momento
de realizar nuestra mineria ya que pueden generar informacion sin

sentido o simplemente complicar la interpretacion de resultados.

Muchas de las veces que se realiza mineria de datos, la informacion
y las bases de datos provienen de varios lugares y en diferentes
formatos, totalmente ajenos los unos de los otros, por lo cual es
necesario unir toda esta informacién en un almacenamiento que sea
capaz de soportar los diferentes formatos en los que se encuentran

la informacién o datos.

Es de gran importancia tomar en cuenta el modelo que se haya
elegido para realizar nuestra mineria de datos, ya que al momento de
realizar nuestra mineria de datos pueden existir conflictos entre los
formatos de los datos con los que nos encontramos trabajando y con
el método en si, ya que el método no soporta tipos de datos que sean
ajenos a su objetivo o simplemente el algoritmo con el que trabaja es

incompatible.

Una vez determinada nuestra base de datos con la cual vamos a
realizar nuestra mineria de datos, procedemos a realizar la limpieza y
correccion de los datos (como se vio anteriormente en la fase de
preparacion y limpieza de datos del proceso KDD). Hay que tener en
cuenta que los datos de igual manera tienen que encontrase
normalizados, esto con el fin de que no existan problemas en el
momento de reunir la informacion o datos en un mismo ambiente

capaz de controlar los formatos de la informacion.

Una vez que pasemos por nuestra clasificacion de datos, asi como el

proceso de limpieza y estandarizacion deberiamos tener como
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resultado nuestra superficie minable que serd utilizada para la mineria

de datos.

3.1.1.2.2. Seleccién de una herramienta para mineria de datos

Para seleccionar una herramienta de mineria de datos se debe tomar
en cuenta principalmente el objetivo que se desea cumplir o la meta
que la organizacibn desea alcanzar para obtener 0s mejores
resultados posibles. Otros factores a considerar son las

caracteristicas de la herramienta como:

e Lostipos de datos: la compatibilidad de la herramienta con los
diferentes tipos de datos, no siempre es la misma para todos
los sistemas de mineria de datos

e Funciones y metodologias: Los sistemas de mineria de datos
pueden ofrecer varias funciones, se debera seleccionar el que
posea las funciones necesarias, no el gque posea mas
opciones.

e Herramientas de visualizacion: Las herramientas de mineria
ofrecen distintos maneras de visualizar los resultados, se
deberd seleccionar aquel que permita una mejor
representacion del objetivo deseado.

¢ Interfaz de usuario: La facilidad de interaccién del usuario con

el sistema de mineria.

3.1.1.2.2.1. Tipos de almacenamiento

Dependiendo de la herramienta de mineria que se disponga a usar
se maneja el almacenamiento de los datos y registros que se
utilizaran pueden variar, es decir se debera realizar la
transformacién apropiada de los registros, con el fin de que sean
compatibles con la herramienta de mineria. Estos formatos varian
dependiendo de la herramienta, por ejemplo, en WEKA se trabaja

con formatos .arff y en PENTAHO el formato .cvs
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3.1.1.3. Paso 3. Empezando con la mineria de datos.

Para empezar a realizar nuestro proceso de mineria de datos debemos
comenzar con la herramienta que utlizaremos, existen muchas
herramientas disponibles para realizar mineria de datos, tanto libres
como licenciadas, debemos considerar una vez mas nuestro objetivo a
cumplir con la mineria de datos y ver que herramienta podra sernos de
utilidad.

Debemos considerar la cantidad de atributos que utilizaremos en la
metodologia para mineria de datos, ya que en muchos casos a pesar de
utilizar el mismo modelo puede cambiar el resultado dependiendo de los
atributos ingresados, asi como de la cantidad de atributos, por lo que es
necesario utilizar los diferentes modelos varias veces con diferentes
variaciones de los atributos ingresados hasta encontrar el resultado mas
Optimo o que mejor se acople a nuestro objetivo. Un ejemplo de este tipo
de casos es cuando se utiliza el modelo de mineria de datos J48, entre
mas atributos se utilicen mas preciso sera el resultado, sin embargo, un
exceso en la cantidad de atributos puede perjudicar el resultado si las

variables no tienen sentido con el resultado buscado.

(Esto queda a la discreciéon de la persona que realizara la mineria de
datos, mas adelante en esta guia se procedera con un ejemplo practico

de la mineria de datos utilizando la herramienta de software libre WEKA).

3.1.1.4. Paso 4. Analisis e interpretacion de resultados.

Una vez realizada la mineria de datos procedemos a interpretar los
resultados y las diferentes teorias que se puedan realizar a partir de los
datos, muchas de las veces que se realiza mineria de datos los resultados
pueden encontrarse fuera de los datos esperados o representar
inconsistencias, esto es debido a las variables y atributos que se utilizaron
al momento de realizar la mineria de datos, por lo que serd necesario
repetir el proceso de mineria cambiando variables o incluso el método
como tal, dependiendo de los resultados esperados. Si no existen

complicaciones con respecto a las variables o el método es posible que
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los datos nos reflejen algun problema existente con respecto a nuestra
organizacion, empresa o fin con el que empezamos a realizar la mineria,
aqui es cuando tomamos los resultados e interpretamos lo que podria
representar, para consecuentemente podamos tomar acciones o

medidas en base a los resultados obtenidos.

MOTIVOS PARA LA EXTRACCION Y ANALISIS DE LA
INFORMACION

A partir de diversas experiencias las organizaciones optan por seguir
alguna metodologia, en donde se encuentre definido los procedimientos
a seguir para generar calidad en sus resultados forjando casos exitosos

0 mejores soluciones.

3.2.1. Comprensién del negocio

En este punto la organizacion o el individuo debe visualizar o
establecer los requerimientos y objetivos del negocio, por lo que es
necesario que el mismo realice una evaluacion sobre la situacion en

la que se encuentra dicha organizacion.

Una vez finalizado el proceso de evaluacion se procede a establecer
los principales objetivos para lo que se va a emplear la mineria de
datos y asi generando un plan del proyecto en donde estara
compuesta de las herramientas que se van a emplear, las técnicas a

usar y el equipo en donde se van a ejecutar.

3.2.2. Comprension de los datos

Es necesario tener en cuenta los objetivos a los que esta enfocada la
organizacioén, considerando como principales caracteristicas a la

recopilacion de todos los datos iniciales, a la descripcion detallada de

42



3.2.3.

3.2.4.

3.2.5.

3.2.6.

los datos, a la exploracion minuciosa de los datos y finalmente a la

verificacién sobre la validez y calidad de los datos obtenidos.

Preparacion de los datos

Debemos considerar el conjunto de datos en donde cada una de sus
variables contienen sus valores o datos predeterminados, los cuales
dichos valores pueden ser empleados para: una seleccién de datos,
se logra realizar limpieza de datos, se efectua la construccién de
datos, los datos pueden ser integrados y datos pueden ser
formateados.

Modelado

En el modelamiento de los datos se realiza la aplicacién de las
diversas metodologias o técnicas para el minado de datos, en los
cuales es necesario seleccionar la técnica de modelado, realizar un
disefio de la evaluacién, crear o construir el modelo y finalmente

evaluar el modelo creado.

Evaluacioén

En esta fase se determina la validez de las fases anteriores en donde
se ve que todo lo realizado es Util y se integra a las necesidades de
la organizacién. Para proceder con la verificacion en esta fase es
necesario realizar una evaluacion de todos los resultados obtenidos,
revisar minuciosamente los procesos y posteriormente establecer los

pasos a seguir o detallar las acciones que se deban tomar.

Despliegue
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3.2.7.

Visualizar la importancia de los modelos efectuados y ver el nivel de
influencia o certeza que puedan tener los mismos al momento de

integrase con tareas especificas para la toma de decisiones.

Es importante planificar el despliegue, para ejecutar un plan de
monitoreo y mantenimiento constante, generando de esto un informe

detallado final, con el cual se realizara una revision total al proyecto.

Forma de como presentar los hallazgos

La carta de presentacion de las diversas organizaciones se compone
del procedimiento de la obtencién de resultados de calidad los cuales
fueron conseguidos por medio de alguna metodologia o algoritmo.
Por lo que se propone la creacion de una guia o un informe detallado
en donde se pueda comprender los resultados obtenido generando
asi una un documento que sea de facil interpretacion y entendible

para el usuario final.

Este informe nos permitira extraer diversas ideas para nuevas

soluciones a los problemas de los proyectos de una organizacion
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4. CAPITULO 4: VALIDACION DE LA GUIA METODOLOGICA
CON UN EJEMPLO PRACTICO

En este capitulo se presenta dos diferentes aplicaciones practicas de la Guia

Metodoldgica sobre Mineria de Datos, tanto en WEKA como en Pentaho.

EJEMPLO PRACTICO UTILIZANDO LA HERRAMIENTA
WEKA

4.1. Paso 1.ldentificar las necesidades

Utilizaremos la herramienta WEKA con el fin de realizar una practica sencilla y
entendible, debido a la facilidad de uso que nos brinda la interfaz grafica de esta

herramienta.

En este ejemplo buscamos obtener informacion de una base de datos a cerca
de pruebas de diabetes realizadas a pacientes mujeres que viven en el estado
de Arizona (USA), con el fin de buscar anomalias en el proceso de pruebas, asi
como la competitividad de los doctores y enfermeras a cargo de realizar dicho

examen.

Como algoritmo de mineria de datos utilizaremos la generacion de un &rbol de
decision con el algoritmo J48%, esto también por conveniencia de las variables
gue se encuentran todas ellas en formato numérico y al hecho de que este

algoritmo es compatible con dichas variables.

4.2. Paso 2. Preparacién de ambiente y seleccién de herramientas

4.2.1. Preparacion de ambiente

Es necesario conocer el propdsito del desarrollo de una base de datos en
el cual estara representada la informacién que se va a utilizar, tomando

en cuenta que se almacenara grandes cantidades de informacion; por lo

2% Algoritmo J48: Algoritmo de mineria de datos basado en la generacién de arboles de decisién.
Utilizado para la clasificacién y generacién de hipdtesis.
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que es importante considerar la calidad y limpieza de los datos que
deberia existir en cada uno de los campos para asi generar una superficie

minable 6ptima.

Para la creacion de nuestra superficie minable se debera discernir entre
toda la informacién disponible, la de mayor importancia o relevancia para
cumplir el objetivo que se busca con mejores resultados, por ejemplo no
podemos considerar la informacion de una base de datos a cerca de
enfermedades si nuestro objetivo es el de conseguir las tendencias de
venta en ropa, debe existir una relacién coherente entre la informacion
obtenida. Un buen consejo es conocer la fiabilidad de las fuentes de la
que proviene la informacién, esto ayudara a mejorar la calidad de los

datos ya que una fuente confiable contendra menos “ruido” en sus datos.

Sin embargo ninguna fuente de informacién se encuentra ausente de
ruido, por lo que es necesario corregirla mediante un proceso de limpieza.
(Proceso explicado previamente en la seccién 2.4.1.1 Etapas y fases que
conforman el proceso KDD), esto conseguira una superficie minable lista

para el proceso de mineria.

4.2.2. Seleccion de una herramienta para mineria de datos

En este paso procedemos a inicializar WEKA que es nuestra herramienta

de software. Como vemos en la Figura 4.2.1.1.

& Weka GUI Chooser — | »

Program Visualization Tools Help

'WEKA

The University
of Waikato

Applications

Explorer

Experimenter

‘Waikato Environment for Knowledge Analysis

Wersion 3.8.0 Waorkbench
{c) 1999 - 2016
The University of Waikato Simple CLI

l )
l J
| KnowledgeFlow |
l J
l J

Hamilton, New Zealand

Figura 4.2.1.1. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales
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Podemos apreciar las diferentes opciones a las cuales podemos acceder

utilizando esta herramienta.

Procedemos a utilizar la opcion “Explorer” para desplegar la ventana que
nos permitird ingresar la informacion de la base de datos que utilizaremos

para realizar la mineria de datos. Que vemos en la Figura 4.2.1.2.

£ Weka Explorer — m} *

Preprocess

Openfile... Open URL... OpenDB... Generate...
L I | I ( Al |

Filter

Choose | Mone

Current relation ~ Selected attribute

Relation: Mone Aftributes: Mone Mame: Mone Type: Mone
Instances: Mone Sum of weights: Mone Missing: Mone Distinct: None Unique: Mone

Attributes

TJ | visuatize an |

Status

Welcome to the Weka Explorer Log | 'ﬂ?« %0

Figura 4.2.1.2. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales

Se desplegara la siguiente pantalla donde podemos apreciar que existen
varias pestafias, las cuales nos serviran para realizar nuestra mineria de
datos, asi como analizar los resultados que obtendremos al final.

(Durante el ejemplo profundizaremos en el uso de dichas pestafias)

. Preprocess: Esta pestafia nos permitird cargar nuestra base de
datos, asi como una breve gréfica de los datos, se pueden utilizar
filtros de tal manera que podremos escoger los atributos que

deseamos utilizar para la mineria de datos.
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. Classify: En esta pestafia podremos escoger con que algoritmo
de mineria de datos vamos a trabajar sobre nuestra base de
datos. Por ejemplo, el algoritmo J48, (que utilizaremos en este

ejemplo), el algoritmo de Bayes, etc.

. Cluster: Nos permitira realizar una mineria de datos més precisa

ofreciéndonos resultados estadisticos, porcentajes de errores.

. Associate: Nos permite conocer las relaciones existentes entre
los datos.
. Select attributes: Aqui podremos seleccionar los atributos mas

importantes de nuestra base de datos, los cuales tendran mas

relevancia al momento de realizar nuestro proceso de mineria.

. Visualize: Nos presenta graficas resultantes de nuestro proceso
de mineria.

A continuacién procederemos a cargar nuestra base de datos (en el
formato .arff) mediante la pestafia “Preprocess”, seleccionamos “Open
File”, un browser aparecera y procederemos a cargar nuestra base de
datos. Como vemos en la Figura 4.2.1.3.

L]
Preprocess
[ Openfile... J | OpenURL.. || OpenDB.. || Generate.. |
Filter 4 -
| &3 Abrir X
Choose
Buscar en: Tesis v @ [:ﬁ' [ = [
Current relati — Hﬁ J L ) [ A | L&) L
Relation: [ﬁ‘ pentaho |_| Invoke options dialog Mone
Instances:| | [ preast-cancer.arff Mone
: MNote: »
Attributes | | — dlat.Jetes.anT
L vehicle.arft Some file formats offer additional
options which can be customized
when invoking the options dialog.
Mombre de archivo: | diabetes.arf _‘u’isualize Al |
Archivos de tipo: |.Arff data files (*.arff) 'J
[ Abrir J | Cancelar |
Status _
Welcome to the Weka Explorer Log ‘ ,ﬂi x0 I
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Figura 4.2.1.3. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales

Una vez cargada nuestra base de datos podremos ver las graficas de los

datos presentes en la base de datos. Que se presenta en la Figura

4.2.1.4.
&9 Weka Explorer - O X
J Preprocess I Classify I Cluster I Associate T Select attributes I Visualize ]
| Openfle.. || OpenURL.. || OpenDB.. || Generate.. | Undo | Edit... || sae. |
Filter
l Choose ”Nune “ Apply J
Current relation Selected attribute
Relation: pima_diabetes Aftributes: 9 Mame: preg Type: Numeric
Instances: 768 Sum of weights: 768 Missing: 0 (0%) Distinct: 17 Unigue: 2 (0%)
Attributes Statistic | Value
Minimum 0
Maximum 17
l All J l MNone J l Invert J [ Pattern J Mean 3845
StdDev 3.37
A | ! )
— Class: class (Nom |¥|| Visualize All
2] plas iy l ) “ I
3] pres
4[] skin
5[] insu
6 [ mass
7[ | pedi
Remove
Status
oK

Figura 4.2.1.4. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales

La grafica variara dependiendo del atributo que deseemos inspeccionar.
Como se presenta en la Figura 4.2.1.5.
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&3 Weka Explorer — O x
| | Preprocess | Classify | Cluster | Associate | Selectatributes | Visualize |
[ Open file... J [ Open URL... J [ Open DB... J [ Generate... J [ Edit... J [ Save... J
Filter
Choose |Mone Apply
Current relation Selected attribute
Relation: pima_diabetes Aftributes: @ Name: pedi Type: Numeric
Instances: 768 Sum of weights: 768 Missing: 0 (0%) Distinct, 517 Unigue: 346 (45%)
o_\ttributes Statistic | Value |
Minimum 0.078
Maximum 242
[ All || Mome || nvert || Pattern | Mean 0472
StdDev 0.331
Mo. | | Mame |
1| preg ) ] ) )
2 (] plas |Class. class (Nom) 'Jl Visualize All Jl
3| pres
4 [ | skin
5[ | insu
6 | mass
7@pedi M
: 3 1 4 1 0 11z
1
242
Status
oK Log 'W x0

Figura 4.2.1.5. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales

4.2.2.1. Tipos de almacenamiento

En primer lugar necesitaremos nuestra base de datos (superficie minable)
en el formato .arff que es una extension de archivo con la que trabaja la
herramienta WEKA.

Procedemos a exportar la base de datos (superficie minable) a Excel
como en la Figura4.2.2.1.1. y procedemos a poner entre comillas simples
los campos que contengan texto o espacios en blanco, y lo guardamos

como archivo con la extension .csv.(MS-DOS).
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NICIo
Cc1 e
c D
1 |edad Imes
2 18 April
3 17 August
4 17 October
5 18 December
6 17 January
7 17 August
El 18 May
9 18 September
10 18 January
11 18 January
12 17 November
13 18 January
14 18 January
15 18 June
16 18 July
17 18 January
18 18 April
19 18 April
20 20 May
21 18 July
22 18 April
23 18 May
24 18 December
25 18 November
26 18 December
27 18 July
28 18 October
29 19 June
30 17 August
31 18 June
32 17 October

INSERTAR

DISERIO DE PAGINA

fo | edad
E F

carrera X_sec

IEe Entre 9.6y 10.0
IEe Entre 8.6y 9.0
IEe Entre8.1y8.5
IEe Entre9.1y 9.5
IEe Entre 7.6y 8.0
IEe Entres.1y 9.5
IEe Entre 9.6y 10.0
IEe Entres.1y9.5
IEe Entres.1y 9.5
IEe Entre 8.1y 8.5
IEe Entre8.1y8.5
IEe Entre9.1y 9.5
IEe Entre 9.6y 10.0
IEe Entre 9.6y 10.0
IEe Entres.ly9.s
IEe Entre8.1y8.5
IEe Entre 8.1y 8.5
IEe Entre 9.6y 10.0
IEe Entres.1ys.s
IEe Entre 9.6y 10.0
IEe Entres.1y 9.5
IEe Entre 7.6y 8.0
IEe Entre 8.6y 9.0
IEe Entres.1y9.5
IEe Entres.1y 9.5
IEe Entre8.1y8.5
IEe Entres.1y 9.5
IEe Entre 8.1y 8.5
IEe Entre 7.6y 8.0
IEe Entre 9.6y 10.0
IEe Entres.1y9.s

FORMULAS ~ DATOS

REVISAR VISTA

o

X_bach

Entre 8.6y 9.0
Entre 7.6y 8.0
Entre 8.1y 3.5
Entre 8.6y 9.0
Entre 7.6y 8.0
Entre 8.6y 9.0
Entre 7.6y 8.0
Entre 9.6y 10.0
Entre8.1y 3.5
Entre 8.1y 8.5
Entre 7.6y 3.0
Entre 8.6y 9.0
Entre 9.6y 10.0
Entre 9.1y 9.5
Entre 8.6y 9.0
Entre 8.1y 8.5
Entre8.1y 3.5
Entre 9.6y 10.0
Entre 8.6y 9.0
Entre9.1y9.5
Entre 8.1y 8.5
Entre8.1y 3.5
Entre 7.1y 7.5
Entre 8.1y 9.5
Entre 7.6y 8.0
Entre 7.1y 7.5
Entre 8.1y 3.5
Entre 8.1y 8.5
Entre 7.6y 8.0
Entre 9.6y 10.0
Entre 7.1y 7.5

POWERPIVOT

BACH ingr_fi

CCHOriente pase reglamentado 1ra
CCHAzcapotzalco pase reglamentado 1ra
CCHNaucalpan pase reglamentado 1ra
CCHSur pase reglamentado 1ra

CCHOriente pase reglamentado 1ra
CCHVallejo pase reglamentado 1ra
CCHOriente pase reglamentado 1ra

Institucion Privada ZMC concurso seleccion dos

CCHSur pase reglamentado 1ra
ENP3 pase reglamentado 1ra
ENP3 pase reglamentado 1ra
ENPG pase reglamentado 1ra
ENPS pase reglamentado 1ra
ENPE pase reglamentado 1ra
Institucion Privada ZMC concurso seleccion una
ENP3 pase reglamentado 1ra
CCHOriente pase reglamentado 1ra

Bachillerato Tecnologic concurso seleccion una
Institucion Privada ZMC concurso seleccion dos
CCHNaucalpan pase reglamentado Ira

ENP6 pase reglamentado 1ra
CCHSur pase reglamentado 1ra
ENPS pase reglamentado 1ra
Institucion Publica Fuer concurso seleccion una
ENP3 pase reglamentado 1ra
ENP9 pase reglamentado 1ra
ENP5 pase reglamentado 1ra

ENP3 pase reglamentado Ira
Institucion Privada ZMC concursa seleccion dos
Institucion Publica Fuer concurso seleccion una
CCHsur pase reglamentado 1ra

raz_elec sw_mat

Me considera creativo <no
Buen futuro economicosi
Nolo se no
Nolo se no
Facilidad para armar exino
Me considera creativo <no
Necesaria para Pais  si
Facilidad para armar exino
He sido bueno en mate si
Necesaria para Pais ~ no
Conozco campos accion no
Conozco ingenieros soy no
Buen futura economico si
Necesaria para Pais  no
Buen futuro economicono
Buen futuro economico no
Facilidad para armar exino
Facilidad para armar exino
He sido bueno en mate si
Necesaria para Pais i
Buen futura economico no
Facilidad para armar exisi
Facilidad para armar ex
Conozco campos acci
Nolo se no

Facilidad para armar exino
Buen futuro economico ne
Necesaria para Pais ~ no
Facilidad para armar exino
Conozco campos accion no
Necesaria para Pais si

lenguaje

Figura 4.2.2.1.1. Paso 2, Elaborado por: (Anénimo, 2014)

Procedemos a modificar este archivo mediante un bloc de notas como

poniéndolo en formato .arff, para esto procedemos a colocar @Relation

precediendo el nombre de nuestra base de datos y @Attribute

precediendo los nombres de los campos de la base de datos seguido del

tipo de dato.

Por ultimo, colocamos @Data antes de toda la informacién de la base de

datos.

Como podemos observar en la Figura 4.2.2.1.2. y Figura 4.2.2.1.3.
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"] vm socdem datal011121314 2015  Bloc de notas

Archivoe Edicion  Formato  Ver Ayuda

@Relation VM_socdem_2015_d

@Attribute cuenta NUMERIC
@Attribute sexo String
@Attribute edad NUMERIC
@Attribute mes String
@Attribute carrera String
@Attribute X_sec String
@Attribute X_bach String
@Attribute BACH String
@Attribute ingr_fi string
@Attribute raz_elec String
@Attribute sw_mat String
@Attribute lenguaje String
@Attribute hermanos String
@Attribute esc_p String
@Attribute esc_m String
@Attribute ocup_p String
@Attribute ocup_m String
@Attribute ingr_h String
@Attribute trabajas String
@Attribute nivel_ingles NUMERIC
@Aattribute p56_3 String
@Attribute p56_65 String
@Attribute p56_82 String
@Attribute alg NUMERIC
@Attribute trig NUMERIC
@Attribute geo_e NUMERIC
@Attribute geo_a NUMERIC

Figura 4.2.2.1.2. Paso 2, Elaborado por: (Anénimo, 2014)

") vm_socdem_data1011121214 2015 c Bloc de notas - o

Archivo Edicién Formato Ver Ayuda

@Attribute mat NUMERIC
@Attribute mec NUMERIC
@Attribute term NUMERIC
@Attribute elec NUMERIC
@Attribute fis NUMERIC
@Attribute qui NUMERIC
@Attribute di ag_X NUMERIC
@Attribute aprob_c String

@ata

07097886,M,18,April,IEe,Entre 9.6 y 10.0,Entre 8.6 y 9.0,CCHOriente,pase reglamenta
07094696,M,17,August,IEe,Entre 8.6 y 9.0,Entre 7.6 y 8.0,CCHAzcapotzalco,pase regla
07087663 ,M,17,0ctober,IEe,Entre 8.1 v 8.5,Entre 8.1 y 8.5,CCHNaucalpan,pase reglame
07043175,F,18,December,IEe,Entre 9.1 v 9.5,Entre 8.6 y 9.0,CCHSur,pase reglamentado
07146135,m,17,January,IEe,Entre 7.6 y 8.0,Entre 7.6 y 8.0,CCHOriente,pase reglament
07174525,m,17 ,August,IEe,Entre 9.1 y 9.5,Entre 8.6 y 9.0,CCHvallejo,pase reglamenta
07101114,m,18,May,IEe,Entre 9.6 y 10.0,Entre 7.6 y 8.0,CCHOriente,pase reglamentado
10050750,F,18,September,IEe,Entre 9.1 y 9.5,Entre 9.6 y 10.0,Institucion Privada ZMm
07135702 ,m,18,January,IEe,Entre 9.1 v 9.5,Entre 8.1 y 8.5,CCHSur,pase reglamentado

07274759,m,18,January,IEe,Entre 8.1 y 8.5,Entre 8.1 y 8.5,ENP3,pase reglamentado 1r
07334503,m,17 ,November,IEe,Entre 8.1 y 8.5,Entre 7.6 y 8.0,ENP3,pase reglamentado 1
07142618,m,18,January,IEe,Entre 9.1 y 9.5,Entre 8.6 y 9.0,ENP6,pase reglamentado 1r
07250487,M,18,January,IEe,Entre 9.6 y 10.0,Entre 9.6 y 10.0,ENP5,pase reglamentado

07198440,m,18,June,IEe,Entre 9.6 y 10.0,Entre 9.1 y 9.5,ENP6,pase reglamentado lra
07550529,F,18,July,IEe,Entre 9.1 y 9.5,Entre 8.6 y 9.0,Institucion Privada ZMCM,con
07128920,m,18,January,IEe,Entre 8.1 y 8.5,Entre 8.1 y 8.5,ENP3,pase reglamentado 1r
07249274 ,m,18,April,IEe,Entre 8.1 y 8.5,Entre 8.1 y 8.5,CCHOriente,pase reglamentad
10005389,F,18,April,IEe,Entre 9.6 y 10.0,Entre 9.6 y 10.0,Bachillerato Tecnologico
06534999 ,F,20,May,IEe,Entre 9.1 y 9.5,Entre 8.6 y 9.0,Institucion Privada ZMCM,conc

Figura 4.2.2.1.3. Paso 2, Elaborado por: (Anénimo, 2014)
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Finalmente guardamos el archivo con todas las modificaciones con la

extension .arff

4.3. Paso 3. Empezando con la mineria de datos.

Una vez cargada nuestra base de datos seremos capaces de utilizar las
demas pestafias que nos ofrece la herramienta para nuestra mineria de

datos.

En esta pantalla podemos realizar el filtrado de atributos que deseemos
utilizar en nuestra mineria, mediante el botén “Choose”, si asi lo
deseamos, también es posible eliminar los atributos de la base de datos
que no creamos convenientes, simplemente seleccionamos el atributo
que deseamos eliminar y presionamos el boton “Remove”. Como se ve

en la Figura 4.3.1.

v Eweka
v E‘ﬂlters

| AllFilter
|| MultiFilter

v E supenvised
> [ﬁ’ attribute
» [ﬁ‘ instance

v E‘ unsupenvised
» [ﬁ‘ attribute
> [ﬁ’ instance

| Eilter.. | | Removefiter | | Close |

Figura 4.3.1. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Los filtros a aplicarse pueden ser supervisados o no supervisados,

eligiendo si trabajar bajo los atributos o las instancias. Dependeré de
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nuestro objetivo deseado el si es necesario aplicarse algun filtro, en el

caso de este ejemplo, no se aplicara ningun filtro.

Una vez cargada nuestra base de datos procederemos a escoger nuestro
algoritmo de mineria de datos, el cual aplicaremos en nuestra base de
datos.

En la pestafa “Classify” podemos observar la opcién “Choose”, es aqui
donde determinaremos que tipo de algoritmo aplicaremos. Lo

mencionado anteriormente se puede ver en la Figura 4.3.2.

r Eweka
v E classifiers

Ly ﬁ bayes

Ly [ﬁ‘funu:tinns
> (B lazy

L ﬁ meta

Ly ﬁ misc

Ly ﬁ‘trees

Figura 4.3.2. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Una vez mas dependera de que tipo de resultado estemos buscando, el
gue determinard que algoritmo serd el necesario. Para este ejemplo

utilizaremos el algoritmo en base a arboles de decisiéon, que sera el J48.

Una vez seleccionado nuestro algoritmo se activaran varias opciones en
el recuadro de Test Options, con las cuales podemos controlar el tipo de
entrenamiento y aprendizaje que WEKA utilizara al momento de realizar

la mineria. Como se presenta en la Figura 4.3.3.

Test options
) Use fraining set

) Supplied test set Set
(®) Cross-validation Folds 10
|} Percentage split

[ More options... J

Figura 4.3.3. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales
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Use training set: WEKA utilizara los archivos ya existentes, asi como

registros como base para realizar la mineria de datos

Supplied test set: Se puede seleccionar un archivo de extension arff, el
cual se encargara del aprendizaje de la mineria de datos.

Cross-validation: El aprendizaje se realizara a partir de una cierta

cantidad de campos o atributos que se requiera.

Percentage Split: Se puede determinar el porcentaje de datos que sera
utilizado durante el aprendizaje, el cual se aplicar4 posteriormente al

porcentaje de datos restantes para realizar la mineria.

Para nuestro ejemplo seleccionamos la opcion de “Cross-validation”, a
continuacion, podemos seleccionar el atributo base en el cual se realizara
la mineria de datos que se presenta en la Figura 4.3.4., por defecto
siempre se selecciona el ultimo atributo de la base de datos, pero se
puede seleccionar cualquier atributo, en nuestro caso dejaremos el
atributo por defecto. Para interpretacion significa que realizaremos una

prediccion de si el examen de diabetes fue positivo o no.

(Mom) class I

(Mum} plas
(Mum) pres
(Mum} skin
(Mum)insu
(Mum} mass
(Mum} pedi
(Mum} age

Figura 4.3.4. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Una vez seleccionado el algoritmo con el que vamos a trabajar,

presionamos “Start” para efectuar la mineria de datos

Los resultados apareceran en el recuadro a lado derecho. Como se

visualiza en la Figura 4.3.4.
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& Weka Explorer — O o

[ Preprocess TC\assify T Cluster I Associate T Select attributes I Visualize }
Classifier

| cnoose J|J43-c 0.25-M 2 ‘

Test options Classifier output
() Use training set Teat mode: 10-fold croas-validation ]
() Supplied test set Set
. === Classifier model (full training set) ===
(®) Cross-validation Folds 10
() Percentage split ff?f?fiffi,,
l Wore options J
plas <= 127
) | mass <= 26.4: tested_negative (132.0/3.0)
[ (Mom) class v J | ma33 > 26.4 )
| | age <= 2&: tested_negative (180.0/22.0)
— - I | age > 28
[ st | ion |1 | oplas <= 99: tested negative (55.0/10.0)
Result list (right-click for options) I 1 plas > 39 |
| | | | pedi <= 0.561: tested negative (84.0/34.0)
13:16:35 - trees. 148 | I | | pedi > 0.561
| | | | | preg <= &
| | | | | | age <= 30: tested positive (4.0)
| | | | | | age > 30
| | | | | | | age <= 34: tested negative (7.0/1.0)
| | | | | | | age > 34
| | | | | | | | mass <= 33.1: tested_positive (6.0)
| | | | | | | | mass > 33.1: tested negative (4.0/1.0)
| | | | | preg > 6: tested_positiwve (13.0)
plas > 127
| mass <= 29.9
| | plas <= 145: tested negative (41.0/6.0)
| | plas > 145
| | | age <= 25: teated_negative (4.0) .v
B )
Status
oK Log ’W x0
Figura 4.3.4. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales
Podemos apreciar la informacion del arbol de decisiones que se genero
en la Figura 4.3.5., asi como el numero de hojas, el tamafio del arbol, el
numero de instancias y porcentajes de error al generar el arbol.
plas <= 127

mas3 <= 2a.4:
mas3 > 26.4

teated negative (132.0/3.0)

age <= 28: tested negatiwve (180.0/22.0)
age > 28
plas <= 99: tested_negatiwve (55.0/10.0)

> 99
pedi <= 0.56l: tested negative (84.0/34.0)
pedi > 0.561

plas

|
| | mas3 <= 33.1: tested_positiwve (6.0)
| | mass » 33.1: teated_negative (4.0/1.0)

|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
| preg » 6: tested positive (13.0)

| preg <= &

| | age <= 30: tested positive (4.0)

| | age » 30

| | | age <= 34: tested_negative (7.0/1.0)
| | age » 34

| I

| |

|

Figura 4.3.5. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales
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Se puede interpretar en la Figura 4.3.6. y en la Figura 4.3.7. que de las
personas que presentan una concentracion de glucosa inferior o igual a
127, aquellas que tienen un indice de masa corporal inferior o igual a
26.4, 3 personas de 132 presentan un examen de diabetes negativo. En
caso de que su indice de masa muscular sea superior es necesario
considerar su edad, si es menor a los 28 afos, 22 personas de un grupo
de 180 presentan un examen de diabetes negativo. El &rbol sigue

expandiéndose hasta contemplar todos los parametros ingresados.

plas > 127

ma3s <= 29.9

plas <= 145: tested negative (41.0/6.0)
plas > 145

age <= 25: tested negative (4.0)

mas3 <= 27.1: teated_positiwve (12.0/1.0)
7

| | pedi <= 0.39&: tested positive (8.0/1.0)
| | pedi > 0.39%6: teated _negative (3.0)
| pres » 82: tested negative (4.0)

|
|
|
|
|
|
|
I
|
|
|
| age > 6l: tested negative (4.0)

|
|
|
|
|
|
|
|
|
|
|
|
|
| ma33 > 29.9
| | plas <= 157

| | | pres <= &l: tested_positive (15.0/1.0)

| | | pres > &1

| | | | age <= 30: tested_negative (40.0/13.0)
| | | | age > 30: tested_positive (60.0/17.0)
| | plas > 157: teated positive (92.0/12.0)

Figura 4.3.6. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales
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Number of Leaves 20

Size

of the tree : 39

Time taken to build model: 0.0& seconds

Stratified cross-validation ===

=== SUmmary ===

Correctly Classified Instances 567 T3.B281 %
Incorrectly Classified Instances 201 26.1719 %
Kappa statistic 0.4164

Mean absoclute error 0.3158

Boot mean squared error 0.4463

Eelative absoclute error 69,4241 %

Boot relative sgquared error 93.6293 %

Total Numker of Instances 768

Figura 4.3.7. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Es necesario tomar en cuenta la matriz de confusion que nos presenta el
programa, ya que aqui es donde podemos ver el grado de confiabilidad
de los resultados obtenidos. Esto se puede interpretar de la siguiente
forma. Los datos que se encuentran en la diagonal principal de la matriz
deben ser mayores que los datos en sus respectivas columnas. Como se

presenta en la Figura 4.3.8.
=== Confusion Matrix ===
a b <—-— claszified as=

407 83 | a teated negative
10 160 |

tested positive

Figura 4.3.8. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

En el caso de nuestro ejemplo, 407 > 108 y 160 > 93 por lo tanto los
resultados son confiables. La matriz de confusién variara dependiendo

del atributo base que se eligié previamente.

Si asi lo deseamos podemos visualizar el arbol de decision presentado
en la Figura 4.3.9., realizando clic derecho en la lista de resultados,

“Visualizae tree”.
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Tree View

@ e B
=28 28 =145 =145 ==157 157
== 08 =08 <= 25 =26 == 1 i1
==0.561 = 0.561 == 61 =61 ==30 30
=§ =6 274 =271
E . - i
== 30 =30 ==82 =82
==34 =34 == (1.386 =0.386
s o syt et wsoo|

*=331 =331

st 58] i i 1)

Figura 4.3.9. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Si analizamos los resultados arrojados por la herramienta podemos
observar que existe una precision de 73.83%, donde de 500 pacientes
gue tenian resultado de examen de diabetes negativo, los resultados
indican que 93 podrian tener un examen positivo. Del otro lado, de 268
resultados positivos que se encontraban en la base de datos, los
resultados indican que 108 pacientes deberian tener un resultado de

examen negativo.

Si asi lo deseamos podemos realizar un cluster que nos permitira realizar
varias simulaciones de mineria de datos, con diferentes cantidades de
datos una de la otra, lo que nos permitira ver las diferentes variaciones

en los resultados dependiendo de la seccidn de datos que se analice.

Para esto procedemos a la pestafia “Cluster”, seleccionamos el algoritmo
con el cual realizaremos nuestro cluster, en nuestro caso utilizaremos
SimpleKMeans, un algoritmo muy eficaz y preciso. Presionamos “Start” y
los resultados se desplegaran del lado derecho. Como se observa en la
Figura 4.3.10.
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&) Weka Explorer

[ Preprocess T Classify T Cluster TAssacwate T Select attributes T Visualize ]

Clusterer
[ Choose \ i -init 0 -rnax- 100 -periodic-pruning 10000 -min-density 2.0 -1 -1.25-12 -1.0-N 2 -A"weka core EuclideanDistance -R firstlast' -1 500 -num-slats 1 -8 10
Cluster mode _ Clusterer output

(®) Use training set

(_J Supplied test set

) Percentage split

) Classes fo clusters evaluation

@ Store clusters for visualization

Initial starting points (random):

Cluster 0: 1,126,5§,29,152,28.7,0.801, 21, tested_negative
Cluster 1: &,95,72,0,0,3€6.8,0.485,57,tested negative

Missing wvalues glcbally replaced with mean/mode

Final cluster centroids:

Clusters

Attribute Full Data [ 1
[ Ignore attributes (765.0) (500.0) {262.0)
Start | preg 3.8451 3.298 4.8657
plas 120.8945 109.98 141.2575
Result list (right-click for options) pres €9.1055 68.184 70.8246
skin 20.5365 19.664 22.1642
18:15°40 - SimplekMeans insu 79.7995 £3.792 100.3358
mass 31.9926 30.3042 35.1425
pedi 0.4719 0.4297 0.5505
age 33.2409 31.19 37,0672
class tested_negative tested_negative tested positive

Time taken to build model (full training data) : 0.01 seconds

Status

oK

=== Model and evaluation on training set ===

Clustered Instances

EAAN

0 500 ( 65%)
1 268 ( 35%)
LAN

Figura 4.3.10. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Podemos ver en los resultados en la Figura 4.3.11. que se realizaron 4

iteraciones en los 3 diferentes clusters, en el primer cluster podemos ver

que se ha utilizado todos los datos de la base, mientras en el cluster #0

se usaron 500 registros y en el cluster #1 los 268 registros restantes.

Ademas de la cantidad de registros usados en los clusters, también nos

muestra los promedios de cada uno de los atributos que se encuentran

en la base de datos.

En el primer cluster podemos ver que la mayoria de pacientes presentan

un examen negativo, al igual que el cluster #0, mientras que en el cluster

#1 la mayoria presenta un resultado positivo en su examen.
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Humbker of iterations: 4
Within cluster sum of sguared errcrs: 148.517766458111%

Initial starting points (random):

Cluster 0: 1,126,56,29,152,2

,28.7
Cluster 1: 8,95,72,0,0,36.8,0.

(0.801,21,tested_negative
485,57, tested_negative

Mizssing walues glcobally replaced with mean/mode

Final cluster centroids:

Cluster#

Attribute Full Data a 1

[{768.0) {500.0) [(268.0)
preg 3.8451 298 4.8657
plas 120.8945 109.98 141.2575
pres §9.1055 8.18 70.8246
skin 20.5365 159,664 22.1642
insu 79.7995 68.792 100.3358
mass 31.9928 30.3042 35.142
pedi 0.4719 0.4297 0.5505
age 33.240%9 31.1%9 37.0872
claas teated_negative tested_negatiwve tested_poaitiwve
Time taken to build model ({full training daeta) : 0.01 seconds

=== Model and evaluation on training set ===
Clustered Instances

0 500 { 65%)
1 268 ( 35%)

Figura 4.3.11. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Otra de las opciones que nos presenta esta herramienta es el conocer
cual o cuales de los atributos que se encuentran en la base de datos son
los més importantes o determinantes al momento de realizar la mineria.
Para ver esta informacion procedemos a la pestafa de “Select Attributes”.

Esto se puede observar en la Figura 4.3.12.
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& Weka Explorer

[ Preprocess I Classify I Cluster TAssncwate TSelect aftributes T Visualize }

Attribute Evaluator

Choose ||CfsSubsetEval -F 1 -E 1

Search Method

Choose |BestFirst-D1-MN§

Attribute Selection Mode

(®) Use full training set

() Cross-validation

‘ (Nom) class

“

Start |

Result list (right-click for options)

22:53:24 - BestFirst + CfsSubsetEval

Status

oK

Attribute selection output

insu
mass
pedi
age
class
Evaluation mode: evaluate on all training data

=== Attribute Selection on all input data ==

Search Method:
Best first.
Start set: no attributes
Search direction: forward
Stale search after 5 node expansions
Total nurber of subsets evaluated: 37
Merit of best subset found: 0.164

Attribute Subset Evaluator (supervised, Class (nominal): 9 class):

CF5 Subset Evaluator
Including lecally predictive attributes

Selected attributes: 2,6,7,8 : 4
plas
mass
pedi
age

<

Figura 4.3.12. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

En nuestro caso podemos apreciar que los atributos mas importantes son

la concentracion de glucosa, el indice de masa corporal, la edad y la

funcién de diabetes.

Y finalmente la Ultima herramienta que nos ofrece WEKA es la

visualizacién, que nos permitira apreciar graficas de los atributos y sus

datos, permitiéndonos conocer las correlaciones existentes entre los

atributos.

Para acceder a esta opcion simplemente seleccionamos la pestafia

“Visualize”; como se presenta a en la Figura 4.3.13. y en la Figura 4.3.14.

62



€ Weka Explorer

[ Preprocess T Classify | Cluster | Associate T Select attributes I\hsuaﬂzﬂ

Plot Matrix

class

age

pedi

mass

insu

skin

preg

plas pres skin insu mass pedi age class

"1,

Figura 4.3.13. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

€ Weka Explorer

{ Preprocess T Classify | Cluster | Associate T Select attributes I Visuahze]

Plot Matrix

mass

insu

skin

pres

plas

preg

preg

plas pres skin insu mass pedi age class

Figura 4.3.14. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Si interpretamos estas graficas podemos darnos cuenta que en nuestro
caso el numero de embarazos de las pacientes no tienen ninguna relacion

con los demas atributos, es decir que no influye su edad, peso u otro
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4.4.

factor. De igual manera se puede apreciar que los resultados de los
examenes no estan directamente relacionados con ningun otro atributo,
en otras palabras, el hecho de que haya estado embarazada o no, o que
haya superado cierto rango de edad, no influird directamente con los

resultados.

Paso 4. Analisis e interpretacion de resultados.

Ahora que hemos analizado todas las opciones que nos ofrece WEKA,
asi como todos los resultados y analisis podemos proseguir a interpretar

que significan.

Si nos basamos en los primeros resultados que nos ofrece la herramienta
a través de “Classify”, podemos ver que existen anomalias en cuanto a
los resultados de los exadmenes, ya que los datos nos han mostrado la
posibilidad de que ciertos pacientes hayan recibido diagnésticos
erroneos, podemos comprobar la confiabilidad del resultado con la matriz

de confusion.

Mediante los resultados del clusterizado podemos distinguir que
diferentes grupos de datos han mostrado comportamientos diferentes,
como en el cluster #1, donde la tendencia es que las pacientes presenten
un resultado positivo, si prestamos mayor atencién a este grupo de datos,
podemos apreciar que los promedios de concentracién de glucosa, la
presidon sanguinea y la concentracion de insulina son superiores en
comparacion a los otros dos grupos de datos, donde el promedio es
menor, lo cual nos puede indicar que estos atributos son los mas
determinantes en los resultados de los examenes. Esto como nuestra
apreciacion al momento de ver los datos, se puede comprobar con los
resultados que podemos apreciar mediante la pestafia “Select Attributes”,
en la cual nos indica que los atributos mas importantes son la
concentracion de glucosa, el indice de masa corporal, la edad y la funcion

de diabetes.

Una vez mas la concentracion de glucosa aparece como uno de los
atributos con importancia al momento de realizar un examen. Con esto

podemos corroborar que realmente es un atributo influyente en el proceso
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Y finalmente las gréficas de los datos nos muestran las relaciones entre
los atributos, si somos mas minuciosos al momento de observar las
gréficas, podemos darnos cuenta de que una serie de datos, provenientes
de examenes con resultado negativo, se concentran en la gréfica de
concentracion de glucosa vs la funcion de diabetes, indicando una posible
relacion entre estos dos atributos, este tipo de concentracion también se
puede observar en la grafica de concentracion de glucosa vs el indice de

masa corporal.

Tomando toda esta informacién podemos indicar que los exdmenes
realizados tienen anomalias que se deben a los procesos que involucran
principalmente la medicién de la concentracion de la glucosa, ya que esta
puede influir en otros aspectos del examen, por lo que es necesario
mejorar en dicho aspecto o buscar el motivo por el cual se presentan
estas anomalias. Es necesario tomar medidas para corregir este
comportamiento, para asegurar la confiabilidad de dicho examen, ya sea
a nivel del profesional que realiza el examen o bien sea en el proceso

como tal.

EJEMPLO PRACTICO CON PENTAHO

A continuacién, procederemos a ver una herramienta distinta de mineria de datos

gue se llama Pentaho, esta herramienta nos permitira realizar un tipo de mineria

de datos un poco mas enfocada a lo que son los reportes y analisis de datos de

negocio. Esta herramienta permite a los usuarios mas inexpertos realizar un

analisis de los datos existentes en una base de datos con el fin de obtener

informacioén relevante de esta.

4.5.

Paso 1. Identificar las necesidades

Para este ejemplo buscamos desarrollar reportes con la informacién de
ventas detallada de diferentes clientes, con el objetivo de descubrir las
tendencias de compra de los clientes, asi como los productos con mayor
aceptacion, posteriormente también se buscara conocer los niveles de

venta de cada zona en USA donde se encuentra la compafiia, con el
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objetivo de mejorar las estrategias de venta y distribucion de productos,

conocer los puntos fuertes y débiles de ventas.

4.6. Paso 2. Preparacion de ambiente y seleccion de herramientas

Para apreciar de una mejor manera el funcionamiento de Pentaho,
utilizaremos una base de datos referente a valores de ventas de una

empresa. Que se muestra en la Figura 4.6.1.

Primeramente, para utilizar nuestra herramienta deberemos poseer una
base de datos que se encuentre en el formato .csv (valores separados
por comas), que es el formato con el cual trabaja Pentaho, como su
nombre lo indica simplemente es un archivo que contiene todos los
registros de la base de datos con la cual queramos trabajar, separadas

por comas.

ORDERNUMIJER, QUANTITYORDERED, PRICEEACH, ORDERLINENUMBER, SALES, ORDERDATE, STATUS,QTR_ID,MONTH_ID,YEAR_ID,PRODUCTLINE, MSRP, PRODUCTCODE, CUSTOMERNAME, PHONE, ADDRESSLINEL, ADDRESSLINE,CITY, STATE, POST)
10107,30,957,2,2871,2/24/2003 0:00,Shipped, 1,2,2003, Motorcycles,95,510_1678,Land of Toys Inc,2125557818,897 Long Alrport Avenue, NYC,NY,10022,USA,NA, Yu, Kwal,small
10121,34,8135,5,27659,5/7/2003 0:00,Shipped,2,5,2003, Motorcycles,35,510_1678,Reims Collectables,26471555,59 rue de I'Abbaye,,Reims, 51100, France, EMEA, Henriot, Paul, small

10134,41,9474,2,388434,7/1/2003 0:00,Shipped,3,7,2003, 95,510_1678,Lyon Souveniers,+33 146 62 7555,27 rue du Colonel Pierre Avia,,Paris, 75508, France,EMEA, Da Cunha,Daniel,Medium
10145,45,8326,6,37467,8/25/2003 0:00,Shipped,3,8,2003, 95,510_1678, 6265557265,78934 Hillside Dr,,Pasadena,CA,90003,USA,NA, Young Julie, Medium
10159,49,100,14,520527,10/10/2003 0:00,Shipped,4,10,2003, 95,510_1678,C: Ideas Co,6505551386,7734 Strong St,,San Francisco,CA,,USA,NA, Brown, Julie, Medium
10168,36,9666,1, 347976, 10/28/2003 0:00,Shipped, 4, 10,2003, Motorcycles,35,510_1678, Technics Stores Inc,6505556809,9408 Furth Circle, Burlingame, CA,34217,USA,NA, Hirano, Juri, Medium
10180,29,8613,9,249777,11/11/2003 0:00,5hipped,4,11,2003, 95,510_1678,Daedalus Dr Imports,20161555,"184, chausse de Toumal”, Lille, 59000, France, EMEA,Rance, Martine,Small

10188,48,100,1,551232,11/18/2003 0:00,5hipped,4,11,2003, Motorcycles, 35,510_1678,Herkku Gifts, +47 2267 3215,"Drammen 121, PR 744 Sentrum", Bergen,,N 5804,Norway,EMEA, Oeztan, Veysel,Medium
10201,22,9857,2,216854,12/1/2003 0:00,Shipped,4,12,2003, Motorcycles, 95,510_1678,Mini Wheels Co,6505555787,5557 North Pendale Street,,San Francisco,CA,,USA,NA, Murphy Julie,Small
10211,41,100,14,470844,1/15/2004 0:00,Shipped,1,1,2008, Motorcycles,35,510_1678, Auto Canal Petit,{1) 47556555,"25, rue Lauriston”,,Paris, 75016, France,EMEA, Perrier, Dominique, Medium
10223,37,100,1,396566,2/20/2004 0:00,Shipped, 1,2,2008, Motorcycles, 95,510_1678,"Australlan Collectors, Co",03 9520 4555,636 St Kilda Road,Level 3,Melbourne,Victoria, 3004, Australia, APAC, Ferguson, Peter, Medium
10237,23,100,7,233312,4/5/2004 0:00,Shippe 002, Motorcycles,95,510_1678,Vitachrome Inc,2125551500,2678 Kingston Rd,Suite 101,NYC,NY,10022,USA,NA, Frick,Michael small

10251,28,100,2,318864,5/18/2004 0:00,5hipped, 2,5,2004, Motorcycles, 95,510_1678,Tekni Collectables Inc,2015559350, 7476 Moss Rd,, Newark,NJ,94019,USA,NA, Brown, William, Medium
10263,34,100,2,367676,6/28/2004 0:00,Shipped, 2,6,2004, 95,510_1678,Gift Depot Inc,2035552570,25593 South Bay Ln CT,37562,USA,NA King Julie, Med

10275,45,9283,1,417735,7/23/2004 0:00,Shipped, 3,7,2008, Motorcycles, 35,510_1678,Ls Rochelle Gifts,40678555,"67, rue des Cinquante Otages”, Nantes, 44000, France, EMEA, Labrune, Janine, Medium
10285,36,100,6,409968,8/27/2004 0:00,Shipped, 3,8,2004, Motorcycles, 95,510_1678,Marta's Replicas Co,6175558555,39323 Spinnaker Dr,, Cambridge, MA,51247,USA, NA, Hernandez, Marta, Medi
10299,23,100,9,259739,9/30/2004 0:00,Shipped, 3,9,2004, Motorcycles, 95,510_1678,"Toys of Finland, Co",90-224 8555,Keskuskatu 45, Helsinki, 21240, Finland,EMEA, Karttunen, Matti, small
10309,41,100,5,439438,10/15/2004 0:00,Shipped,4,10,2004, Motorcycles,35,510_1678,8aane Mini Imports,07-98 9555, Erling Skakkes gate 78,,Stavern, 4110,Norway, EMEA, Bergulfsen, jonas, Medium
10318,46,9474,1,435804,11/2/2004 0:00,Shipped,d,11,2004, Motorcycles, 95,510_1678,Diecast Classics Inc,2155551555,7586 Pompton St Allentown,PA, 70267,USA,NA,Yu, Kyung, Medium
10329,42,100,1,439614,11/15/2004 0:00,Shipped,d,11,2004, Motorcycles,95,510_1678,Land of Toys Inc,2125557818,897 Long Airport Avenue, NYC,NY, 10022,USA,NA,Yu, Kwai, Medium

10341,41,100,9,773793,11/24/2004 0:00,5hipped,4,11,2004, Motorcycles,95,510_1678,5alzburg Collectables, 6562-9555, Gelslweg 14,,Salzburg, 5020,Austria, EMEA, Pipps, Georg, Large

10361,20,7255,13,1451,12/17/2004 0:00,5hipped,4,12,2004, Motorcycles, 95,510_1678,Souveniers And Things Co,+61 2 9495 8555,"Monitor Money Bullding, 815 Pacific Hwy",Level 6,Chatswood, NSW, 2067, Australia, APAC, Huxley, Adrian,small

10375,21,3491,12,73311,2/3/2005 0:00,Shipped, 1,2, 200" 95,510_1678,La ,40678555,"67, rue des Cinquante Otages”, Nantes, 44000, France, EMEA, Labrune,Janine,Small
10388,42,7636,4,320712,3/3/2005 0:00,Shipped, 1,3,200: 95,510_1678, 5088 1785 First Street MA,50553,USA,NA, Benitez, Violeta,Medi
10403,24,100,7,243456, 00,Shipped,2,4,200: 95,510_1678,"UK Collectables, Ltd",(171) 555-2282,Berkeley Gardens 12 Brewery, Liverpool,, WX1 6LT,UK,EMEA, Devon,Elizabeth, Small

10417,66,100,2,751608,5/13/2005 0:00,Disputed, 2,5,2005, Motorcycles,95,510_1678,Euro Shopping Channel, (91) 555 94 44,"C/ Moralzarzal, 86, Madrid, 28034,5pain,EMEA, Freyre,Diego, Large
10,Norway,EMEA,Bergulfsen, Jonas,Medium
,1,720911,3/24/2003 0:00,Shipped, 3,Classic Cars,214,510_1949,"Volvo Model Replicas, Co",0921-12 3555,8erguvsv.gen 8,.Lule,,S-958 22,Sweden,EMEA,Berglund,Christina, Large
10126,38,100,11,732506,5/28/2003 0:00,Shipped, 2.5,2003, Classic Cars,214,510_1949,"Corrida Auto Replicas, Ltd",(91) 555 22 82,"C/ Araquil, 67", Madrid, 28023, EMEA, Martin,L
10140,37,100,11,73741,7/24/2003 0:00,Shipped, 3,7,2003, Classic Cars, 214,510_1949,Technics Stores Inc,6505556809,3408 Furth Circle, Burlingame, CA,34217,USA,NA, Hirano, Juri, Large

10150,45,100,8,109935,9/19/2003 0:00,5hipped,3,9,2003, Classic Cars,214,510_1949,"Dragon Souveniers, Ltd",+65 221 7555,"Bronz Sok, Bronz Apt 3/6 Tesvikiye",, Singapore,, 79903, Singapore, Japan, Natividad,Eric Large
10163,21,100,1,486024,10/20/ 2003 0:00,5hipped,4, 10,2003, Classic Cars,214,510_1949,Classic Legends In,2125558493,5305 Pompton St,Suite 750,NYC,NY, 10022,USA,NA, Hernandez, Maria,Medium
10174,34,100,4,801482,11/6/2003 0:00,5hipped,4,11,2003, Classic Cars,214,510_1949,"Australian Gift Netwark, Co",61-7-3844-6555,31 Duncan St West End, South Brisbane, Queensland 4101, Australia, APAC, Calaghan, Tony, Large
10183,23,100,8,537257,11/13/2003 0:00,Shipped,4,11,2003, Classic Cars,214,510_1949, "Classic Gift Ideas, Inc",2155554695,782 First Street, Philadelphia, PA, 71270,USA,NA, Cervantes, Francisca, Medium
10154,42,100,11,725036,11/25/2003 0:00,Shipped,4,11,2003,Classic Cars,214,510_194,"Saveley & Henriot, Co", 78325555,"2, rue du Commerce”, Lyon, 69004, France EMEA, Saveley, Mary,Large
10206,47,100,6,906489,12/5/2003 0:00,Shipped, 4,12,2003, Classic Cars, 214,510_1949,Canadian Gift Exchange Network,(604) 555-3392,1900 Oak St,,Va: BC,V3F 2K1,Canada,NA, Tannamuri,Yoshi,Larg
10215,35,100,3,60753,1/29/2004 0:00,Shipped, 1,1,2004,Classic Cars,214,510_1949,West Coast Collectables C0,3105553722,3675 Furth Circle,, Burbank,CA,34019,USA,NA, Thompson,Steve, Medium
10228,29,100,2,646323,3/10/2004 0:00,Shipped, 1,3,2004, Classic Cars,214,510_1949,Cambridge Collectables Co,6175555555,4658 Baden Av,,Cambridge,MA,51247,USA,NA, Tseng Kyung.Medium

Figura 4.6.1. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales

Con este archivo procederemos a cargarlo en nuestra plataforma de
Pentaho presentada en la Figura 4.6.2., para este ingresaremos a nuestra
herramienta la cual nos presentara la siguiente pantalla.
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File

Home v

Browse Files

Manage Data Sources

Watch the Video C2 %

DDD

Browse Flles Browse Files

Figura 4.6.2. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales

Esta pantalla sera la que nos permita ingresar diferentes bases de datos,
crear reportes, reportes interactivos y dashboard. Para cargar los
registros de nuestro archivo csv procedemos a seleccionar la opcion

“Manage Data Source”, la cual nos presentara la siguiente pantalla, como
se ve en la Figura 4.6.3.

Manage Data Sources

O New Data Source

Audit JDBC

ba-pom Metadata

credito Data Source Wizard
diabetes Data Source Wizard
ejemplo Data Source Wizard

Close

Figura 4.6.3. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales

En este recuadro podemos apreciar las diferentes fuentes de datos

disponibles para utilizarse con nuestra herramienta, para nuestro ejemplo
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crearemos una nueva fuente de datos. Seleccionamos la opcidén “New

Data Source”, como se presenta a continuacién en la Figura 4.6.4.

Data Source Wizard

Data Source Name:

» Select Source Type |

Source Type:
select Source Type =

Cancel

Figura 4.6.4. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales

En esta pantalla seleccionaremos nuestro tipo de archivo, en nuestro
caso CSV, y pondremos un nombre a esta nueva fuente de datos, en
nuestro caso colocaremos en nombre de “Ventas”. Una vez ingresado
estos datos se habilitan més opciones que nos permitiran buscar el origen
de nuestros datos, asi como una vista previa de los datos. Como se ve

en la Figura 4.6.5.
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Data Source Wizard

Data Source Name:

£

Select Source Type

Ventas
Staging Settings Source Type:
CSV File ~]
File: Encoding:
sales_data_sample_sin_decimales 1.csv 1SO-8859-1 ~|
Mote: CSV data will be loaded into a staging table
Delimiter: Enclosure:
®) Comma Semicolon %) Double Quote
Tab Space Single Quote
Other None

¥ First row is header

File Preview

ORDERNUMBER QUANTITYORDERED PRICEEACH ORDERLINENUMBER SALES — ORDERDATE STATUS

10107 30 957 2 2/24/2003 0:00 shipped
10121 34 8135 5 5/7/2003 0:00 shipped
10134 41 9474 2 7/1/2003 0:00 shipped
10145 45 8326 6 8/25/2003 0:00 shipped
10159 49 100 14 10/10/2003 0:00 Shipped
10168 36 9666 1 10/28/2003 0:00 shipped
10201 22 9857 2 12/1/2003 0:00 shipped
10237 23 100 7 4/5/2004 0:00 shipped
10251 28 100 2 318864 5/18/2004 D:00 shipped
4 »

Figura 4.6.5. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales

Procedemos a la siguiente pantalla, donde podremos personalizar, si asi
lo deseamos, los tipos de datos que se reconocen al momento de cargar
nuestros datos. Como todo parece estar correcto dejaremos la

configuracion por defecto. Como se observa en la Figura 4.6.6.
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Data Source Wizard

Select Source Type

> Staging Settings

Select the columns you want to stage on the Pentaho BA Server and configure their attributes. Use Source Format to
specify how numeric or date fields are formatted in the source CSV file.

45 0 =

| [Name  Type | Sourceformat
"]

ORDERNUMBER
(%) QUANTITYORDERED
w1 PRICEEACH
(%} ORDERLINENUMBER
e SALES
(] ORDERDATE
7] STATUS
(%) QTR_ID
L4 MONTH_ID
(%} YEAR_ID
L4 PRODUCTLINE
(%) MSRP
Ld PRODUCTCODE

STRING E

NUMERIC
NUMERIC
NUMERIC
NUMERIC
DATE
STRING
NUMERIC
NUMERIC
NUMERIC
STRING
NUMERIC

STRING

#*
#*
#*
#*

MM/ dd/yyyy

4

(=T = B = B = N ]

o o o o o o o o o o o 9

Show File Contents

Finish Cancel

Figura 4.6.6. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales

Procedemos a finalizar nuestra carga de datos, presionando la opcion

“Finish”, si no han existido problemas se presentard un cuadro

informandonos que todos los registros han sido ingresados, como se ve

en la Figura 4.6.7.

Data Source Created

Mote

To enable reporting and analysis, a default metadata model was
automatically created for this data source. You can edit the data
source at any time by going to File = Manage > Data Sources.

'® Keep default model

) Customize model now

The data source was created successfully.

Figura 4.6.7. Paso 2, Elaborado por: Oscar Cérdova y Carlos Rosales
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4.7.

Con esto hemos logrado exitosamente subir todos nuestros registros, a
continuacion, empezaremos con la creacion de reportes. Esta opcion es
una de las mas utilizadas por los trabajadores de una organizacion,
debido principalmente a que los reportes son el medio principal para
defender muchos de los proyectos de la organizacién, este tipo de
reportes nos permite realizar un andlisis de los datos, permitiendo

conocer asi el estado de un proyecto.

Paso 3. Empezando con la mineria de datos.

4.7.1. Reportes Interactivos.
Para iniciar con nuestro reporte, regresaremos a la pantalla principal de
nuestra herramienta Pentaho, donde seleccionaremos la opcion “Create
New”, seguido de la opcion “Interactive Report”. Como se observa de la
Figura 4.7.1.1.

Browse Files Getting Started

Create New Analysis Report

Manage Data Sources Interactive Report

Documentation

rw
M

Dashboard ;WE
Data Source
Opened
Figura 4.7.1.1. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales
A parecera ante nosotros un recuadro como se observa en la Figura
4.7.1.2, donde podremos seleccionar la fuente de datos que utilizaremos

para crear nuestro reporte, en nuestro caso seleccionaremos la fuente de

datos que acabamos de crear “Ventas”.
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Select Data Source

Specify which data source you want to analyze. Each data source consists of a
schema and a cube in the schema. This will determine which fields you will
have available, [¥

Data Sources: 2+ X

pentaho_operations_mart: PDI Operations Mart - Step -
pentaho_operations_mart: FDI_Operations_Mart

prueba 3: prueba 3

prueba2: prueba2

pruebad: pruebad

SampleData: Quadrant Analysis

Steel\Wheels: Steel\WheelsSales

#| Auto Refresh Report

m Cancel

Figura 4.7.1.2. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Una vez seleccionada nuestra fuente de datos se nos presentara la
pantalla donde procederemos a crear nuestro reporte. Como se ve en la
Figura 4.7.1.3.

Interactive Report

<0 By &Y |\ i

Data

Available Fields For:
8 ventas

~ Ventas Untitled
ADDRESSLINET
ADDRESSLINE2
ary
CONTACTFIRSTNAME
CONTACTLASTNAME
COUNTRY
CUSTOMERNAME
DEALSIZE
MONTH ID
MSRP
QORDERDATE
ORDERLINENUMBER
ORDERNUMBER
PHONE
POSTALCODE
PRICEEACH
PRODUCTCODE
PRODUCTLINE

QTRID
QUANTITYORDERED
SALES

STATUS

ate
TERRITORY
YEAR ID

Group Sorting

Field Sorting

Figura 4.7.1.3. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Podemos apreciar que todos los campos de nuestra base de datos se
encuentran en la parte izquierda de la pantalla, donde podremos arrastrar

dichos campos a la parte central donde existe una plantilla para nuestro
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Available Fields For:
8 ventas

~ Ventas
ADDRESSLINET
ADDRESSLINEZ
any
CONTACTFIRSTNAME
CONTACTLASTNAME
COUNTRY

W CUSTOMERNAME

DEALSIZE
MONTH ID
MSRP
ORDERDATE
ORDERLINENUMBER
ORDERNUMBER

POSTALCODE
PRICEEACH
PRODUCTCODE
PRODUCTLINE
QTRID
QUANTITYORDERED
SALES

STATUS

State
TERRITORY
VEARID

Group Sorting

PRODUCTLINE

Field Sorting

fo™

reporte. Al momento de crear nuestro reporte debemos tomar en
consideracion el objetivo que tratamos de cumplir. Esto nos permitira
tener una mayor claridad de los campos y tipos de datos que deberemos
utilizar en nuestro reporte, con el fin de expresar de mejor manera nuestro

obijetivo.

Para nuestro caso buscaremos realizar un informe de articulos y sus
precios clasificado por los nombres de los compradores. Este reporte lo

nombraremos reporte de compra.

Arrastrando el atributo de “Product Line” de manera horizontal hacia
nuestra plantilla de reporte, posteriormente podemos seleccionar los
atributos que deseemos que aparezcan de cada producto como su codigo
de producto, el precio y la fecha de compra. Finalmente podemos aplicar
el filtro por cliente, realizando clic derecho sobre el atributo
“CustomerName” y seleccionando “Prompt”, nuestro reporte deberia lucir

asi. El reporte se lo puede apreciar en la Figura 4.7.1.4.

COlINAIRYIRIG®EE] >
CUSTOMERNAME
Gifts4AllAgescom

View Report [CANTEENENY

Reporte de Compra

PRODUCTLINE: Classic Cars -

PRODUCTCODE PRICEEACH ORDERDATE

510_4757 100 vie sep 10 00:00:00 COT 2004
$10_4757 100 vie may 06 00:00:00 COT 2005
$24_4620 8327 mié jun 30 00:00:00 COT 2004
S18_4721 100 mié jun 30 00:00:00 COT 2004
PRODUCTLINE: Motorcycles ~

PRODUCTCODE PRICEEACH ORDERDATE

§50_4713 895 mié jun 30 00:00-00 COT 2004
5322206 mié jun 30 00:00:00 COT 2004
$24_2360 mié jun 30 00:00:00 COT 2004
$32_4435 mié jun 30 00:00:00 COT 2004
$18_3782 5471 mié jun 30 00:00:00 COT 2004
PRODUCTLINE: Ships «

PRODUCTCODE PRICEEACH ORDERDATE

S700_1138 7134 vie may 06 00:00:00 COT 2005
$18_3029 7398 vie may 06 00:00:00 COT 2005
$700_3505 100 vie may 08 00:00:00 COT 2005
§72_32212 652  viemay 06 00:00:00 COT 2005
S700_3505 100 vie sep 10 00:00:00 COT 2004
5700_2610 5855 vie sep 10 00:00:00 COT 2004

Figura 4.7.1.4. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Hemos logrado crear un reporte de compra de cada uno de los clientes,
independiente de cada uno de ellos. En este caso podemos apreciar que
se han comprado varios juguetes como carros clasicos, motocicletas,
barcos y trenes, con sus respectivos precios, por parte del cliente
“Gifts4AllAges”.

73



Available Fields For.
B ventas

~ Ventas
ADDRESSLINE!
ADDRESSLINEZ
aTy
CONTACTFIRSTNAME
CONTACTLASTNAME
OUNTRY
W CUSTOMERNAME
DEALSIZE
MONTH ID
MSRP
ORDERDATE
ORDERLINENUMBER
ORDERNUMBER
PHONE
POSTALCODE
PRICEEACH
PRODUCTCODE
PRODUCTLINE
QTR ID
QUANTITYORDERED
SALES
STATUS
State
TERRITORY
YEAR ID

Group Sorting

PRODUCTLINE

Field Cartine

Available Fields For
8 ventas

~Ventas
ADDRESSLINET
ADDRESSLINEZ
aTy
CONTACTFIRSTNAME
CONTACTLASTNAME

NTRY
¥ CUSTOMERNAME

ORDERDATE
ORDERLINENUMBER
ORDERNUMEBER
PHONE
POSTALCODE
PRICEEACH
PRODUCTCODE
PRODUCTLINE
QTRID
QUANTITYORDERED
SALES

STATUS

State

TERRITORY

YEAR ID

Group Sorting

PRODUCTLINE

Field Sorting

Si cambiamos el filtro de nuestro cliente el reporte también cambiara.

Como se presenta a continuacion en la Figura 4.7.1.5.

COlNslRy IR 9 EE]
CUSTOMERNAME
Rovelli Gifts v

O
View Report  JEAENGEITIII

Ascending ¥

Figura 4.7.1.5. Paso 3, Elaborado por

>

PRODUCTLINE: Planes
PRODUCTCODE
524_2841
524 2841
S700_2466
S700_3167
524 4278
S700_2834
S24_1785
524_3949
S700_2834
524 4278
S700_2466
5243949
524 1785
S700_4002
5700_1691
S72_1263
S700_4002
S18_1662
S700_1691
S700_3167
$18_2581

PRICEEACH
5892
7468
100
64
6376
100
8863
7643
100
6086
100
6483
8754
6144
100
5264
8587
100
100

9039

ORDERDATE

vie nov 12 00:00:00 COT 2004
lun feb 17 00:00:00 COT 2003
lun feb 17 00-:00:00 COT 2003
vie nov 12 00:00:00 COT 2004
lun feb 17 00-:00:00 COT 2003
vie nov 12 00:00:00 COT 2004
lun feb 17 00:00:00 COT 2003
vie nov 12 00:00:00 COT 2004
lun feb 17 00:00:00 COT 2003
vie nov 12 00:00:00 COT 2004
vie nov 12 00:00:00 COT 2004
lun feb 17 00-:00:00 COT 2003
vie nov 12 00:00:00 COT 2004
lun feb 17 00:00:00 COT 2003
lun feb 17 00-:00:00 COT 2003
lun feb 17 00:00:00 COT 2003
vie nov 12 00:00:00 COT 2004
lun feb 17 00:00:00 COT 2003
vie nov 12 00:00:00 COT 2004
lun feb 17 00:00:00 COT 2003
lun feb 17 00:00:00 COT 2003

: Oscar Cérdova y Carlos Rosales

Este tipo de reporte nos da como evidencia todas las compras realizadas

por un cliente a lo largo del tiempo, en este caso se aprecia que el cliente

“‘Rovelli Gifts” ha comprado una gran cantidad de aviones de juguete, si

afiadimos una columna mas a nuestro reporte podremos apreciar la

cantidad de aviones comprada en cada modelo. Como se ve en la Figura

4.7.1.6.

CUSTOMERNAME
Rovelli Gifts v

o
WENEEU @ uto-submit

Ascending ¥

PRODUCTCODE
S700_2466
S700_2834
S24_1785
S700_4002
5700_1691
S700_3167
5241785
S18_1662
$72_1253
S700_3167
S700_1691
524_3949
S24_4278
S700_2834
S18_2581
24 3949
$24_2841
S700_2466
524_4278
S700_4002

S24 2841

PRICEEACH

100
100
8363
6144
100

8754
100
5264
744
100
6483
6376
100
9039
7643
5892
100
6086
8587
7468

ORDERDATE
vie nov 12 00:00:00 COT 2004
vie nov 12 00:00:00 COT 2004
lun feb 17 00:00:00 COT 2003
lun feb 17 00:00:00 COT 2003
vie nov 12 00:00:00 COT 2004
vie nov 12 00:00:00 COT 2004
vie nov 12 00:00:00 COT 2004

lun feb 17 00:00:00 COT 2003

lun feb 17 00:00:00 COT 2003 4

lun feb 17 00:00:00 COT 2003
lun feb 17 00:00:00 COT 2003
lun feb 17 00:00:00 COT 2003
lun feb 17 00:00:00 COT 2003
lun feb 17 00:00:00 COT 2003
lun feb 17 00:00:00 COT 2003

vie nov 12 00:00:00 COT 2004

vie nov 12 00:00:00 COT 2004 4

lun feb 17 00:00:00 COT 2003
vie nov 12 00:00:00 COT 2004
vie nov 12 00:00:00 COT 2004

lun feb 17 00:00:00 COT 2003

Figura 4.7.1.6. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

QUANTITYORDERED
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4.7.2. Reportes de anélisis.

Otra de las funcionalidades principales de Pentaho que es util para
realizar una especie de mineria de datos son los “Analysis Reports”,
reportes de datos mas congruentes que nos permitiran realizar cruces de

la informacion, con el fin de obtener informacién especifica.

En nuestra pantalla principal de Pentaho, una vez mas, seleccionaremos
la opcidon “Create New” posteriormente “Analysis Report”. Como se ve en
la Figura 4.7.2.1.

Browse Files Getting Started

Create New

Analysis Report

Manage Data Sources Interactive Report

Documentation Dashboard

w

Data Source

Figura 4.7.2.1. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Una vez mas seleccionaremos como fuente de datos la opcién “Ventas”,

que creamos anteriormente. Como se aprecia en la Figura 4.7.2.2.
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Select Data Source

Specify which data source you want to analyze. Each data source consists of a
schema and a cube in the schema. This will determine which fields you will
have available. [¥

Data Sources: 2+ X

pentaho_operations_mart: PDI Operations Mart - Step -
pentaho_operations_mart: PDI_Operations_Mart

prueba 3: prueba 3

prueba: prueba

pruebad: pruebad

SampleData: Quadrant Analysis

Steel\Wheels: Steel\WheelsSales

Ventas: Ventas

¥ Auto Refresh Report
2

Figura 4.7.2.2. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

En la pantalla a continuaciébn que se presenta en la Figura 4.7.2.3.
podemos observar nuestros atributos, la seccién donde se presentaran
los datos, y los campos que nos permitiran realizar los cruces de
atributos. En este caso buscaremos cuales son los totales de ventas a lo
largo del pais “USA”, con el fin de conocer el territorio con mayores
ganancias para la compafiia, de mismo modo el que menor ganancia

genera.
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e fields (33) for: & T Leyout | Ii‘ Y | ¥ o

Rows &2 »  NoFilters

Find: Viewr ~ Drop Level Here *

~ ADDRESSLINE1

&3 ADDRESSLINE1

~ ADDRESSLINE2 Drop Level Here *
&3 ADDRESSLINEZ

~ CONTACTFIRSTNAME
€3 CONTACTFIRSTNAME Drop Measure Here *
~ CONTACTLASTMAME

&3 CONTACTLASTNAME

~ CUSTOMERNAME

&3 CUSTOMERNAME

~ DEALSIZE

&3 DEALSIZE

~ Geography

&3 TERRITORY

&3 COUNTRY

& State

&y

&3 POSTALCODE

~MONTH ID

& MONTH ID

~ MSRP

&3 MSRP

~ Measures

& MONTH ID Properties

&omske

Lo
Lqmrip

£ QUANTITYORDERED

Sosales

E5YEAR ID

~ ORDERDATE

&3 ORDERDATE

~ ORDERLINENUMBER

Columns &3

Measures rE:n

Figura 4.7.2.3. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Ya que nuestra variable mas importante en este caso son las ventas
totales, procederemos a arrastrar el atributo “Sales”, a nuestro campo
“Measures”. Esto permitira que los cruces de atributos que se realicen

tengan como informacién principal las ventas. Como se observa en la

Figura 4.7.2.4.
~ Layout ha | O|m Y
Rows & ¥ No Filters
Drop Level Here SALES
Columns &3 382380708

Drop Level Here
Measures E:

SALES ~

Drop Measure Here

Figura 4.7.2.4. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales
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Podemos apreciar en la Figura 4.7.2.5. que al hacer esto las ventas
totales de la compafiia aparecen en la parte derecha de la pantalla. Ya
que nuestro objetivo es conocer las ventas totales por territorio,
procederemos a arrastrar el atributo “Territory” al campo “Rows”,
podemos ver que las ventas totales se han distribuido en los diferentes

paises en los cuales se encuentra la compafiia.

- Layout b Ol|im Y (%
Rows &3 P No Filters
TERRITORY h TERRITORY = SALES
Drop Level Here APAC 7917923
Columns € EMEA 110890063
Japan 7747742
Drop Level Here MA 255824580
Measures E—.—:
SALES o

Drop Measure Here

Figura 4.7.2.5. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Como nuestro objetivo es conocer en que territorio especifico de “USA”
es donde mas ventas se realizan es necesario desglosar todavia mas
nuestra informacion, para esto simplemente realizaremos doble clic sobre
el campo “NA” (Norte América), lo que nos desplegara la informacion de
los paises pertenecientes a este territorio. Como se observa en la Figura
4.7.2.6.

» Layout “ Om Y % o
Rows &3 b1 Filter
TERRITORY TERRITORY = | COUNTRY & SALES
COUNTRY bt Canada 0308364
NA
Drop Level Here USA 246516616
Columns &3

Drop Level Here
Measures E—.—:
SALES e
Drop Measure Here

Figura 4.7.2.6. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales
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Procedemos a seleccionar “USA” para que se desplieguen los estados

donde se encuentra la compafiia. Como se ve en la Figura 4.7.2.7.

Rows &3 b 2 Filters
_Eillly - TERRITORY % | COUNTRY =# | State H SALES
COUNTRY i CA 097246937
State hd T 17147448
Drop Level Here MA 50165183
NH 72495599
Calumns &3 MA USA -
M| 6358605
Drop Level Here NV 6357658
. 47801181
Measures rE:n N 7E0T
PA, 14190005

SALES

Drop Measure Here

Figura 4.7.2.7. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Pentaho nos ofrece una opcion de paleta de colores que nos permitira
distinguir con facilidad el valor mas alto y el mas bajo. Como se observa

en la Figura 4.7.2.8.

Rows &3 b 2 Filters
TERRITORY v TERRITORY* | COUNTRY # [ State = SALES
COUNTRY i cA 07246937
State "’ ) 17147448
Drop Level Here MA 50165183
MH 7249599
Calumns &3 NA Usa
] 6358605
Drop Level Here NV 6357658
WY 47801181
Measures E-_-. ’
PA 14190005

SALES

Drop Measure Here

Figura 4.7.2.8. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

Podemos observar que el estado con mayores ventas totales es el estado
de California, mientras que el estado con ventas mas bajas es Nevada.
Si nos basamos en estos datos podemos detectar que existen problemas
de venta no simplemente en el estado de Nevada, el estado de New

Hamsphire y New Jersey se encuentran con niveles muy bajos de
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ganancias, por lo que seria necesario realizar una nueva estrategia de

ventas para estos estados, con el fin de elevar las ganancias.

Para realizar un andlisis mas detallado sobre las ganancias, podemos
colocar un filtro mas que nos permita ver las ganancias a través de los

afnos. Como se observa en la Figura 4.7.2.9.

Rows &2 » 2 Filters
TERRITORY v YEAR ID ¥
COUNTRY N 2003 2004 2005
State ~ TERRITORY | COUNTRY + | State = SALES SALES SALES
Drop Level Here CA 36920780 34800516 25525641
cT 7410910 7352603 2383845
Columns &3 - _
MA 17338468 23133460 9693255
YEAR ID v NH 4269626 2979973
NA UsA
Drop Level Here NJ - 3114899 3243706
; NV 1980456 4377202
Measures £ P —— P
NY 17559045 30242136 -
SALES ¥ PA 877971 12695354 616680

Drop Measure Here

Figura 4.7.2.9. Paso 3, Elaborado por: Oscar Cérdova y Carlos Rosales

4.8. Paso 4. Analisis e interpretacion de resultados.

En este paso se interpreta los resultados obtenidos con la herramienta de

Pentaho en los literales 4.7.1. Reporte Interactivos y 4.7.2. Reporte de Andlisis.

4.8.1. Reportes Interactivos.

Otro fin de este tipo de reportes es el de investigacion de las tendencias
de compra de los clientes de la organizacién, permitiéndonos desarrollar
estrategias de ventas personalizadas para nuestros clientes, esto en
base a sus registros de compra. Por ejemplo, al cliente “Rovelli Gifts” se
les ofrecerian promociones referentes a los juguetes de avion, en cambio
al cliente “Gifts4AllAges” seria oportuno enviarle varios tipos de
promociones, esto debido a que sus tendencias de compra son mas

variadas.
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Data = Form

Available Fields For:
§ ventas

- Ventas

ADDRESSLINE1 PRODUCTCODE PRICEEACH ORDERDATE QUANTITYORDERED
ADDRESSLINE2 S700_2466 100 vie nov 12 00:00:00 COT 2004 37
Egzlﬁgql&ﬁﬁ:ﬁ; S700_2834 100 wvie nov 12 00:00:00 COT 2004 33
VESSPJE\;RNAME 524 1785 8863 lun feb 17 00:00-00 COT 2003 28
DEALSIZE S700_4002 6144 lun feb 17 00:00:00 COT 2003 48
MONTH ID
MSRP S700_1691 100 vie nov 12 00:00:00 COT 2004 27
ORDERDATE
ORDERLINENUMBER S700_3167 B4 wvie nov 12 00:00:00 COT 2004 33
ORDERNUMBER
8§24 1785 8754 vie nov 12 00:00:00 COT 2004 47
POSTALCODE
PRICEEACH S518_1662 100 lun feb 17 00:00:00 COT 2003 36
PRODUCTCODE
PRODUCTLINE 872_1253 5264 lun feb 17 00:00:00 COT 2003 48
gLi&lTVORDERED $700_3167 744 lun feb 17 00-00:00 COT 2003 44
SALES S700_1691 100 lun feb 17 00:00:00 COT 2003 31
STATUS
State §24 3949 6483 lun feb 17 00:00:00 COT 2003 50
EKE“TSRV 524 4278 6376 lun feb 17 00:00-00 COT 2003 26
S700_2834 100 lun feb 17 00:00:00 COT 2003 32
518 2681 9039 lun feb 17 00:00:00 COT 2003 34
524 3949 7643 wvie nov 12 00:00:00 COT 2004 35
524 2841 5892 vie nov 12 00:00:00 COT 2004 48
Group Sorting S700_2466 100 lun feb 17 00:00:00 COT 2003 34
524 4278 6086 vie nov 12 00:00:00 COT 2004 43
PRODUCTLINE Ascending v S700_4002 8587 vie nov 12 00-00:00 COT 2004 39
Fleld sorting 524 2841 7468 lun feb 17 00:00-00 COT 2003 49
Figura 4.8.1.1. Paso 4 Elaborado por: Oscar Cérdova y Carlos Rosales
4.8.2. Reportes de anélisis.
Con este nuevo cuadro podemos observar que a pesar de que California
se mantiene como el estado con mayores ventas a través de los afios,
vemos que las ganancias empiezan a bajar afio tras afio, lo que podria
~r
representar un problema para la compafia a futuro, por lo que es
necesario investigar los motivos de esta baja en las ganancias y
corregirlo.
Rows &3 b 2 Filters
TERRITORY ~ YEAR ID -
COUNTRY v 2003 2004 2005
State ~ TERRITORY % | COUNTRY = | State SALES SALES SALES
Drop Level Here cA 36020720 34800516 25525641
cT 7410910 7352693 2383845
Columns &3
MA 17338468 23133460 06932355
YEAR ID o NH 4260626 2979973 -
MA USA
Drop Level Here NJ 3114899 3243706
NV 1980456 4377202 -
Measures E:
NY 17555045 30242136 -
SALES v PA 12695354

CUSTOMERNAME
Rovelli Gifts v

o
NETLE elydll ¥ Auto-submit

Drop Measure Here

Figura 4.8.2.1. Paso 4, Elaborado por: Oscar Cérdova y Carlos Rosales
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5. CAPITULO 5: CONCLUSIONES Y RECOMENDACIONES

En el siguiente capitulo se presentara las conclusiones y recomendaciones que

hemos encontrado en el desarrollo del trabajo de disertacion.

5.1.

CONCLUCIONES

Los resultados del proceso de mineria de datos pueden variar
dependiendo de la herramienta utilizada en el proceso, la
explicaciéon de los resultados esta sujeta a la interpretacién del
encargado de la mineria; por lo tanto, es aconsejable el previo
conocimiento teérico del proceso de minado de datos con el fin de
detectar los posibles errores de interpretacion que se presenten
en los resultados, como para la mejor justificacion de los mismos
resultados.

La preparacion de la base de datos, como de la superficie minable
son partes cruciales del proceso de mineria; la seleccion de la
informacion relevante debe hacerse con precaucion siempre
teniendo en cuenta el objetivo que se desea cumplir, mejorando
de esta manera los resultados obtenidos.

El proceso de mineria esta sujeto a muchos tipos de errores, ya
sea la incompatibilidad de los tipos de datos con el algoritmo de
mineria elegido o resultados incoherentes con respecto a la
informacién utilizada; por lo que es necesario cumplir con todos
los pasos previstos para realizar una buena mineria de datos y
minimizar la cantidad de errores que se presentaran en los
resultados finales.

Para la realizacion de mineria de datos es esencial el
conocimiento previo de varios conceptos basicos, para poder
familiarizarse con el tema, por lo que es importante el aprender o
entender sobre los métodos que existen para el minado de datos
en relacion con grandes cantidades de informacion almacenada
en las bases de datos de cualquier tipo de organizacion.

La mineria de datos nos ayuda mucho a la toma decisiones en

cualquier campo laboral, ya que toma una gran cantidad de
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informacién la evalla o la compara segun las necesidades del
usuario final generando asi la mejor ruta o la respuesta mas
Optima para el problema presentado.

La informacién que es generada en el minado de datos puede no
solo constar de una sola solucién, ya que puede generar varios
tipos de soluciones a los problemas presentados por las
organizacion o usuario final, adicionalmente en caso de no
encontrar una solucién basandose en los datos historicos y
actuales puede crear o generar una nueva solucién al problema
presentado.

Pentaho es una herramienta que permite a los usuarios con
conocimiento basico el analizar datos, en grandes cantidades,
obteniendo informacién relevante que permitira tomar decisiones
0 reconocer tendencias.

A pesar de que es una herramienta mas simple que WEKA,
Pentaho cumple éptimamente con su objetivo al momento de
realizar mineria de datos, lo que nos demuestra que utilizando los
métodos y herramientas adecuadas la mineria de datos puede
aplicarse sin muchos problemas a la mayoria de organizaciones,
empresas con grandes cantidades de datos, ayudando a mejorar
no solo las ganancias de la empresa, sino a corregir errores y
problemas que parecen complicados a simple vista, pero que en
realidad tienen una solucion al momento de desglosar la
informacién que se maneja. Grandes cantidades de informacion
son muy complicadas de manejar y mas complicado aun es
obtener informacién de dichos datos, por lo que la mineria de
datos a través de herramientas visuales como Pentaho tienen un
enorme potencial para el desarrollo de una organizacion.

La herramienta WEKA tiene un gran potencial para realizar
diferentes tipos de mineria de datos, asi como la aplicacion de
diferentes algoritmos de mineria de datos dando lugar a una gran
cantidad de posibles resultados, como gréaficos representando
datos, arboles de decisiones, matriz de decisiones,
descubrimiento de relaciones entre atributos, etc. Sin embargo,
todos estos resultados son datos totalmente matematicos y libres
a la interpretacion de quien realiza la mineria de datos. Ademas

muchos de estos resultados necesitan de conocimiento previo de
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la base de datos, asi como la habilidad de interpretar el significado
de matrices de confusion.

e En conclusion, WEKA es una herramienta que nos permite
analizar los datos y realizar una gran y minuciosa mineria de
datos, mas no es apta para que un usuario comun y sin previo
conocimiento y preparacion la use, debido a la dificultad de

interpretar los resultados.

5.2. RECOMENDACIONES

e Para el proceso de minado de datos se recomienda el
conocimiento previo de fundamentos teoricos sobre bases de
datos y de mineria de datos; por lo que ayudara a la justificacion
e interpretacion de los resultados obtenidos.

e Para la realizacién de mineria de datos es necesario el preparar
una superficie minable dependiendo de las necesidades y
objetivos que se desee cumplir.

e Se recomienda que existan calidad en los datos, en donde se
considerara el duplicamiento de datos y la forma en la que se
encuentra redactada la sintaxis de los datos; para asi evitar los
posibles errores que puedan generar problemas de compatibilidad
de los tipos de datos.

e Para la comprension de la mineria de datos se recomienda
comenzar con el aprendizaje de los conceptos basicos de la
informacion, el origen de los datos y las técnicas con sus
respectivas metodologias del minado de datos.

¢ La mineria de datos puede generar varias soluciones de calidad
por lo que se insindia que se seleccione la mejor solucién tomando
en cuenta los datos o la informacién que fue tomada en cuenta
para la realizacion de este proceso.

e Para la generacion de resultados por medio del minado de datos
a los problemas que se presenten es necesario que se tengan
almacenados datos histéricos y actuales sobre las posibles

soluciones ya presentadas en otros casos para asi generar una
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nueva salida que sea de ayuda para la organizacion sobre el
problema propuesto.

Para el uso de la herramienta de Pentaho nosotros
recomendamos tener un conocimiento bésico sobre bases de
datos y asi facilitar al usuario final la manipulacion de la
informacion.

Para el manejo de grandes cantidades de informacion se
recomienda que se empleen diversas herramientas visuales de
software que ayudan a cubrir las necesidades de las
organizaciones que manipules o0 manejen grandes cantidades de
datos.

Para el uso de la herramienta de WEKA nosotros recomendamos
gue se tenga un conocimiento basico de estadistica para que el
usuario final pueda interpretar los resultados, ya que en esta
herramienta se emplean diversos tipos de algoritmos matematicos
gue fueron enfocados para el minado de datos y pueden ser
representados por medio de arboles de decision, ayudando asi a
la toma de mejores opciones a diversos problemas.

WEKA es una herramienta que recomendamos para realizacion
de mineria de datos, ya que nos ayuda a la obtencion de

resultados mas 6ptimos ante un problema presentado.
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ANEXOS

1. WATSON

Watson es un sistema de tipo informatico que fue desarrollado por IBM, este

tiene como objetivo el contestar cualquier tipo de pregunta en lenguaje natural.

Su IA es tan avanzada en el campo cognitivo por lo que es capaz de pensar e

interpretar datos como un ser humano.

Watson tiene la capacidad del entendimiento y el aprendizaje del lenguaje

natural que puede estar disponible y publicado en cualquier sitio web a nivel

mundial, por lo que es capaz de interpretar por ejemplo tweets, articulos,

informes, mensajes, publicaciones, etc.

1.1

1.2.

¢, Qué es Watson?

Es una tecnologia cognitiva que utiliza inteligencia artificial que es capaz
de interactuar, razonar, aprender y entender cualquier tipo de informacion
0 datos, en la que se puede ver incluido texto, videos, imagenes, etc.;

esto lo realiza por medio del aprendizaje de maquina.

A su vez Watson puede interactuar de forma personal con algln sujeto
proporcionandole informacion o puede realizar recomendaciones de
algun tema de interés de dicho individuo y asi participar en un didlogo con

el sujeto de prueba.

Descripcion

Watson es un sistema que utiliza el aprendizaje de maquina el cual le
sirve para aprender, razonar, responder e interactuar con grandes
cantidades de informacion, al igual que las personas Watson por medio
del lenguaje natural, puede educarse por medio de interacciones y asi
con cada una de las nuevas experiencias que este obtenga, puede

volverse adn mas inteligente en una velocidad increiblemente rapida.
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Con el conocimiento obtenido de cualquier campo laboral Watson puede
ensefiar en dicha area como por ejemplo la medicina, economia,
ingenieria, etc.; por medio de patrones realiza una busqueda en grandes
voliumenes de datos y asi esta herramienta trata de proporcionandoles
rapidamente mejores soluciones a diversos problemas en estas areas.
Las soluciones que genera Watson se muestra de una forma que sea
compresiva para el usuario pueda entender y compartirla facilmente con

otras personas.

La informacion es almacena en la nube del software de IBM, la cual es

accesible y cualquier momento por los usuarios de Watson.

1.1.1. Hardware

Es la integracién de procesadores en paralelo de POWERT73° con
tecnologia DeepQAS3L. Tiene un soporte de hardware para Jeopardy!*?,
percibia con 90 servidores IBM POWER 75, cual cada uno de los
servidores utilizaba un procesador de 3.5 GHz con un total de 8 nucleos.

Cada uno de los nucleos es capaz de soportar un hardware de 4 hilos de

ejecucion (threads).

En su totalidad este sistema tiene 2880 nucleos de procesamiento
POWERY7, y dispone de una capacidad de RAM de 16 Terabytes.

1.1.2. Software

30 POWER7: “es un procesador de ocho nucleos capaz de correr hasta cuatro hilos en cada uno,
transformado virtualmente cada procesador en un chip de 32 nucleos y asi dandole una clara ventaja
sobre cualquiera de los productos de Intel o AMD especializados para servidores.” (Wikipedia, 2016)

31 DeepQA: es el sistema de informacidn y tecnologia que se empled para la elaboracién de Watson, el
que estd encargado de responder de forma inmediata las diversas preguntas planteadas por un usuario
el cual recepta la respuesta en lenguaje natural.

32 Jeopardy!: es un concurso de Estados Unidos que tiene como finalidad el nivel de conocimiento por
medio de preguntas.
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El software que utiliza es Apache UIMA®3, Este sistema fue codificado o
realizado en varios lenguajes y herramientas de programacion como:

C++, Prolog y Java.

El sistema operativo en el que es ejecutado en SUSE Linux Enterprise
Server 11, funciona conjuntamente con Apache Hadoop.

1.1.3. Watson APl y SDKs

Las SDKs que estan disponible para su uso conjuntamente con Watson

API, pueden ser encontrada en la nube en los siguientes enlaces:

o (http://www.ibm.com/watson/developercloud/)

o (https://github.com/watson-developer-cloud)

En estos enlaces se encuentra disponible: android-sdk, python-sdk, java-

sdk, ios-sdk, uniny-sdk y node-sdk.

node-sdk ios-sdk python-sdk
ﬁ Nodejs library to access IBM Watson services he V t @ Clie
avaScript 401 Y192
java-sdk unity-sdk android-sdk
se the |BM Watson services, It % Unity SDK to use the IBM Watson services, .ﬁ; Android SDK to use the |BEM Watson services
@lava *189 Yoo 0 ke Y3 Q@laa *17 Y15

Figura Anexo 1.1. APIS para el uso de Wtason, Elaborado por: IBM (Watson)

1.1.4. Arquitectura de Watson

33 Apache UIMA (Unstructured Information Management Architecture): es una arquitectura para la
administracion de informacion no estructura el cual puede ser empleado en la mineria de texto (Text
Mining) para la extraccion de la informacion.
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Figura Anexo 1.2. Arquitectura de Watson, Elaborado por: Oscar Cérdova y Carlos Rosales

Para el entendimiento de la arquitectura de Watson que se presenta en
la Figura Anexo 1.2., debemos saber que Watson es un sistema que
posee una rapida integracion y evaluacion de grandes cantidades de
informacion, por lo que permite generar resultados 6ptimos a cualquier
problema planteado, en donde las respuestas deben ser de calidad, con

alta precision y pueda abordar cualquier situacion.

En donde Watson se lo puede representar por medio de una arquitectura
basada en datos probabilisticos que se pueden emplear de forma
paralela, que por medio del lenguaje natural este pueda identificar las
preguntas a cualquier tipo problema, realizando un andlisis de las
preguntas de dicho problema, buscandolo en varias fuentes para asi
descomponerlo y generar varias hipétesis, en la que las hip6tesis son
probadas y puntuadas para asi generar la clasificacion de las hipétesis.
Las diversas combinaciones que se generan, aportan nuevas hipétesis o
posibles respuestas que pueden formar nuevos enfoques o sintesis en
los puntos mas fuertes los cuales son clasificados, para la seleccion de
una mejor solucion permitiéndole contribuir a la mejora, generando

calidad y confianza a los resultados en el menor tiempo de respuesta.
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2. CLIPS

CLIPS (“C” Language Integrated Production System). Es una herramienta que
fue creado por la NASA/Johnson Space Center desde 1985 hasta 1996, este
sistema es considerado como un lenguaje de programacion que es similar a “C”,
el cual tiene como finalidad la creacion de sistemas expertos®* que sean capaces
de seguir reglas por medio de soluciones algoritmicas. Es un software
multiplataforma por lo que se encuentra en constante evolucion el cual puede

ser empleado en cualquier sistema operativo desde el afio de 1996.

2.1. ¢Qué es CLIPS?

Es un software que incorpora un completo lenguaje orientado a objetos que se
emplea para la creacion de varios sistemas expertos en donde se toma en
cuenta la experiencia humana y hechos como factor fundamental para generar
la base del conocimiento y por medio de un conjunto de reglas busca o genera

una solucion.

CLIPS es una herramienta de sistema experto ya que ayuda a modelar la
experiencia humana tomando la informacién y generando mayor conocimiento

facilitando asi el desarrollo de sistemas expertos o software.

Un software que sea escrito en CLIPS posee un conjunto de objetos, hechos y
reglas los cuales son considerados o tomados en cuenta por parte del motor de
inferencia, el cual decide qué hacer y cuando deben ejecutarse las reglas que

fueron basadas en dichos hechos y objetos.

2.2. Caracteristicas de CLIPS

Entre las principales caracteristicas para la implementacion del conocimiento y

el de CLIPS es necesario el tener en conocimiento las siguientes caracteristicas:

34 Sistema Experto: se basa en la experiencia y conocimiento humano el cudl sirve de referencia para la
creacion de diversos programas.
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o Considerar la experiencia para la generacion de reglas las cuales
serdn tomadas en cuentan al momento de representar el
conocimiento heuristico.

e Tomar en cuentan las diversas funciones que van a ser usadas en
para la generacion del conocimiento procedimental.

e Conocer sobre la programacion orienta a objetos que sera usada
para la generacion del conocimiento procedimental.

e La generacion de datos en base a los hechos e instancias.

¢ Tiene un conjunto de reglas que son de suma importacién para la
creacion de la base de conocimiento.

¢ La manipulacion y monitoreo de las reglas por medio del motor de

inferencia.

2.3. ¢Con qué se integra CLIPS?

CLIPS puede ser integrado con cualquier lenguaje de programacion de alto nivel
como es el caso de Java, FORTRAN, Ada y C por lo que es necesario tener
conocimiento basico para sacar provecho a los objetos que son empleados en

el desarrollo de software.

2.4. ¢En qué se usaCLIPS?

Entre uno de los usos de este lenguaje de programacion fue para la instruccion
inteligente para el transbordador espacial, el cual tenia como finalidad realizar
entrenamiento y prueba de los controles de vuelo, en la que los comando y las

reglas de produccién fueron escritas en “C”.

2.5. Versiones de CLIPS

Entre las versiones de CLIP tenemos:

e CLIPSS.1
e CLIPS6.24
e CLIPS6.3
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CLIPS .NET
CLIPS JINI
CLIPS iOS
CLIPS CGil
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